Information

Management
School

Mestrado em Gestdo de Informacao

RMactar Pracdiram 1 fAar ~¥1 AManacar .
Master Program in Information Management

DATA MINING NO TURISMO EM PORTUGAL

Pedro Filipe Soares Linheiro Galinha

Dissertacao como requisito parcial para obtencao do grau de
Mestre em Gestdo de Informacao

NOVA Information Management School
Instituto Superior de Estatistica e Gestao de Informacao

Universidade Nova de Lisboa



L102

L}
Titulo: Data Mining no Turismo em Portugal

Subtitulo: Analise Preditiva no Suporte @ Tomada de Decisao
I

LOMBADA MGI

Pedro Filipe Soares Linheiro Galinha







NOVA Information Management School
Instituto Superior de Estatistica e Gestao de Informagao

Universidade Nova de Lisboa

DATA MINING NO TURISMO EM PORTUGAL:

ANALISE PREDITIVA NO SUPORTE A TOMADA DE DECISAO

por

Pedro Filipe Soares Linheiro Galinha

Dissertacdo apresentada como requisito parcial para a obtengao do grau de Mestre em Gestdo de
Informacao, Especializacdo em Gestao do Conhecimento e Business Intelligence

Orientador: Professor Doutor Roberto Henriques

Novembro 2017



DEDICATORIA

Para o Sasha,

Por ter sido quem nos une em todos os momentos.



AGRADECIMENTOS

Com o decorrer deste trabalho, muitas foram as pessoas que me apoiaram e as quais gostaria de
agradecer.

Pela forga, inspiracdo e incessante contribuicdo, um agradecimento especial para a Joana.

Aos meus amigos Jodo Oliveira, Miguel Candeias, Jodo Gavela, Sandra Coutinho, Pedro Pinheiro, Jodo
Farinha, Daniel Tedfilo, Filipe Silva, Augusto Tosta e Ligia, pelo apoio incondicional que me deram na
realizacdo deste projeto.

Ao meu orientador, Professor Roberto Henriques, que me acompanhou ao longo deste trabalho.

Aos Servicos Académicos da NOVAIMS, particularmente a Rita, Angela, Gisela, Raquel e Ana por
serem os melhores servigos académicos do mundo e por me ajudarem sempre.

A minha familia.

Muito obrigado a todos



RESUMO

Registou-se na ultima década um aumento significativo na procura de Portugal como destino
turistico. A crescente angariacdo de dados dos consumidores por parte dos agentes turisticos
representa uma oportunidade para extrair conhecimento e valor. A intencdo por parte das politicas
publicas do turismo esta contemplada no plano estratégico para o setor até 2027 e as suas medidas
visam promover a integracdo de politicas setoriais que influenciam a atividade do turismo e que

assegurem estabilidade.

Sendo o setor do Turismo um dos que mais contribui para o desenvolvimento econémico em
Portugal e sendo a utilizacdo de ferramentas analiticas e preditivas um fator decisivo na capacidade
de potenciar esse desenvolvimento, pretende-se que este estudo forneca especificidade na relacdo

entre gestdo de informacdo e a sua mais-valia no contexto do turismo em Portugal.

Recorrendo as aplicacbes Google Scholar, Web of Science e NOVA Discovery, foram inseridas
combinac¢Ges de keywords com os termos (mineragdo de dados, turismo, andlise preditiva) e foi
possivel verificar que a literatura especifica disponivel que aborde a relagdo entre métodos de
anadlise preditiva, minera¢do de dados e conhecimento do consumidor para a drea do turismo é ainda
pouco significativa em Portugal. Desta forma é percetivel a necessidade em promover a criagdo de
literatura especifica sobre a relacdo entre analise preditiva, estudo do comportamento e a sua
aplicacdo ao setor do turismo em Portugal como fator decisivo na criacdo de inovacdo e

competitividade, através do suporte que presta a tomada de decisao.

Neste sentido, a presente dissertacdao pretende apresentar uma prova de conceito que contribua
para um maior conhecimento sobre a aplica¢cdo de técnicas de Data Mining e modelagao preditiva

para dados do turismo.

PALAVRAS-CHAVE

Data Mining; Analise Preditiva; Turismo de Portugal; Estratégia para o Turismo; Big Data



ABSTRACT

In the last decade there has been a significant increase in the demand for Portugal as a tourist
destination. The growing collection of consumer data by tourism agents represents an opportunity to
extract knowledge and value. The intention of the public policies of tourism is contemplated in the
strategic plan for the sector until 2027 and its measures are aimed at promoting the integration of

sectoral policies that influence the activity of tourism and that ensure stability.

Since the tourism sector is one of the main contributors to economic development in Portugal and
the use of analytical and predictive tools is a decisive factor in the capacity to promote this
development, it is intended that this study provides specificity in the relationship between

information management and It’s added value in the context of tourism in Portugal.

Using combinations of keywords with the terms (data mining, tourism, predictive analysis) and using
the Google Scholar, Web of Science and NOVA Discovery applications, it was possible to verify that
the specific literature available that addresses the relationship between methods of predictive
analysis, data mining and consumer knowledge for tourism is still not very significant in Portugal. This
urges the need to promote the creation of specific literature on the relationship between predictive
analysis, behavioral study and its application to the tourism sector in Portugal as a decisive factor in
the creation of innovation and competitiveness through the support it provides to the outlet of

decision-making.

In this sense, the present dissertation intends to present a proof of concept that contributes to a
greater knowledge on the application of data mining techniques and predictive modeling for tourism

data.

KEYWORDS

Data Mining; Predictive Analysis; Tourism in Portugal; Strategies for Tourism; Big Data
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1. INTRODUCAO

1.1. ENQUADRAMENTO DO TEMA

Big Data é hoje um dos mais populares e mais frequentes termos utilizados para descrever o
aumento exponencial e disponibilidade dos dados na era moderna, sendo espectdvel inclusivamente
gue num futuro préoximo mantenha ou inclusivamente acelere o seu ritmo de crescimento (Hassani
& Silva, 2015). Este termo refere-se a bases de dados cujo tamanho é tdo grande em tamanho e
complexidade que se torna inadequado para as ferramentas atuais capturar e processar dados num
periodo de tempo aceitdvel (Snijders, Matzat, U., & Reips, U.-D., & Reips, 2012). Em Big Data existem
constrangimentos no que diz respeito a andlise, captura, procura, partilha, armazenamento,
transferéncia, visualizacdo e privacidade da informacdo e estes problemas necessitam novas
tecnologias que permitam descobrir “valores escondidos” em bases de dados que sdo complexas e
massivas (Hashem, Yaqoob, Anuar, Mokhtar, Gani, & Ullah Khan, 2015). A andlise de bases de dados
vastas possibilita criar novas oportunidades na sociedade moderna (Fan, Han, & Liu, 2014) uma vez
gue, estes novos repositérios de informacdo sdo tdo vastos que providenciam aos investigadores,
gestores e legisladores, as informagdes necessarias de forma a que consigam tomar decisdes
baseadas em numeros e andlises, em vez de intuicdo ou experiéncia adquirida (Frederiksen, 2012),
permitindo assim analises e tomadas de decisdo com maior confianga e melhor eficiéncia operacional

bem como reducgdo de custos e riscos (De Mauro, Greco, & Grimaldi, 2015).

Segundo Benckendorff, Sheldon, & Fesenmaier (2014), a industria do turismo caracteriza-se como
sendo altamente competitiva e prdspera em informagGes. Atualmente, essa competicdo intensa
entre empresas, bem como as carateristicas do mercado de turismo, suscitam que estas tenham a
necessidade de se diferenciar. O uso de novas tecnologias de informagdo surge como uma forma de
acompanhar a evolugao do mercado, bem como, acompanhar a evolucdo do comportamento de

compra dos seus clientes.

Considera-se como sendo atividade turistica a desloca¢do de pessoas para outras regiGes ou paises
com a propdsito de vivenciar momentos de lazer, conhecer outras culturas ou visitar lugares
especificos. A escolha de destinos de viagem por parte dos consumidores pode ser influenciada pela
oferta e tendéncias existentes no momento da compra e sendo as tendéncias passageiras, surge a

necessidade imperativa de permanente inovac¢do e adaptagao, de forma a garantir o crescimento.

Com base nesta necessidade, o investimento no turismo é assumido como uma prioridade

governamental sendo reconhecido como um dos setores com maior crescimento nas ultimas



décadas. Em Portugal, o setor do Turismo é o maior contribuidor para o crescimento econémico e

para a criacdo de emprego (Turismo de Portugal I.P. (TdP), 2017).

Torna-se assim imperativo conhecer melhor o turista, as suas vontades e preferéncias e qual a oferta
disponivel no mercado, sendo para esse efeito determinante a busca constante de ferramentas que

ajudem na gestdo da informacdo no setor.

Recorrendo a base tecnoldgica para responder ao desafio do conhecimento da atividade turistica e
da gestdo dos recursos existentes em Portugal, é necessdria a implementacdo de Business
Intelligence orientada para o Turismo, aliando a Mineragao de Dados e criagdo de modelos de Analise
Preditiva como processo analitico projetado de forma a explorar grandes quantidades de dados, na
deteccdo de padrdes consistentes e/ou relacionamentos sistematicos entre variaveis. A validacdo dos
padroes detectados a novos subconjuntos de dados automaticamente, permitirdo assim a
simplificacdo do processo de tomada de decisdo e a geracdo de novos “insights” que promovam a

inovacdo, crescimento exponencial do setor e aumento da riqueza.

1.2. OBJETIVOS

Considerando o crescimento significativo da afluéncia turistica em Portugal, torna-se cada vez mais
importante identificar o perfil e prever o comportamento do consumidor turistico.

De forma a atingir os objetivos do estudo, foram definidos os seguintes objetivos especificos:

i) Conhecer a literatura aplicavel referente a utilizagdo de técnicas de Data Mining para o turismo;

ii) Identificar quais as varidveis com maior contribuicdo no comportamento do turista,
nomeadamente no que diz respeito a disponibilidade do turista em adquirir viagens para Portugal;

iii) Exemplificar o uso de técnicas de Data Mining (modelagdo preditiva) para variaveis do turismo, de
forma a prever o valor despendido por estadia;

iv) Avaliar a eficacia do modelo preditivo criado.



2. REVISAO DA LITERATURA

O presente capitulo pretende fazer um enquadramento, evidenciando o estado da arte dos temas
abordados ao longo da presente tese.

Uma das tendéncias mais marcantes da sociedade em que vivemos relaciona-se com os
desenvolvimentos no campo da computacdo. Durante os ultimos 50 anos estes desenvolvimentos
tém alterado, de forma radical, muitas das atividades quotidianas. Esta verdadeira revolugao,
baseada numa evolugdo muito rdpida das capacidades computacionais e da industria do software,
afecta todos os dominios da vida e do conhecimento humano. Uma das vertentes desta revolucdo diz
respeito ao progresso nas tecnologias de recolha, organizacdo e armazenamento de informacdo
digital, que tém vindo a promover o aparecimento de bases de dados de grandes dimensGes em
todos os contextos da atividade e do conhecimento humano. E por isso natural que as organizagdes e
investigadores se tenham deixado seduzir pela ideia de extrair informacdo relevante e de valor a
partir destes repositérios de dados. Podemos mesmo supor que a resposta a muitos dos problemas
da atualidade se pode encontrar “enterrado” nestas bases de dados. No entanto, para transformar
estes dados em informagdo e conhecimento s3o necessarias metodologias e ferramentas

apropriadas.

A presente revisdo literdria abordard os temas sobre a utilizacdo de técnicas de Data Mining e
modelacdo preditiva como geradoras da criacdo de “insights” que contribuam para a dinamizagdo e

desenvolvimento do setor turistico em Portugal.

2.1. O TURISMO EM PORTUGAL

O turismo em Portugal é hoje o principal motor da economia do pais. O ano de 2016 ficou marcado
por resultados histéricos para o turismo nacional nos principais indicadores: dormidas, receitas,
hospedes, emprego e exportagdes, sendo mesmo considerado a maior atividade econdmica
exportadora do pais, com 16,7% das exportagdes. Entre 2005 e 2015 as receitas turisticas cresceram
a uma taxa média anual de 6,3% (Figura 2.1). Estes resultados evidenciam que turismo tem
capacidade para ser uma atividade sustentavel ao longo do ano e para acrescentar valor, sendo para
isso essencial a definicdo das metas que se querem atingir e o desenvolvimento das agdes
necessarias para tal. Neste sentido, a Estratégia Turismo 2027 foi desenhada para tornar Portugal
num destino cada vez mais competitivo numa atividade em continuo crescimento, atenta as

mudancas internacionais e ao ambiente tecnoldgico.



2005 2006 2007 2008 2009 2010 2011 2012 2013 2014 2015
Figura 2.1 - Receitas Turisticas em valor e em % do PIB' (INE, 2016)

A implementa¢do de medidas estratégicas e o investimento forte no setor, contribuiram para
potenciar Portugal como um dos destinos internacionais preferidos. Entre 2005 e 2015, Portugal
registou um crescimento médio anual superior ao dos concorrentes, sendo o segundo pais com

melhor desempenho na evolugdo das receitas turisticas (Tabela 2.1).

RECEITAS TURISTICAS

NTERNACIONALS 2005 2010 2015 TVMA 2005-2015
Malta 0,6 0,8 1,2 +7,4%
Portugal 6,2 7,6 11,5 +6.3%
Turquia 15,4 17,0 24,0 +4,5%
Marrocos 3,7 51 53 +3,7%
Croacia 5,9 6,1 8,0 +3,1%
Grécia 10,7 9,6 14,1 +2,8%
Espanha 40,00 41,2 50,9 +2,4%
Italia 28,5 29,3 35,6 +2,2%
Franca 35,4 35,5 41,4 +1,6%
Egito 55 9,4 55 +0,0%
Tunisia 1,7 2,0 1,2 -3,2%

Tabela 2.1 - Crescimento das receitas’ (UNWTO, 2017)

O impacto do Turismo na economia nacional, no desenvolvimento de novas infraestruturas e
servicos tem verificado uma evolugdo significativa nos ultimos anos (Tabela 2.2), no entanto é vital
para a sustentabilidade do setor no pais, identificar as principais fragilidades, oportunidades e

potencialidades para a préoxima década, tanto no contexto interno como no ambiente externo.

1 . T

Valores em mil milhdes de euros

2 L . S
Comparativo internacional (valores em mil milhdes de euros)



Dormidas 48,9 milhoes 53,5 milhGes +4,6 milhdes | +9,4%

Receitas 11,5 mil milhoes 12,7 mil milhGes + 1,2 mil milhges | + 10,4%

Héspedes 17,4 milhoes 19,1 milhdes +1,7 mil milhdes | +9,7%

15,4% do total de Exportagcdes 16,7% do total de Exportacoes

Exportacdes +1,3%
de bens e servigos do Pais de bens e servigos do Pais
Saldo da Balanca 7,8 mil milhGes € 8,8 mil milhdes € + mil milhdes | +12,8%
Turistica
Emprego 280 mil 328 mil +48 mil | +17,1%

Tabela 2.2 — Variacdo das Receitas do Turismo em Portugal® (INE, 2015)

No contexto interno foi possivel averiguar as seguintes fragilidades:
e Défice de informacdo sobre a oferta;
¢ Falta de conhecimento e de informacdo sobre a atividade turistica;

e Falta de estruturacdo do produto.

No que diz respeito ao ambiente externo foram identificadas oportunidades na dinamizacdo do setor
relacionadas com:
e Alteragao dos padrées de consumo e motivagoes;

e Crescimento do volume de informagao recolhida sobre o consumidor.

Segundo a estratégia para o turismo em Portugal, as novas tendéncias internacionais terdo impacto
no setor e perspetivam acentuadas mudangas nos proximos anos. As mais significativas dizem
respeito a crescente importancia das Tecnologias de Informacdo e Comunicacdo como veiculo
condutor da Nova Economia. A pertinéncia da utilizacdo de técnicas que possibilitem o acesso a
informacdo e conhecimento é suportada pela necessidade de fazer face as exigéncias que se

avizinham, suprimindo as fragilidades e potenciando as oportunidades.

3 . ~ P A . . P .
Emprego compreende aIOJamento, restauragao, 5|m|Iares, agencias de V|agens/operadores turisticos e outros servigos de
reservas.



2.2. DATA MINING E ANALISE PREDITIVA

O fendmeno da descoberta e tomada de decisdo baseado em dados é hoje mais do que uma
tendéncia. A mineragdo de dados refere-se a extra¢do de conhecimento de um grande conjuntos de
dados observados, de forma a descobrir o relacionamento insuspeito e os padrées escondidos nos
dados, apresentado os mesmos de maneiras inovadoras, compreensiveis e Uteis para os usudrios

(Adeniyi, Wei, & Yongquan, 2016).

A mineracdo de dados é também o processo de exploragdo e andlise, por meios automaticos ou
semiautomaticos, de grandes quantidades de dados e que possibilita descobrir padrées e regras
significativas. Sendo um subcampo interdisciplinar da ciéncia da computacdo, envolve um processo
computacional de descoberta de padrées em grandes conjuntos de dados. O objetivo deste processo
avancado de anadlise recai na forma de extrair informac¢des de um conjunto de dados e transforma-lo

numa estrutura compreensivel para uso posterior (Jain & Srivastava, 2013).

Tradicionalmente utilizado em areas onde os dados abundam, a tarefa principal de mineracdo de
dados consiste em identificar padroes dentro dos dados, com o propdsito de extrair conhecimento.
Para este fim, os métodos de mineracao de dados utilizados como a analise de Clusters, Link Analysis,
classificacdo e regressdo, visam normalmente reduzir a quantidade de informacdes (ou dados)

facilitando o reconhecimento de padrées (Zhu & Davidson, 2007).

Conway (2011), divulgou na sua pesquisa uma poderosa declaragdo sobre Data Mining: "A
capacidade de adquirir dados - poder compreendé-los, processa-los, extrair valor deles, visualiza-los,

comunica-los - sera uma técnica extremamente importante nas proximas décadas”.

Segundo Bacgdo (2009), mais importante do que estabelecer uma Uunica definicdo de Data Mining,
interessa reter uma nocao geral do que se entende por Data Mining, compreender os contornos das
suas fronteiras enquanto area de investigagdo e a forma como interage com outras areas do
conhecimento. A primeira observacdo a fazer é a de que o termo Data Mining é utilizado de forma
muito diferente na literatura. Por vezes refere-se a todo o processo de “Descoberta de
Conhecimento em Bases de Dados”, onde se incluem todos os procedimentos que organizagdo e
preparacdo dos dados; outras apenas a fase especifica de aplicacdo dos algoritmos. E de salientar
que o termo “Descoberta de Conhecimento em Bases de Dados” (do inglés Knowledge Discovery in
Databases - KDD) tem vindo a ganhar cada vez maior aceitacdao, especialmente na area académica,
como forma de designar todo o processo que medeia entre o acesso aos dados digitais até a
aplicacdo concreta e pratica do conhecimento gerado no processo. No entanto, apesar destas ténues

distincbes, o facto é que “Descoberta de Conhecimento” e Data Mining sao utilizados, por grande



parte dos autores, como sinénimos. S3o apresentadas, de seguida, vdrias definicdes de diferentes

autores sobre Data Mining:

e “DM s the nontrivial process of identifying valid, novel, potentially useful, and ultimately

understandable patterns in data” — Fayyad et. all (1996)

e “Data Mining is used to discover patterns and relationships in data, with emphasis on large

observational databases” — Friedman (1997)

e “Data Mining is the analysis of (often large) observational data sets to find unsuspected
relationships and to summarize the data in novel ways that are both understandable and useful to

the data owner” — Hand et. all (2001)

e “Data Mining is the process of automatically discovering useful information in large data

repositories” — Tan, Steinbach & Kumar (2006)

E possivel verificar uma grande sobreposicdo entre as diferentes defini¢des apresentadas.
Tipicamente, as relagdes e resumos extraidos por via do Data Mining sdao normalmente designados
modelos ou padrdes. Esta poderosa tecnologia com enorme potencial de crescimento, procura
traduzir dados em informagao e informagdo em conhecimento, que por sua vez proporciona a
oportunidade de agir, sobre o real, racionalmente e com propriedade. A capacidade de prever é
possivel através da andlise preditiva que é o ramo da mineragao de dados que prevé tendéncias e
comportamentos futuros, permitindo decisdes prd-ativas e guiadas pelo conhecimento. O impacto
da mineragdo de dados e da andlise preditiva na sociedade tem potenciado também o recurso a
automacado e a necessidade de recorrer a maquinas que tenham a capacidade de aprender. Machine
Learning constitui de uma forma geral, um conjunto de ferramentas que, em termos gerais,
permitem "ensinar" os computadores a realizar tarefas, fornecendo exemplos de como elas devem

ser feitas (Hertzmann & Fleet, 2012).

Galliers (1987) reforga a importancia decisiva que o acesso a informagdo tem no processo de tomada
de decisdo. A necessidade de recorrer a ferramentas que possibilitem a criacdo de insights e
conhecimento é salientada por Rascdo (2004) que afirma que as Tecnologias de informacgdo e de
comunicagdo sdo definidas como o conjunto de conhecimentos, de meios materiais (infraestruturas)
e de “know how”, necessarios a producdo, comercializacdo e ou utilizacdo de bens ou servigos
relacionados com o armazenamento temporario ou permanente da informacdo, bem como o
processamento e a comunicacdo da mesma. A capacidade de recolher grandes quantidades de
informacdo e a consequente necessidade de agir, faz com que a capacidade analitica seja

determinante na criagdo de valor e no suporte a tomada de decisao.



O’Brian (2004) afirmou que, para atender de forma eficiente a crescente demanda por informagoes
de qualidade, os sistemas tiveram que evoluir de uma fase primdria onde os processos eram apenas
informatizados, para uma nova fase com um papel relevante no auxilio da tomada de decisdo por
meios preditivos. Os meios preditivos podem assim ser determinantes na tomada de decisao,
assumindo particular destaque a capacidade de antecipar comportamentos e escolhas. Eric Siegel
(2013) refere que através da andlise preditiva, um computador analisando dados, literalmente

aprende a prever o comportamento futuro de individuos.

Markus Hofmann (2013) realca que a medida que o fluxo de informacdo continua a aumentar, a
necessidade de recorrer e dominar a mineracdo de dados e analise preditiva nunca foi maior. Afirma
o autor que as técnicas e ferramentas providenciam insights dos dados sem precedentes, permitindo
melhores decisGes e capacidade de previsdo e a derradeira solu¢do na resolucdo de problemas cada
vez mais complexos. A demanda por essa capacidade de prever nasceu da frustracdo com os
sistemas Bl (Business Intelligence), que ajudavam os executivos apenas a entender o que aconteceu
enquanto eles necessitavam de ferramentas que conseguissem prever o que iria acontecer com os

seus negocios (Monk & Wagner, 2013).

As empresas tomavam as suas decisdes baseando-se no conhecimento e nas experiéncias de
especialistas, o que acabava por influenciar as operagdes quotidianas. Algumas décadas atras, uma
série de técnicas estatisticas surgiu com a intencdo de descobrir padrdes de dados invisiveis ao olho
humano. E visto que os dados sdo capturados num volume cada vez maior, estas técnicas tornaram-
se indispensaveis para extrair valor a partir destes dados. E através da analitica que se torna possivel

produzir estatisticas e previsGes confidveis (Guazelli, 2012).

2.2.1. METODOS UTILIZADOS EM DATA MINING

As técnicas de Data Mining sdo aplicadas em diversos campos devido a serem consideradas bastante

adequadas ao desenvolvimento de métodos e modelos de anilise.

Segundo (Berry & Linoff, 2004), as atividades mais comuns em Data Mining dividem-se em dois tipos
de métodos: o preditivo e o descritivo. Nas atividades preditivas, sdo realizadas inferéncias nos dados
existentes na base de dados de forma a prever valores relevantes, como por exemplo, utilizar
padrdes de consumo para prever correlagdes entre produtos e direcionar campanhas de marketing.
No que diz respeito a atividades descritivas, os dados que constam na base de dados sado classificados
através da caracterizacdo das suas propriedades gerais, descobrindo padrées e descrevendo os

dados de forma a serem interpretados pelos utilizadores (Sondwale, 2015).



A modelagdo descritiva recorre principalmente a técnicas de Data Mining como Clustering, Regras de
Associacdo, Link Analysis e Visualizagcdo. No que diz respeito a modelagdo preditiva, a Classificacdo e
a Regressao sdo as técnicas mais frequentemente utilizadas. Desta forma, o processo de descoberta
de conhecimento em bases de dados (KDD), consiste na utilizacido de métodos descritivos e
preditivos do tipo machine learning que assentam na analise dos dados utilizando algoritmos que
aprendem interactivamente a partir destes, fazendo com que os computadores encontrem

conhecimento “escondido” sem serem explicitamente programados para encontrarem algo.

O processo KDD é iterativo e interativo, sendo constituido por etapas que se iniciam com a definicdo
de objetivos e que evoluem posteriormente para a criacdo de um target no Dataset, limpeza e pré-
processamento dos dados, transformacdo dos dados, escolha da técnica de Data Mining, dos
algoritmos e interpretacdo dos padrdes resultantes da mineracdo através do conhecimento gerado

(Figura 2.2).
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Figura 2.2 - Processo de Descoberta de Conhecimento, adaptado de Fayyad et al. (1996)

2.2.2. MACHINE LEARNING

A aprendizagem maquina ou Machine Learning pode realizar-se de forma supervisionada ou ndo
supervisionada (Supervised vs Unsupervised). Supervised Machine Learning refere-se a procura de
algoritmos que aprendam através de instancias externas de forma a produzirem hipdteses, que

posteriormente fazem previsdes sobre instancias futuras (Kotsiantis, 2007).

Neste tipo de aprendizagem existe um "agente externo" que avalia a resposta da rede ao padrao
atual de inputs. As altera¢des dos pesos sao calculadas de forma a que a resposta da rede tenda a
coincidir com a do “agente externo”. Pode ser dividida em Classificacdo se o atributo de classe for

discreto ou em Regressdo quando o atributo de classe é continuo. Exemplos disso sdo as arvores de



decisdo, classificador Naive Bayes, classificador K-nearest neighbor, classificagdo e métodos de
regressao (linear e logistica) (Figura 2.3). No método Unsupervised learning ndo existe um "agente
externo". A rede necessita descobrir por si mesma as rela¢des, padrdes, regularidades ou categorias

nos dados que lhe vdo sendo apresentados e codifica-las nas saidas (Rojas, 1996).

MACHINE LEARNING
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Figura 2.3 — Modelos e Algoritmos utilizados em Machine Learning (MathWorks, 2016)

2.3. DATA MINING APLICADO AO TURISMO

Diariamente, milhdes de pessoas viajam por todo o mundo para negdcios, férias, passeios ou outras
razdes. A quantidade de dinheiro gasto em ingressos, acomodac¢bes, comida, transporte e

entretenimento traduz-se em valores exorbitantes. De acordo com o Conselho Mundial de Viagens e
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Turismo, as viagens e o turismo representam atualmente aproximadamente 11% do Produto Interno

Bruto (PIB) mundial (Werthner & Ricci, 2004).

O turismo é um negdcio baseado na informacado, onde existem dois tipos de fluxos de informacao.
Um desses fluxos de informacdo é direcionado para os consumidores ou turistas, sendo esta
informacdo sobre bens que os turistas consomem, tais como ingressos, quartos de hotel,
entretenimentos entre outros. O outro fluxo de informagdes segue uma diregdo inversa e consiste
em informacdes agregadas sobre turistas para prestadores de servigos. Quando os dados agregados
sobre os turistas sdo apresentados da maneira correta, analisados pelo algoritmo correto e colocados
nas maos certas, podem ser traduzidos em informacdes significativas para tomar decisOes vitais por
parte dos prestadores de servigos turisticos para aumentar a receita e lucros. A mineracdo de dados

pode ser uma ferramenta muito util para analisar dados relacionados ao turismo.

A industria do turismo é hoje uma das principais utilizadoras das tecnologias de informacao (Sheldon,
1997) . Os avancgos tecnoldgicos afetam decisivamente os servicos e instalacdes desenvolvidas bem
como a forma como elas sdo disponibilizadas e promovidas. Esta nova realidade influencia a
estrutura organizacional e as relagbes entre clientes e prestadores de servigos (Olsen & Connolly,

1999).

Existe atualmente por parte dos legisladores, executivos, diretores de empresas e organiza¢des
governamentais, a necessidade em conhecer a relagao entre a atividade turistica e as preferéncias
dos turistas. Este conhecimento visa promover o desenvolvimento de novas infraestruturas que
possibilitem a obtengdo de uma maior dinamiza¢do da atividade turistica. Devido ao crescente
volume de dados recolhidos, torna-se preponderante obter a capacidade de efetuar analises
detalhadas de forma a auxiliar a tomada de decisdes operacionais, tdticas e estratégicas (Bose,

2009).

Devido a esta necessidade analitica, técnicas estatisticas formais foram progressivamente
introduzidas no turismo. Verificou-se no entanto, que as técnicas estatisticas sofriam com a
desvantagem dos varios pressupostos sobre distribui¢des dos dados que tinham que ser efectuadas,
antes que qualquer andlise pudesse ser realizada, sabendo que, se esses pressupostos fossem
violados, nao existiria garantia de que os resultados fossem validos. Esta limitagdo nos métodos
estatisticos, levou a que os investigadores atualmente necessitem de ferramentas de Data Mining

que recorram a Machine Learning, de forma a tornar possivel a analise de dados no turismo.

Segundo Buhalis (2002), o conhecimento integrado das caracteristicas turisticas, imagens, atitudes e

atributos de destino preferidos, devem ser usados para comercializar destinos turisticos com maior
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facilidade. As cadeias hoteleiras podem assim recorrer a mineracdo de dados para criar campanhas
de marketing, planear promoc¢des sazonais, planear o tempo e a colocacdo das campanhas
publicitdrias, criar propaganda personalizada e definir quais os segmentos de mercado que estdo a

crescer mais rapidamente (Pyo, Uysal , & Chang, 2002).

Outro factor a ter em conta diz respeito a explosao do volume de dados existentes relativamente a
viagens e ao turismo. A criacdo de sistemas centralizados de reservas e gestdo de propriedades
resultou na acumulagdo de uma enorme quantidade de dados no setor turistico e ao mesmo tempo,

em maior acessibilidade a mais dados (Magnini, E.D., & Hodge, 2003).

Abordando o fendmeno do imparavel crescimento do volume de dados, Sharma (2016) conclui que o
Data Mining e a sua utilidade no turismo é preponderante, uma vez que permite tomar as melhores
decisGes de negdcios. Salienta o autor que estas técnicas sdo decisivas a detectar tendéncias de
vendas, desenvolver campanhas de marketing mais inteligentes e com maior precisdao, bem como
promover a fidelizacdo de clientes. A capacidade de minerar dados pode também prever o valor
possivel de cada cliente e produzir informacdes que possibilitem uma melhor gestdo da relacdo com

o visitante (Kasavana & Knutson, 1999).

Desta forma, diferentes tipos de técnicas de Machine Learning (Supervised Learning ou Unsupervised
Learning) podem ser usadas para analisar dados relacionados ao turismo. Sdo descritas de seguida as

diferentes técnicas de Machine Learning mais comuns na mineragao de dados de turismo:
e Redes neurais artificiais (ANN) .

e Algoritmos de Kohonen (da sigla SOM, do inglés Self Organizing Maps) - Referem-se a
algoritmos baseados em ANN’s que permitem a detec¢do de agrupamentos (Clusters). Este
processo consiste em dividir objetos em grupos cujos membros sdo semelhantes de alguma
forma (Han & Kamber, 2001). Embora existam muitos algoritmos de agrupamento, os mais
utilizados sdo: “exclusive clustering” e “distanced-based clustering”. No algoritmo de
“exclusive clustering” se um determinado dado pertence a um cluster definido, ndo pode ser
incluido noutro cluster. Por sua vez no algoritmo “distanced-based clustering”, se dois ou
mais objetos estiverem "fechados" de acordo com uma determinada distancia, eles sdo

agrupados no mesmo cluster.

e Teoria dos Conjuntos Aproximados (TCA) - A TCA é proposta para abordar o problema da

incerteza e da imprecisdo na classificacdo de objetos (Slowinski & Vanderpooten, 2000).

4 Descricdo de uma (ANN) disponivel na pagina 19 deste documento.
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Baseia-se na hipdtese de que cada objeto estd associado a algumas informacgdes, e os objetos
associados a mesma informacdo sdao semelhantes e pertencem a mesma classe. O primeiro
passo na TCA é a discretizacdo de atributos independentes onde os atributos numéricos sao
convertidos em atributos categdricos. O segundo passo é a formacdo de reducdes que
proporcionam a mesma qualidade de classificacdo que o conjunto original de atributos. O
ultimo passo é a classificacdo de dados desconhecidos com base em regras de decisdo e

reducgdes.

e Maquina de Vetores de Suporte (do inglés Support Vector Machine - SVM) - O SVM classifica
um vetor de entrada em classes de saida conhecidas. Comecga com varios pontos de dados de
duas classes e obtém o hiperplano ideal que maximiza a separacdo das duas classes. Para
dados ndo linearmente separaveis, utiliza o método kernel para transformar o espaco de
entrada num espaco de recursos de alta dimensdo, onde um hiperplano ideal linearmente
separavel pode ser construido (Figura 2.4). Exemplos de funcGes kernel incluem a fungdo

linear, funcdo polinomial, funcdo de base radial e funcdo sigmoid (Chang & Lin, 2001).

X2

\ 4

X1

Figura 2.4 — Representacdo grafica de SVM (Shouval, 2012)

A minera¢do de dados do turismo através da utilizacdo de algoritmos especificos, possibilita
capacitar o setor turistico com técnicas que permitem obter maior eficicia e conhecimento na

tomada de decisGes e consequentemente, maior crescimento econémico.

2.4. PROCESSO DE PREVISAO

O processo de previsdo aplicado a qualquer drea em estudo através da utilizagcdo de técnicas de Data

Mining consiste num conjunto de tarefas que tém como principal fungdo garantir a qualidade do
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modelo selecionado. A aplicacdo de técnicas de previsdo é utilizada quando se conhece a varidvel
target (aprendizagem supervisionada ou supervised learning) através da criacdo de modelos

paramétricos (Berry & Linoff, 2004).

A estratégia de investigacdo deste trabalho baseou-se no modelo preditivo SEMMA que possibilita o

ajuste fino do modelo aos dados esparsos através de ciclos redundantes.

Este modelo propicia a aplicacdo da anadlise exploratéria dos dados e técnicas de visualizagcao, sele¢do
e transformacdo das varidveis mais significativas, permitindo modelar as varidveis de modo a prever
resultados e confirmar a precisdo do modelo utilizado. O acréonimo SEMMA - Sample, Explore,

Modify, Model, Assess é descrito da seguinte forma:

7

e Sample (amostra) — amostra dos dados representativa da populacdo, é normalmente

particionada nos conjuntos de treino, validacdo e teste;

e Explore (exploracgdo) - ajuda a redefinir todo o processo de descoberta de conhecimento pela
procura de tendéncias e anomalias nos dados através de técnicas estatisticas é o pré-

processamento dos dados;

e  Modify (modificar) - permite selecionar e transformar as variaveis tendo em vista o tipo de
modelo utilizado, baseia-se na fase exploratdria para manipular a informagdo. (converter

variaveis nominais em numéricas);

e Model (modelo) - através de modelos de data mining, procura combinag¢des na informacgao

que melhor preveja o resultado esperado com o modelo;

e Assess (avaliagdo) - avalia os resultados obtidos através da medicdo da performance do

processo de data mining permitindo optimizar os resultados pelo ajuste do modelo.

O modelo SEMMA permite fazer o ajustamento dos dados de acordo com varios métodos de
regressao ou classificagdo simultaneamente, sendo que o modelo com melhor performance em

termos de ajuste do erro quadratico médio sera selecionado para fazer a previsdo dos dados.

2.4.1. Data Set

Em Data Mining as bases de dados sdo grandes ndo apenas pelo nimero de registos, elas sdo
grandes também pelo nimero de varidveis. No processo de constituicdo do dataset, deve-se atender
a identificacdo das variaveis a constituir a base de dados que sejam representativas da caracterizagdo

do problema em estudo e a quantidade de exemplos necessarios para a obtencdo das regras do
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modelo com qualidade. Atualmente é usual ter mais do que 1000 varidveis a caracterizar cada um
dos registos armazenados. Com este nivel de dimensionalidade (nimero de varidveis) é
extremamente dificil encontrar conjuntos de registos ou de individuos que partilhem algum tipo de

semelhanca, este efeito é normalmente designado por Curse of Dimensionality (Bacao, 2009).

Neste contexto, o espaco de input, definido pelo hiperespaco formado por todas as variaveis, torna-
se massivo e qualquer tentativa de exploracdao encontra grandes dificuldades. Uma das necessidades
mais prementes dos departamentos de Data Mining das empresas prende-se com o dominio de
metodologias “inteligentes” para a reducdo do espaco de input. A natureza secundaria dos dados
também levanta questdes quanto a qualidade e adequacdo dos dados para os objetivos a atingir. E
frequente que as bases de dados utilizadas possuam erros de medicdo, valores extremos (outliers) e
valores omissos. Todos estes constituem problemas que o analista tem que defrontar antes de poder
iniciar a aplicagdo dos algoritmos. A ndo-estacionaridade, o enviesamento na sele¢ao das amostras, a
dependéncia entre observacdes, sdo apenas mais alguns dos problemas com os quais ha que lidar

(Bagao, 2009).

A reducdo do espaco de input é assim crucial sendo a reducdo do numero de varidveis possivel
através da selecdo das que tém maior capacidade discriminativa preterindo as que possuem uma
relagdo espuria entre input/output, identificacdo das varidveis correlacionadas, redundantes e
irrelevantes, aplicacdo de médias ou de outras medidas estatisticas, efetuando analise das
componentes principais (ACP), etc. A normalizacdo dos dados para uma representacdo espacial em
escalas equivalentes, assim como, a criacdo de novas variaveis (criacdo de indicadores através de
racios com variaveis existentes) que resultam do know-how do analista sobre o problema em estudo,
contribuem igualmente para garantir um adequado dataset a utilizar no processo de Data Mining

(Hand, 1998).

2.4.2. Criacdo do Modelo Preditivo

A modelacdo preditiva engloba as trés primeiras classes da tipologia de Berry e Linhof (1997)
(classificagdo, estimacdo e predicdo). Na modelagdo preditiva o objetivo é “aprender” um critério de
decisdo que nos permita atribuir valores a exemplos novos e desconhecidos. A modelagdo preditiva
engloba a classificacdo e a regressao. A diferenca entre classificacdao e regressao reside no facto de a
primeira produzir valores discretos (sim/ndo, 0/1) e a segunda valores continuos. De uma forma
genérica é possivel afirmar que a modelagdo preditiva procura desenvolver um modelo que permita

prever resultados de um fendmeno de interesse. Este modelo servird entdo para analisar as

15



caracteristicas de um novo elemento e associd-lo a uma, de entre um conjunto de classes pré-
definidas (classificacdo), ou a atribuir-lhe um determinado valor continuo (regressdo). Assim, o
processo decorre em duas fases: a fase de aprendizagem e a fase de predicdo (Figura 2.5). Durante a
fase de aprendizagem o algoritmo escolhido extrai conhecimento a partir dos exemplos de treino. Na
fase de predicdo o conhecimento extraido é utilizado para classificar os novos exemplos (o termo
classificar é usado no sentido lato que engloba a atribuicdo de uma classe ou valor continuo). Na fase
de aprendizagem, os exemplos de treino sdo registos para os quais se possui ndo so o valor das

variaveis independentes como também o verdadeiro valor da varidvel dependente.

Exemplos ~  Algoritmo =, Conhecimento Aprendizagem
(Treino)
/
e Exemplos o Lg T
Predigéo o) ==,  Classificador wumnp  Classificagdo

Figura 2.5 - Processo de modelacdo preditiva, adaptado de Bagdo (2009)

Segundo Bagdo (2009), a forma de avaliagdo dos modelos preditivos depende do tipo especifico de
modelacdo. Assim, se estamos a desenvolver um modelo de classificacdo entdo a forma mais
intuitiva de medir a qualidade do modelo consiste em contabilizar o nimero de vezes em que o
modelo se enganou na sua previsdao. No caso de um modelo preditivo de regressao a avaliacdo da
qualidade do modelo devera contemplar outro tipo de medidas, uma vez que o interesse n3do esta na
contabilizacdo do numero de falhas, mas sim na proximidade da previsdo ao verdadeiro valor. Assim,
uma das formas mais comuns de avaliar a qualidade de modelos preditivos de regressdo consiste em
considerar a média dos quadrados dos desvios das previsdes do modelo em relagdo ao verdadeiro

valor de cada individuo (Figura 2.6).
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Figura 2.6 - Desvios das previsdes face aos verdadeiros valores do modelo de regressao, adaptado de
Bacdo (2009)

Existem inumeras ferramentas que podem ser utilizadas na modelacdo preditiva, sendo as mais

populares a regressao logistica, as arvores de decisdo e as redes neuronais.

2.4.3. Algoritmos utilizados na Analise Preditiva

Um algoritmo de mineracgdo de dados é um conjunto de heuristicas e cdlculos que criam um modelo
de mineragdo a partir de dados. Para criar um modelo, o algoritmo analisa primeiro os dados
fornecidos, o que é necessario para tipos especificos de padrdes ou tendéncias. O algoritmo usa os
resultados dessa analise para definir os parametros dptimos para a criagdo do modelo de mineragdo,
aplicando posteriormente esses parametros em todo o conjunto de dados de forma a extrair padrdes
e estatisticas detalhadas. Varias técnicas basicas usadas na mineracdo de dados descrevem o tipo de

operagao de mineragao e recuperac¢ao de dados:

¢ Os algoritmos de classificagdo efetuam predigdes numa ou mais varidveis discretas, com base nos

outros atributos do conjunto de dados.

¢ Os algoritmos de regressdao efetuam predigdes numa ou mais variaveis continuas, como lucro ou

perda, com base noutros atributos do conjunto de dados.

¢ Os algoritmos de associacdo encontram correlagdes entre diferentes atributos num conjunto de
dados. A aplicacdo mais comum deste tipo de algoritmo remete para a criacdo de regras de

associacdo, que podem ser usadas em analises basket market.
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Algoritmos de associa¢ao

A associagdo (ou relagdo) é provavelmente a técnica de mineragdo de dados mais conhecida e

também a mais direta.

Existe neste caso, uma correlagdao simples entre dois ou mais items, muitas vezes do mesmo tipo, de
forma a possibilitar a identificacdo de padrdes. Um modelo de associa¢do consiste numa série de
conjuntos de items e as regras que descrevem como esses items sdo agrupados em conjunto dentro

dos casos. As regras que o algoritmo identifica podem ser usadas de forma a efetuar predicdes.

A regra de associacdo pode ser utilizada em analises basket market em hotéis, companhias aéreas e

outros servigos, potenciando a criagcdo de parcerias e aliancas (Dev, Klein, & Fisher, 1996).

Algoritmos de classificagao

A classificacdo é o processo de encontrar um modelo (ou fungdo) que descreva e faca distingdes em
classes de dados ou conceitos. O modelo é derivado com base na andlise de um conjunto de dados
de treino (Os objetos de dados para os quais a classe rétulos sdo conhecidos). O modelo é usado para
prever o rétulo da classe dos objetos para os quais o rdtulo da classe ndo é conhecido. O modelo
derivado pode ser representado em varias formas, tais como Regras de Classificacdo (ou seja, IF
...THEN rules), drvores de decisdo, férmulas matematicas ou redes neuronais. A classificagcdo pode ser
usada para construir um perfil do tipo de cliente, item ou objeto, descrevendo varios atributos para
identificar uma classe especifica. A classificagdo prevé rétulos categoéricos (discretos, ndo ordenados),
enquanto que a analise de regressdao se foca numa metodologia estatistica mais utilizada para

predicdo numérica.

e Arvores de decisdo

O algoritmo de arvores de decisdo é um algoritmo de classificagdo e regressdo. As Arvores de Decisdo
sdo um método ndo paramétrico que divide consecutivamente um conjunto alargado de dados em
subconjuntos aplicando regras simples que promovem a homogeneidade destes atendendo a

determinada variavel target (Berry & Linoff, 2004).

As Arvores de Decisdo consistem numa abordagem de top-down para sele¢do dos atributos que
constituem as regras do modelo, com sucessiva divisdo do dataset de treino até formar grupos com

caracteristicas homogéneas (Hand D. J., 1998).
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Numa representacdo grafica (Figura 2.7), este procedimento consiste em “nds” que representam
testes aos atributos e em “ramos” que representam as respostas aos testes, formando desta forma
uma arvore enraizada, o que significa uma arvore direcionada com um né chamado "raiz" que ndo
possui entradas. Todos os outros “nds” possuem somente uma entrada. Um “nd” com “ramos” de
saida é chamado de né interno ou de teste. Todos os outros “nés” sdo chamados de folhas (também
conhecidos como nds terminais ou de decisdo) e representam um conjunto homogéneo de dados
(Hand D. J., 1998). Numa arvore de decisdo, cada né interno divide o espaco da instancia em dois ou
mais subespacos de acordo com uma determinada funcdo discreta dos valores dos atributos de
entrada. No caso mais simples e mais frequente, cada teste considera um Unico atributo, de modo a
qgue o espaco da instancia seja particionado de acordo com o valor do atributo. No caso de atributos

numeéricos, a condicdo refere-se a um intervalo (Ben-Gal, Maimon e Rokach, 2005).

Qutlook

Sunny Overcast Rain

High Normal Strong Weak
No Yes No Yes

Figura 2.7 - Representacdo grafica de uma Decision Tree, adaptado de (Hand,1998)

Este processo de divisdo implica a utilizacdo de medidas adequadas a selecdo dos atributos com
maior capacidade de descriminacdo. (Hand D. J., 1998) refere que da aplicacdo das medidas de
selecdo de atributos adequada, resulta o critério de divisdo de cada né da arvore em novos ramos
(subsets) que permite identificar o melhor atributo a partir do qual deve ser feita a divisdo em cada
ndé e os ramos que dele devem crescer. A divisdo sucessiva dos varios subsets acaba quando os
terminais do grafo apresentarem grupos de classes o mais homogéneos possivel. O grau de pureza

ideal sera alcancado quando existir somente uma Unica classe nos subsets finais.

e Neural Networks

Uma rede neural é uma representacdo artificial do cérebro humano que tenta simular o seu processo

de aprendizagem. Uma rede neural artificial (ANN) é conhecida como rede neural. Uma rede neural
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artificial é um sistema de informacao eficiente cujas caracteristicas se assemelham a uma rede neural
bioldgica. Nas ANN’s, o comportamento coletivo é caracterizado pela sua capacidade de aprender,
de lembrar e pelo seu padrdo de treino semelhante ao de um cérebro humano (Nanda, Tripathy,

Nayak, & Mohapatra, 2013).

As ANN’s sdo modelos preditivos ndo-lineares que aprendem através do treino (Jain & Srivastava,
2013). S3o compostos por neurdnios interconectados. Cada neurdnio recebe um conjunto de
entradas. Cada entrada é multiplicada por um peso. A soma de todas as entradas ponderadas
determina o nivel de ativacdo (Figura 2.8). Um algoritmo muito poderoso usado no treinamento de
ANN’s tem o nome de “back-propagation”. Neste caso especifico, os pesos da conexdo sdo ajustados

iterativamente de forma a minimizar o erro com base na diferenca entre as saidas desejadas e reais.

Aggregate Inputs Activation Function

Inputs Output

Figura 2.8 — Modelo de funcionamento das Redes Neuronais, adaptado de Berry & Linoff (2004)

Algoritmos de anadlise de sequéncia

O Sequential Pattern Mining permite encontrar padrdes sequenciais em bases de dados. Descobre
frequentemente subsequéncias como padrdes de uma base de dados de sequéncias. Com enormes
quantidades de dados continuamente coletados e armazenados, muitas industrias estdo interessadas
em minerar padrdes sequenciais de seu banco de dados. O padrdao sequencial de mineragao é um
dos métodos mais conhecidos e possui aplicagdes abrangentes, incluindo analise de web log’s e
anadlise de padroes de compra dos clientes. Esta analise permite entender os interesses dos clientes,

satisfazer os seus interesses e acima de tudo prever as suas necessidades.
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3. METODOLOGIA

Neste capitulo procede-se a apresentacdo da metodologia utilizada na presente dissertacdo. Em
qualquer trabalho académico é fundamental utilizar-se uma metodologia coerente e adequada e que

cumpra os objetivos propostos no trabalho.

Assim, a metodologia utilizada neste projeto é baseada no Design Quantitativo uma vez que esta
metodologia tem como objetivo a compreensdo do fendmeno baseado em evidéncias empiricas.
Segundo Given, (2008), Design Quantitativo é definido como um processo empirico sistematico de
investigacgdo do fendmeno observdvel através de técnicas estatisticas, matematicas ou
computacionais. Tem como objetivo desenvolver modelos matematicos e estatisticos que permitam

uma melhor compreensdo do fendmeno.
O modelo preditivo foi desenvolvido recorrendo ao software SAS Enterprise Miner 14.1.

Pretendeu-se com a seguinte metodologia, exemplificar o uso de técnicas de Data Mining e andlise

preditiva para variaveis do turismo, de forma a prever o gasto médio dos visitantes.

3.1.FONTE DE DADOS

Este trabalho utilizou uma amostra composta por dados estatisticos do turismo (INE, 2016) e
(PORDATA, 2016). Foram consideradas as seguintes variaveis: (idade, sexo, rendimento anual, estado
civil, nivel de instrucao, data da estadia, meio de transporte utilizado, nimero de viagens por ano,
numero de filhos, despesa média por viagem, despesa média diaria, tipo de estabelecimento e

nacionalidade). A base de dados foi criada no formato Excel (Microsoft Office).

3.2.DESCRICAO DOS DADOS

A base de dados é composta pelos campos abaixo descritos (Tabela 3.1):

Variavel Conteudo
Custid ID do cliente
DepVar Varidvel Dependente
Despesa_media_diaria Quantia média gasta diariamente
Despesa_media_Viagem Despesa média por Viagem
Data_Registo Data de registo do Cliente
Estado_Civil Estado Civil do Cliente
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Filhos Numero de filhos do agregado

Idade Ano de Nascimento do Cliente
Meio_Transporte_Utilizado Meio de Transporte Utilizado
Nacionalidade Nacionalidade do Cliente
Nivel_Instrugao Nivel de Escolaridade do Cliente
NumViagensAno Numero de Viagens efectuadas (ultimos 12 meses)
Vencimento_Anual Rendimento anual do agregado do Cliente

Dura_o_Estadia Duragdo da Estadia do Cliente
Motivo_Viagem Motivo da Viagem do Cliente

Sexo Género do Cliente

Tipo_Estabelecimento Tipo de Estabelecimento escolhido pelo Cliente

Tabela 3.1 — Variaveis do Dataset

3.3. CARACTERIZAGAO DAS VARIAVEIS

A partir do né inicial que contém a Base de Dados foi possivel identificar o papel e o nivel de cada

uma das variaveis (Tabela 3.2):

Name Role Level Report Drop
Custid ID Nominal No No
DepVar Target Binary No No
Despesa_media_diaria Input Interval No No
Despesa_media_Viagem Input Interval No No
Data_Registo Time ID Interval No No
Estado_Civil Input Nominal No No
Filhos Input Interval No No
Ano_Nascimento Input Interval No No
Meio_Transporte_Utilizado Input Nominal No No
Nacionalidade Input Nominal No No
Nivel_Instrucao Input Nominal No No
NumViagensAno Input Interval No No
Vencimento_Anual Input Interval No No
Dura_o_Estadia Input Interval No No
Motivo_Viagem Input Nominal No No
Sexo Input Nominal No No
Tipo_Estabelecimento Input Nominal No No

Tabela 3.2 — Papel e Nivel da Varidveis
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3.4. ESTATISTICAS DAS VARIAVEIS ORIGINAIS

A andlise das estatisticas gerais das varidveis foi efetuada através do né “StatExplore”. Estes valores,
combinados com os dados graficos constantes nos nds “MultiPlot” e “Variable Clustering”,
possibilitaram

retirar informacdes importantes utilizadas nas fases de Preparacdo e Pré-

Processamento de Dados.

A base de dados é constituida por 13 varidveis de Input, sendo que 7 delas sdo intervalares e as
restantes de classe. Assim sendo, foi necessdrio analisar as estatisticas de cada grupo de varidveis

separadamente.

O facto de se tratar de uma modelacdo preditiva implica que a andlise das varidveis independentes

seja efetuada tendo também consideragdo os resultados da varidvel dependente.

3.4.1.Variaveis Intervalares

A anadlise das varidveis intervalares (Tabela 3.3) demonstrou que ndo existem valores omissos em
nenhuma delas. A analise das estatisticas gerais permitiu tirar algumas ilagdes acerca de potenciais

outliers. Por exemplo, os valores maximos das varidveis “Despesa_media_diaria” e

“NumViagensAno” sdo, respectivamente, 199 e 16. Estes valores devido ao seu afastamento da

média levardo a que sejam tratados como outliers.

Varidveis Intervalares (J::[g):) Omisso Média Desvio Mediana  Minimo Maximo
Despesa_media_diaria 0 0 26.2666 38.7897 9 0 199
Despesa_media_diaria 1 0 36.1219 43.2929 22 0 198
Vencimento_Anual 0 0 52650.69 242513 51873 1532 162934
Vencimento_Anual 1 0 59674.94 24163.8 63848 7500 102692
Filhos 0 0 0.4555 0.5581 0 0 3
Filhos 1 0 0.4108 0.5261 0 0 2
NumViagensAno 0 0 2.3600 2.1437 2 0 16
NumViagensAno 1 0 2.4986 2.2451 2 0 13
Despesa_media_Viagem 0 0 1259.890 1000.073 990 19 5000
Despesa_media_Viagem 1 0 1286.198 1012.08 960 230 5000
Dura_o_Estadia 0 0 19563.43  199.5432 19570 19203 19903
Dura_o_Estadia 1 0 19518.50 199.8804 19502 19205 19901
Ano_Nascimento 0 0 1968.733 11.9232 1970 1941 1996
Ano_Nascimento 1 0 1969.586 13.1923 1972 1942 1993

Tabela 3.3 — Variaveis Intervalares
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3.4.2.Variaveis de Classe

Através da andlise das varidveis de classe consideradas (Tabela 3.4), foi possivel verificar que nao

existem valores omissos.

Relativamente ao total dos clientes em analise e ainda sem ter em conta a variavel target, foi possivel

chegar a algumas conclusdes através da analise das frequéncias relativas das variaveis:

e 59% sdo mulheres;

e 43% s3o casados;

e 43% viajaram para Portugal por motivos de Lazer;

o 42% preferiram hotéis;

e 37% utilizaram o automével como meio de transporte.

Variavel Tipo Frequéncia %
Estado_Civil Casado 929 43
Estado_Civil Casado 113 32
Estado_Civil Divorciado 187 9
Estado_Civil Divorciado 46 13
Estado_Civil Solteiro 394 18
Estado_Civil Solteiro 104 29
Estado_Civil Unido de Facto 567 26
Estado_Civil Unido de Facto 73 21
Estado_Civil Viuvo 70 3
Estado_Civil Viuvo 17 5

Meio_Transporte_Utilizado Autocarro 269 13
Meio_Transporte_Utilizado Autocarro 43 12
Meio_Transporte_Utilizado Automoével 811 38
Meio_Transporte_Utilizado Automoével 127 36
Meio_Transporte_Utilizado Avido 545 25
Meio_Transporte_Utilizado Avido 81 23
Meio_Transporte_Utilizado Barco 88 4
Meio_Transporte_Utilizado Barco 16 5
Meio_Transporte_Utilizado Comboio 433 20
Meio_Transporte_Utilizado Comboio 86 24

Motivo_Viagem Lazer 892 42

Motivo_Viagem Lazer 139 39

Motivo_Viagem Profissional 365 17
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Motivo_Viagem Profissional 62 18
Motivo_Viagem Religido 85 4
Motivo_Viagem Religido 19

Motivo_Viagem Saude 173 8
Motivo_Viagem Saude 34 10
Motivo_Viagem Visita Familiar 632 29
Motivo_Viagem Visita_Familiar 99 28
Nacionalidade Alemanha 173 8
Nacionalidade Alemanha 20 6
Nacionalidade Angola 55 3
Nacionalidade Angola 9 3
Nacionalidade Argentina 55 3
Nacionalidade Argentina 9 3
Nacionalidade Australia 57 3
Nacionalidade Austrilia 7 2
Nacionalidade Brasil 53 2
Nacionalidade Brasil 11 3
Nacionalidade Bélgica 50 2
Nacionalidade Bélgica 14 4
Nacionalidade Canada 54 3
Nacionalidade Canada 10 3
Nacionalidade China 115 5
Nacionalidade China 13 4
Nacionalidade Colémbia 52 2
Nacionalidade Colémbia 12 3
Nacionalidade Dinamarca 56 3
Nacionalidade Dinamarca 8 2
Nacionalidade EUA 116 5
Nacionalidade EUA 12 3
Nacionalidade Espanha 105 5
Nacionalidade Espanha 23 7
Nacionalidade Franga 275 13
Nacionalidade Franca 46 13
Nacionalidade Grécia 54 3
Nacionalidade Grécia 10 3
Nacionalidade Holanda 107 5
Nacionalidade Holanda 21 6
Nacionalidade Italia 58 3
Nacionalidade Italia 6 2
Nacionalidade Japao 109 5
Nacionalidade Japdo 20 6
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Nacionalidade Luxemburgo 57 3
Nacionalidade Luxemburgo 7 2
Nacionalidade México 54 3
Nacionalidade México 10 3
Nacionalidade Noruega 108 5
Nacionalidade Noruega 20 6
Nacionalidade Reino Unido 112 5
Nacionalidade Reino Unido 17 5
Nacionalidade Republica Checa 53 2
Nacionalidade Republica Checa 11 3
Nacionalidade Russia 55 3
Nacionalidade Russia 9 3
Nacionalidade Suica 58 3
Nacionalidade Suica 6 2
Nacionalidade Suécia 56 3
Nacionalidade Suécia 8 2
Nacionalidade Africa do Sul 50 2
Nacionalidade Africa do Sul 14 4
Nivel_Instrugao 122 Ano 1037 48
Nivel_Instrugdo 122 Ano 180 50
Nivel_Instrugdo Doutoramento 475 22
Nivel_Instrugao Doutoramento 67 19
Nivel_Instrugdo Ensino Basico 58 3
Nivel_Instrugao Ensino Basico 4 1
Nivel_Instrugdo Licenciado 218 10
Nivel_Instrugdo Licenciado 36 10
Nivel_Instrugao Mestrado 359 17
Nivel_Instrugdo Mestrado 66 19
Sexo Homem 872 41

Sexo Homem 143 41

Sexo Mulher 1275 59

Sexo Mulher 210 59
Tipo_Estabelecimento Alojamento Local 645 30
Tipo_Estabelecimento Alojamento Local 99 28
Tipo_Estabelecimento Campismo 306 14
Tipo_Estabelecimento Campismo 44 12
Tipo_Estabelecimento Hostel 301 14
Tipo_Estabelecimento Hostel 52 15
Tipo_Estabelecimento Hotel 895 42
Tipo_Estabelecimento Hotel 158 45

Tabela 3.4 — Variaveis de Classe
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3.4.3.Valor das Variaveis

O grafico “Variable Worth” (Figura 3.9) permite compreender qual o valor que cada varidvel assume

na definicdo da variavel dependente “ DepVar”. Neste caso especifico, as varidveis que tém a maior

contribuicdo e capacidade discriminativa sdo “Vencimento_Anual” e “Despesa_media_diaria”.

Target = DepVar

0.015+

0.010+

Worth

0.005+

0.000

Figura 3.9 - Andlise das varidveis a integrar o modelo preditivo através do critério Worth

Por sua vez as variaveis que tém possuem uma menor capacidade discriminativa da varidvel target

sdo  “Sexo”,

“Meio_Transporte_Utilizado” e

“Tipo_Estabelecimento”,

“Filhos”,

“Nivel_instrucdo”.

“Duracdo_Estadia”,

“Motivo_Viagem”,

Importance Variable Worth
1 Vencimento_Anual 0,0184
2 Despesa_media_diaria 0,0058
3 Ano_Nascimento 0,0039
4 Estado_Civil 0,0038
5 NumViagensAno 0,0031
6 Despesa_media_Viagem 0,0026
7 Nacionalidade 0,0020
8 Nivel_instrucdo 0,0005
9 Meio_Transporte_Utilizado 0,0004
10 Motivo_Viagem 0,0003
11 Duracdo_Estadia 0,0003
12 Filhos 0,0003
13 Tipo_Estabelecimento 0,0002
14 Sexo 0,0001

Tabela 3.4 — Importancia das Variaveis
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3.5. PREPARACAO DE DADOS

A preparacdo dos dados consiste na “limpeza” dos dados originais. Inclui procedimentos como a
remogao ou ndo de dados inconsistentes ou outliers, o tratamento de valores omissos e a conversado

de inputs nao numéricos em formato numérico.

3.5.1.Remocao de Outliers

Os outliers definem-se como pontos que se situam fora da regido normal de interesse do espaco de
input. Podem representar situacdes fora do vulgar mas que estdo corretas, no entanto podem
igualmente corresponder a medi¢des incorretas que prejudicam a performance do modelo. Sao
valores extremos que se situam nas “caudas” dos histogramas, sendo detectaveis pela distancia e

frequéncia relativa dos seus valores em relacdo a distribuicao.

A anadlise dos histogramas das varidveis através do no “MultiPlot”, permitiu a deteccdo de outliers em
“Vencimento_Anual”, “Despesa_media_Viagem”, “Despesa_media_diaria” e “NumViagensAno”.
Estas varidveis apresentam alguns valores bastante afastados na distribuicdo que conduzem ao
enviesamento das suas medidas de tendéncia central. Foi selecionado o método manual na remogdo
dos outliers (“user specified”) e foram também alterados os limites inferiores negativos das variaveis

intervalares para 0.

Variavel Minimo Maximo Método de Filtro
Vencimento_Anual 0 105000 Manual
Despesa_media_Viagem 0 3500 Manual
Despesa_media_diaria 0 100 Manual
NumViagensAno 0 10 Manual

Tabela 3.5 — Variaveis e valores de Filtro

Foram retirados 60 registos relativos a outliers, os quais representam 2,51% da populagao total. Este

numero de registos filtrados é aceitavel de forma a evitar o enviesamento na modelac¢do preditiva.

A andlise da Base de Dados ndo revelou a existéncia de dados inconsistentes ou incorretos nas
variaveis, ndo sendo assim necessario o tratamento de dados no né “Transform Variables”, de forma

a transformar as variaveis existentes.
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3.5.2.Pré-Processamento de Dados

A fase do Pré-processamento de dados tem como objetivo facilitar e simplificar o problema sem
excluir ou danificar informacao relevante para a modelacdo e para o entendimento do problema.
Trata-se de uma etapa revestida de alguma complexidade, ja que por um lado se pretende reduzir a
informacdo a utilizar, por outro lado, ndo se pretende eliminar a informacao relevante que ajude a

compreender o problema.

3.5.3.Reducgao do Espago de Input

A dimensdo do espago de input aumenta exponencialmente relativamente a dimensionalidade do
problema. Se o nimero de varidveis de input for demasiado elevado comparativamente com os
dados disponiveis para proceder a modelagdo, serd dificil fazé-lo de uma forma precisa. Deste modo,
devera ser equacionada uma reducdo do espaco de input para melhorar a performance dos modelos.
A reducdo de dimensionalidade permite de igual forma reduzir a complexidade do problema, ndo
considerando variaveis que ndo trazem qualquer valor acrescentado para a sua resolucdo. Para
compreender quais as varidveis mais relevantes na modelacdo, é necessdrio ter em consideragdo

dois conceitos fundamentais:
Relevancia — Importancia para resolver o problema em questdo. Capacidade que a varidvel tem para
determinar a varidvel target;

Redundancia — Duas varidveis podem trazer a mesma informacgdo para o problema, estando portanto
correlacionadas.

Para analisar a relevancia das varidveis foi novamente analisado o né “StatExplore”, nomeadamente

para o grafico “Variable Worth” apés as alteracdes efectuadas anteriormente.

Importance Variable Worth
1 Vencimento_Anual 0,0179
2 Despesa_media_diaria 0,0062
3 Ano_Nascimento 0,0034
4 Nacionalidade 0,0031
5 Despesa_media_Viagem 0,0029
6 NumViagensAno 0,0028
7 Estado_Civil 0,0028
8 Motivo_Viagem 0,0007
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9 Duracdo_Estadia 0,0005

10 Tipo_Estabelecimento 0,0004
11 Filhos 0,0002
12 Meio_Transporte_Utilizado 0,0001
13 Nivel Instrucao 0,0001
14 Sexo 0,0001

Tabela 3.6 — Importancia das Varidveis

Apesar de pequenas alteragdes no “Worth” das varidveis e consequentemente na sua posicdo em
termos de importancia, aquelas que possuem um maior poder discriminativo da varidvel dependente
continuaram a ser as variaveis “Vencimento_Anual” e “Despesa_media_diaria”. As varidveis
“Tipo_Estabelecimento” e “Sexo” continuaram a estar entre aquelas que menor contribuicdo tiveram
para a resolucdo do problema. Assim sendo, por se tratarem das dimensdes com menor relevancia

ndo foram consideradas na modelacao.

Para fazer a analise de redundancia das varidveis intervalares foi utilizada a analise da matriz de
correlagdo Spearman (Figura 3.7). Foi utilizado o coeficiente de correlagdo de Spearman na analise,
uma vez que é menos sensivel a valores muito distantes do que o coeficiente de Pearson, nao

requerendo a suposi¢do de que a relagdo entre as varidveis é linear.

Considerou-se que existe redundancia entre varidveis quando o coeficiente de correlagdo absoluto

for superior ou igual a 0,8.

NAME_ Ano Mas...|Data Reg...| Despesa.. | Despesa... Dura_o .| Fihos |MNumViag...| Vencime... | Obsenatl...
Ano_Nascimento 1 0003083 -000315 003759  -003257 0212192 007609 -0.18709  0.004475
Data_Registo 0.003088 1 0033412 007967 002224 0011803 01924 0024211 -0.00396
Despesa_media_Viagem 000315 0.03312 1 0026491 0020838 00307 002773  -0.00683  0.014093
Despesa_media_diaria 003759 -0.07967  0.026491 1 001008 036984  -016h47 0392186  -0.02776
Dura__o_Estadia 003257 002224 0020839 -0.01008 1 002264 -000666 002145  -0.00274
Filhos 0212192 0011803  -003075 -0.36584  -0.02264 1 0248172 043363 -0.01804
NumViagensAno 007609 019124 002773 016947 000666 0248172 1 016163 -0.0053
\encimento_Anual 018709 0024211 000683 0392186 002145 043863  -0.16163 1 0057355
_dataobs_ 0004475 000396 0014008 -002776  -0.00274 001804 00053  (0.05735% 1

Tabela 3.7 — Correlagao Spearman

Através da matriz de correlagdo foi possivel verificar que a correlacdo mais relevante é a existente
entre as varidveis “Vencimento Anual” e “Despesa_media_diaria” (0,39). A variavel

“Vencimento_Anual” apresenta um “Worth” superior ao da variavel “Despesa_media_diaria”, sendo
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portanto mais relevante para a definicdo da varidvel target. No entanto, a varidvel
“Despesa_media_diaria” nao foi excluida uma vez que o coeficiente de correlagao absoluto é inferior
a 0,8 ndo existindo desta forma redundancia entre as variaveis em causa.

Uma outra forma de avaliar a redundancia das varidveis passa por recorrer ao ndé “Variable
Clustering”, no qual as varidveis de input sao agrupadas em clusters e que pode servir como uma

base para a reducdo da dimensionalidade do problema (Figura 3.10).

Fithas

Wencim ento_Anual
Despesa_media_diaria
MU ViagensAng

Ane_ MNasciments
Jespesa media_Viagem

Dura__o_Fstadia

1.0 08 06 04

Froportion of Variance Explained
Figura 3.10 - Dendograma (Variable Clustering)

Utilizando “Correlation” como “Clustering Source”, os clusters vdo sendo definidos através do
agrupamento sucessivo das varidveis mais correlacionadas. Para compreender a relagdo de
proximidade entre Clusters é possivel também recorrer a sua analise grafica (Figura 3.11),

procurando identificar onde se situam os grandes focos de informacgao.

HUKMVIAGEN

CLUSS
DESPESA_MEDIA_WIAGEM FILHOS

WVENCIMENTO_ANUAL CLUS
DESPESA_MEDIA_DIARIA

Figura 3.11 - Cluster Plot (Variable Clustering)
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3.6. PARTICAO DOS DADOS

Antes de efetuar a modelagdo preditiva foi necessario dividir a base de dados em trés conjuntos

s

distintos no né “Data Partition”:

- Conjunto de Treino — Treina os dados e ajusta o modelo. Quanto maior for este conjunto, melhor é

o classificador e maior é a sua experiéncia;

- Conjunto de Validagcdo — Controla o processo de treino e monitoriza o erro. Determina quando o
modelo é suficientemente complexo e quando o treino deve parar. Quanto maior for este conjunto,
mais facilmente é possivel saber quando o modelo ja é satisfatdrio e o treino deve ser interrompido

(evitar o “overfitting”);

- Conjunto de Teste — Estima a qualidade do modelo e a sua precisdo quando aplicado a novos dados.
Quanto maior este conjunto de dados, melhor é a performance do modelo face aos novos dados

apresentados.

Tipicamente, para uma base de dados com uma dimensao entre 1.000 e 2.000 individuos, a particdo

mais correta é a seguinte (Figura 3.12):

Conjunto %
Treino 70%

Validagdo 30%
Teste 0%

Sunmary Statistics for Class Targets

Data=DATA

Muameric Formatted Freoguency
Variable Value Walue Count Percent Label
DepWar [u] a 2147 85.88 DepWar
DepWar 1 1 353 14.12 DepWar
Data=TRALTN
Muameric Formatted Freoguency
Wariahle Walue Walue Count Percent Lahel
DepWar o a 150z G5.9265 DepWar
DepWar 1 1 245 14.0732 DepWar

Data=VALIDATE

Muameric Formatted Freoguency
Wariable Walue Walue Count Percent Label
DepWar o a G645 G5.7713 DepWar
DepWar 1 1 107 14.2287 DepWar

Figura 3.12 - Particdao dos Dados
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Uma vez que o conjunto de dados é relativamente baixo, ndo existiu necessidade de utilizar o
conjunto de teste. A divisdo dos dados pelos varios conjuntos de dados é feita de uma forma

estratificada com base na variavel dependente.

3.7. METADATA

No nd “Metadata” sdo alteradas as definicbes das varidaveis que se pretendem excluir para que nao

sejam consideradas na modelacado preditiva.

Name Role Level
Custid ID Nominal

DepVar Target Binary
Despesa_media_diaria Input Interval
Despesa_media_Viagem Input Interval
Motivo_Viagem Rejected Nominal
Duracdo_Estadia Rejected Interval
Data_Registo Input Interval
Estado_Civil Input Nominal
Filhos Rejected Interval
Ano_Nascimento Input Interval
Meio_Transporte_Utilizado Rejected Nominal
Nacionalidade Input Nominal
Nivel_Instrugdo Rejected Nominal
NumViagensAno Input Interval
Vencimento_Anual Input Interval
Sexo Rejected Nominal
Tipo_Estabelecimento Rejected Nominal

Tabela 3.6 — Papel e Nivel das Varidveis
7 variaveis foram rejeitadas:

“Tipo_Estabelecimento”, “Sexo”, “Nivel_Instrucdo”, “Meio_Transporte_Utilizado”, “Motivo_Viagem®,
“Duragdo_Viagem”. Tratam-se de varidveis com um “Worth” baixo e portanto com um menor poder

discriminativo da variavel dependente;

Assim sendo, na modelacdo foram consideradas 8 varidveis de Input: 6 intervalares e 2 de classe. As

variaveis selecionadas sdo aquelas que se considerou serem simultaneamente relevantes e ndo
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redundantes. A partir deste ponto, somente foram utilizadas as varidveis que possuem maior

capacidade discriminativa.

3.8. MODELACAO PREDITIVA

Apds a preparacdo e o pré-processamento dos dados, bem como a sua particdo, procede-se a
modelacdo. Para tal sdo utilizados diversos modelos de modo a compreender qual aquele que

apresenta os melhores resultados.

3.8.1.Modelos

Os modelos utilizados nesta fase foram os seguintes:

Modelo Observagdes
Neural Network Multilayer Perceptron — 1 Hidden Unit
Neural Network 2 Multilayer Perceptron — 2 Hidden Unit
Neural Network 3 Multilayer Perceptron — 3 Hidden Unit
Neural Network 4 Multilayer Perceptron — 4 Hidden Unit
Decision Tree Ordinal Criterion - Entropy
Regression Type — Logistic / Model Selection - Stepwise
Ensemble Class Target - Voting

Tabela 3.7 — Modelos Utilizados

Foram utilizadas Redes Neuronais assentes no modelo do perceptrdo multicamadas, cada uma com
diferentes unidades na camada escondida (entre 1 e 4). A ideia subjacente as Redes Neuronais passa
por conseguir que estas sejam capazes de “aprender” a chegar sozinhas as conclusdes. Apods a
informacdo ser disponibilizada, pretende-se que cada Rede Neuronal seja capaz de desenvolver uma
“ H n L4

aprendizagem” automatica.

No modelo do perceptrdao multicamadas, a Rede Neuronal tem uma ou mais camadas escondidas. A
camada escondida é composta por um ou mais neurdnios, sendo que quanto maior for o seu

numero, maior é a complexidade da prépria rede.

Desta forma, fez sentido comegar com uma camada com menos neurdnios e ir fazendo crescer a
rede para analisar os resultados obtidos. A partir de certa altura é natural que o modelo dé piores
resultados, a medida que a rede va aumentando a sua complexidade. Outra ferramenta de

modelac3o preditiva utilizada foi a Arvore de Decisdo (Figura 3.13). Este tipo de modelo é de facil
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interpretacdo e as variaveis mais importantes para a solucdo final sdo aquelas que ficam no topo da

arvore.
Node Id: 1
Statistic Train Validation
0: B85.93% B85.77%
1: 14.07% 14.23%
Count: 1748 752

Vencimento_Anual

< 82704 Or Missing == 8£704
|
Mode Td: 2 Hode Td: 3
Statistic Train WValidation statistic Train Validation
0: 88.15% B88.09% 0: 62.75% SE.36%
1l: 11.85% 11.91% 1l: 37.25% 43.64%
Count: 1595 697 Count: 153 55

VWencimento_Anual

= 129112 Cr Missing >:149112
Node Td: 5]
Statistic Train Validation
0: 55.1Z2% 50.00%
1l: 44.88% S50.00%
Count: 127 43
Estado_Civil

| |
UNIAC DE FA(ETO, CASADO SOLTEIRC, DIWORCIADO Or M.
I

Node Td: 10 INode Td: 11
Statistic Train WValidation Statistic Train WValidation
0: E3.16% 78.26% : 31.25% 24.00%
l: 36.84% Z1.74% l: £B8.75% TE.00%
Count: &85 23 Count: 3z Z5

Figura 3.13 — Arvore de Decisdo

Foi utilizada também a Regressdo logistica para determinar a variavel target (Figura 3.14).

2.5

2.04

Cumulative Lift

100
Depth

VALIDATE

TRAIN

Figura 3.14 — Cumulative Lift (Regressao)
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Por fim, foi utilizado o modelo Ensemble (Figura 3.15) que ndo trabalha especificamente nos dados,

mas sim nos préprios modelos.

Cumulative Lift
IS
/ /

60 80 100
Depth

TRAIN

VALIDATE

Figura 3.15 — Cumulative Lift (Ensemble)

A ideia inerente ao Ensemble passa pela utilizacdo dos diferentes modelos, os quais efetuam uma

“votacdo” que conduz ao melhoramento da capacidade preditiva. Trata-se portanto de um modelo

de segunda linha que combina modelos de primeira linha.
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4. RESULTADOS E DISCUSSAO

Depois de ter sido efectuada a modelacdo, foi necessario escolher o modelo que apresenta os

melhores resultados. Esta comparacao foi efectuada recorrendo ao né “Model Comparison”.

O Grafico ROC permite a analise comparativa dos varios modelos tendo em conta dois aspectos:

- “Sensitivity” — Velocidade com que o modelo captura os “1”

- “Specificity” — Velocidade com que o modelo captura os “0”

Data Role = TRAIN

Data Role = VALIDATE

084

064

Sensitivity

0.4+

0.0+

Sensitivity

0.8

0.6

0.4+ ||

0.24

0.0

T T T T
0o 032 D4 06

1 - Specificity

08 1.0

T T T T
04 0& 08 1.0

1 - Specificity

Decizion Tree Regression

Meural Metwark 143

Meural Hetwark 01

Heural Hebwork 21

Meural Hetwork

Ensemble Haseline

Figura 3.16 — ROC Curve

Uma vez que podem ser utilizados diversos modelos preditivos, a anadlise meramente grafica torna-se

mais complexa. A alternativa consiste em recorrer directamente ao “ROC Index” que traduz a area do

grafico abaixo de cada curva. Deste modo, o modelo que apresentar um indice mais elevado serd

aquele com melhor performance.

Modelo Train: ROC Index Valid: ROC Index
Neural Network 0.946 0.924
Neural Network 2 0.961 0.936
Neural Network 3 0.965 0.931
Neural Network 4 0.975 0.940
Decision Tree 0.871 0.841
Regression 0.945 0.924
Ensemble 0.966 0.936

Tabela 3.8 — Performance dos Modelos Utilizados
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O modelo Neural Network 4 foi aquele que apresentou um “ROC Index” mais elevado no conjunto de

treino e validagdo, pelo que sera aquele que conduzira aos resultados mais satisfatorios.

No comparativo entre modelos, foi possivel verificar que o Neural Network 4 é aquele que permite
melhor performance. Este facto ja era esperado, uma vez previamente ja se tinha concluido que este

era o modelo que demonstrava melhor capacidade preditiva neste caso especifico.

Modelo Cumulative % Response Depth %
Neural Network 4 70 20
Neural Network 3 69 15

Ensemble 59 15
Neural Network 2 58 20

Regression 57 20
Neural Network 57 20
Decision Tree 57 15

Tabela 3.9 — Comparativo dos valores Depth%

O gréfico seguinte permite deduzir que o modelo Neural Network 4 obteve os melhores resultados,

no que diz respeito a Base de Dados analisada.

o

——

Frafit
/

Figura 3.17 — Curva de lucro

O valor éptimo esperado com a utilizagdo do Neural Network 4 serd de 1552 € para um “Depth” de
20%.
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5. CONCLUSOES

O turismo é uma industria crescente e uma das maiores fontes de rendimento para varios paises. No
entanto, existe a necessidade em concentrar ateng¢des nos dados disponiveis da industria do turismo,
a fim de fornecer conhecimento e desenvolver sistemas que possam ajudar as empresas de turismo

prosperar.

O presente trabalho consistiu no desenvolvimento de diversos modelos preditivos que pudessem
auxiliar na identificacdo do perfil do turista e da sua recetividade em adquirir servicos ou produtos
relacionados com o setor turistico em Portugal. A Base de Dados recolhida foi fundamental para obter
um maior nivel de conhecimento acerca dos visitantes, nomeadamente no que diz respeito ao seu

poder de compra e habitos de consumo.

Foi possivel concluir que o perfil de cliente com maior probabilidade de visitar Portugal é
caracterizado por individuos casados, que utilizam preferencialmente o automdvel e que procuram o
pais por motivos de lazer. A informacdo recolhida permitiu também concluir que as estadias até 7
dias em infraestruturas hoteleiras sdo as que representam a preferéncia da maioria dos clientes, com

um gasto médio previsto em 1552 €.

O recurso as técnicas de Data Mining referidas mostrou ter capacidade preditiva utilizando uma
amostra de todo o universo dos individuos, possibilitando posteriormente estabelecer perfis e prever
comportamentos. Esta capacidade aplicada aos dados do turismo terd aplicagdo direta na criagao de
campanhas e infraestruturas. Este conhecimento permitird agir e inovar, diminuindo os custos e

aumentando os lucros envolvidos.

Do ponto de vista da anadlise técnica é possivel concluir que os resultados do modelo preditivo foram
bons. O algoritmo utilizado (Neural Network 4) obteve 70% de previsGes corretas. Existiu alguma
dificuldade do modelo em evitar correlacGes espurias e como tal foi necessario tratar a configuragado
dos parametros de forma a evitar introduzir “ruido” que de alguma forma pudesse prejudicar os
resultados obtidos. Foi possivel constatar que, pequenas alteragdes na forma como o conjunto de
treino e conjunto de validagdo eram divididos, produziam erros quadraticos médios totalmente
distintos. Apds varios ajustes no modelo, verificou-se que a rede neuronal com 4 camadas
escondidas foi o método que lidou melhor com valores elevados de input e também o que
apresentava um erro médio menor, sendo por isso o mais adequado nas previsdes.

No entanto, a restricao inicial associada a criacdo de uma amostra da realidade e ao reduzido

numero de variaveis disponiveis, suscitou uma eficacia do modelo inferior a 80% traduzindo-se numa
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performance que ndo atingiu uma capacidade preditiva étima.

Em suma, os resultados alcangados permitiram dar resposta aos objetivos inicialmente propostos.
Através da literatura recolhida para a elaboracdo deste estudo e da utilizacdo de varios algoritmos de
classificacdo com diferentes parametriza¢cdes, foi possivel identificar as varidveis que mais
contribuiram para identificar perfis e comportamentos do turista em Portugal. Apesar da
performance do modelo preditivo desenvolvido ndo ter sido 6tima, a capacidade preditiva do mesmo

revelou ser eficaz na previsao do valor gasto por estadia.

O trabalho realizado pretende ser um contributo para os investigadores da area de Data Mining e

também para os agentes do turismo.
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6. LIMITACOES E RECOMENDAGOES PARA TRABALHOS FUTUROS

A mineracado de dados pode ser definida como o processo de andlise de grandes conjuntos de dados
qgue possibilita pesquisar e descobrir padrdes anteriormente desconhecidos, tendéncias e
relacionamentos de forma a gerar informacdes que auxiliem a tomada de decisdes. Trata-se de uma
tecnologia e metodologia muito dominante e positiva para a industria do turismo, a mineracdo de
dados pode contribuir decisivamente para a capacidade que as empresas de viagens e turismo

tenham em se desenvolver e em criar vantagens competitivas.

No entanto, a mineracdo de dados também tem limitacGes. Algumas das mais recorrentes consistem

nas seguintes:

e A qualidade dos resultados e da utilizacdo de ferramentas de mineracao de dados depende
da disponibilidade e qualidade dos dados (Chopoorian , Witherell, Khalil , & Ahmed , 2001).
Além disso, os dados necessdrios para a mineragdo geralmente existem em configuracbes e
sistemas distintos, necessitando assim ser adquiridos e integrados antes que a mineragao
de dados possa ser realizada. Problemas como dados omissos, dados corrompidos, dados
inconsistentes, etc. devem ser identificados e tratados antes da minerac¢do ser concluida.
Estima-se que a preparagdo de dados utilize cerca de 75% dos recursos necessarios num

projeto de minerac¢ao de dados.

e A mineragdo de dados pode ndo identificar alguns padrdoes que sejam produto de
flutuacdes aleatdrias (Hand D. J., 1998). Este constrangimento verifica-se geralmente em
grandes conjuntos de dados com muitas varidveis. A utilizacdo de Mineragdo de dados de
forma mecanizada ndo garante resultados ou sucesso, uma vez que existird sempre a
necessidade de interven¢do humana, interpretacdo e julgamento (Pyo , Uysal , & Chang,

2002).

e A aplicagdo bem sucedida da mineracdo de dados no Turismo estd dependente do
conhecimento que o utilizador tem do setor, bem como, das tecnologias e ferramentas de
minerac¢do de dados. O conhecimento do setor é importante porque permite identificar os
problemas inerentes ao negdcio e a forma mais adequada de desenvolver as aplicacdes de
mineracdo de dados. Possibilita também desenvolver modelos apropriados e uma correta

interpretacdo dos resultados (McQueen & Thorley , 1999).
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Finalmente, as organizacées que desenvolvem aplicagbes de mineracdo de dados necessitam de
investimentos substanciais em recursos. Um projeto de mineragao de dados pode falhar por uma
variedade de razbes, como por exemplo, a falta de apoio a gestdo e ao compromisso organizacional,
as expectativas nao realistas dos utilizadores, a ma gestdo do projeto, a mineracdo de dados
inadequada, etc (Gillespie , 2000). Independentemente das limitacdes mencionadas, ndo existem
duvidas que a mineracdo de dados ird desempenhar um papel decisivo no setor turistico. E somente
necessario que a industria turistica consiga entender e capitalizar os potenciais beneficios e a

utilidade da mineragdo de dados.
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8. ANEXOS
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Figura 8.18 — Diagrama Final do Projeto
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