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RESUMO

Data Mining surge, hoje em dia, como uma ferramenta importante e crucial para o sucesso de um
negdcio. O consideravel volume de dados que atualmente se encontra disponivel, por si s6, ndo traz
valor acrescentado. No entanto, as ferramentas de Data Mining, capazes de transformar dados e
mais dados em conhecimento, vém colmatar esta lacuna, constituindo, assim, um trunfo que
ninguém quer perder.

O presente trabalho foca-se na utilizacdo das técnicas de Data Mining no ambito da atividade
bancaria, mais concretamente na sua atividade de telemarketing.

Neste trabalho sdo aplicados catorze algoritmos a uma base de dados proveniente do call center de
um banco portugués, resultante de uma campanha para a angariacdo de clientes para depésitos a
prazo com taxas de juro favoraveis. Os catorze algoritmos aplicados no caso pratico deste projeto
podem ser agrupados em sete grupos: Arvores de Decisdo, Redes Neuronais, Support Vector
Machine, Voted Perceptron, métodos Ensemble, aprendizagem Bayesiana e Regressées. De forma a
beneficiar, ainda mais, do que a area de Data Mining tem para oferecer, este trabalho incide ainda
sobre o redimensionamento da base de dados em questdo, através da aplicacdo de duas estratégias
de selecdo de atributos: Best First e Genetic Search.

Um dos objetivos deste trabalho prende-se com a comparagdo dos resultados obtidos com os
resultados presentes no estudo dos autores Sérgio Moro, Raul Laureano e Paulo Cortez (Sérgio Moro,
Laureano, & Cortez, 2011).

Adicionalmente, pretende-se identificar as varidveis mais relevantes aquando da identificacao do
potencial cliente deste produto financeiro.

Como principais conclusdes, depreende-se que os resultados obtidos sdo comparaveis com os
resultados publicados pelos autores mencionados, sendo os mesmos de qualidade e consistentes. O
algoritmo Bagging é o que apresenta melhores resultados e a varidvel referente a duragdo da
chamada telefdénica é a que mais influencia o sucesso de campanhas similares.

PALAVRAS-CHAVE

Data Mining; Knowledge Discovery Database; Machine Learning



ABSTRACT

Data Mining becomes more and more an important and crucial tool for the success of a business. The
substantial amount of data that is nowadays available, by itself, does not add any value. However, the
Data Mining’s tools, being able to transform data into knowledge, deal with this gap. Therefore, they
are the asset that nobody wants to lose.

The aim of this project is to use Data Mining techniques within the framework of the banking area,
more precisely, regarding telemarketing.

In this project, fourteen algorithms are applied to a database that arose from the call center of a
Portuguese bank, as a result of a campaign for acquiring clients to deposits with favorable interest
rates. The fourteen algorithms applied in this practical case can be aggregated into seven groups:
Decision Trees, Artificial Neural Networks, Support Vector Machine, Voted Perceptron, Ensemble
methods, Bayesian Learning and Regressions. In order to increase the benefits of the Data Mining
techniques, this project also focuses on the resizing of the database, by applying two strategies for
attributes’ selection: Best First and Genetic Search.

One of the goals of this project is the comparison between its results and the outcomes presented in
the working paper of Sérgio Moro, Raul Laureano and Paulo Cortez (Sérgio Moro, Laureano, & Cortez,
2011). Additionally, this project aims to select the most relevant variables to identify potential clients
of this financial product.

The main conclusion of this project is that its results are comparable with the published results of the
aforementioned authors, regarding quality as well as consistency. The Bagging algorithm is the one
that produces better results and the variable related to the duration of the call is the one that most
influences the success of similar campaigns.

KEYWORDS

Data Mining; Knowledge Discovery Database; Machine Learning
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1. INTRODUCAO

O considerdvel nimero de campanhas de marketing com as quais nos deparamos atualmente ndo para
de aumentar. Como consequéncia, o seu efeito ja ndo é tao eficaz como quando estas eram em menor
numero (Sérgio Moro et al., 2011). Surge, assim, a necessidade de investir em campanhas de marketing
direto.

Segundo Kotler e Armstrong “marketing direto consiste no contacto direto com os seus consumidores-
alvo, muitas vezes numa base interativa de um para um” (Kotler & Armstrong, 2012). Ou seja, consiste
num processo que seleciona o publico-alvo de determinada campanha, através do estudo das suas
carateristicas e necessidades (Ling & Li, 1998). Desta forma a campanha é direcionada para um publico
especifico, produzindo assim melhores resultados. Vendas através de contacto pessoal, vendas por
telefone, campanhas por e-mail, campanhas por catdlogo e campanhas online sdo alguns dos exemplos
mais comuns de campanhas de marketing direto (Kotler & Armstrong, 2012). O presente projeto foca-
se nas vendas por telefone, mais conhecidas por telemarketing.

De uma forma generalizada, telemarketing consiste na oferta de produtos e/ou servicos a clientes
através do contacto telefdnico. Apesar de ser um método com grande potencial na obtencdo de novos
clientes, a tolerancia das pessoas e a sua recetividade a este tipo de campanhas é cada vez menor,
consequéncia direta do seu excesso de utilizagdo por parte das empresas (Queensland Government,
2014). Os bancos, as seguradoras e as industrias de retalho utilizam cada vez mais o telemarketing
para angariar novos clientes (Ling & Li, 1998). Para que uma campanha deste cariz tenha sucesso, esta
precisa de ser muito bem segmentada, de forma a maximizar a coincidéncia entre os clientes
contactados e aqueles que vdo de facto adquirir o produto/servico alvo da campanha (Queensland
Government, 2014).

Data Mining surge assim como uma ferramenta que auxilia a atividade de telemarketing, dando
potencial aos resultados obtidos.

1.1. OBJETIVOS

Este projeto tem, na sua génese, um conjunto de dados proveniente do call center de um banco
portugués. Este conjunto de dados é resultado direto de varias campanhas de marketing direcionadas
para a angariacdo de clientes de depdsitos a prazo com taxas de juro favoraveis. Esta base de dados
foi previamente utilizada num estudo desenvolvido pelos autores Sérgio Moro, Raul Laureano e Paulo
Cortez (Sérgio Moro et al.,, 2011), onde foram utilizadas técnicas de Data Mining para auxiliar a
atividade de telemarketing, através da identificacdo de carateristicas fulcrais para o sucesso das
campanhas.

O objetivo geral deste projeto prende-se com a confirmacdo de que as técnicas de Data Mining
constituem uma ferramenta importante e com potencial no ambito do setor financeiro.

Como objetivos mais especificos realcam-se: (1) a utilizacdo de técnicas de Data Mining, para além das
utilizadas pelos autores mencionados, com o intuito de alcangar melhores resultados, (2) a pré-selegdo
de atributos antes da aplicagao das varias técnicas de Data Mining para perceber o seu impacto nos
resultados obtidos e (3) a identificacdo das varidveis com maior relevancia nesta campanha, de forma
a potenciar os resultados de proximas campanhas com moldes semelhantes.



1.2. ReLEVANCIA E MOTIVAGAO

Devido a crise financeira que ainda se sente atualmente, existe uma enorme pressao sobre os bancos
europeus para melhorarem os seus ativos financeiros (Sérgio Moro et al., 2011). O papel dos depésitos
tem vindo a sofrer altera¢des ao longo do tempo. No entanto, estes constituem um meio para
aumentar os fundos dos bancos. Entre 1990 e 2009, este instrumento financeiro constituiu a maior
fonte de financiamento das institui¢des financeiras (Allen & Carletti, 2013).

A relevancia deste projeto centra-se na necessidade de tornar a atividade de telemarketing mais
eficiente uma vez que:

e Osdepodsitos tém um papel essencial no financiamento da industria financeira e a forma
mais comum de angariar clientes para este instrumento é através desta atividade;

e O sucesso da atividade de telemarketing é cada vez menor, tal como mencionado
anteriormente, pelo facto das empresas ndo estarem a segmentar os seus clientes,

estando por isso a sobrelotar a utilizacdo deste método.

1.3. ESTRUTURA

Este projeto comeca com o atual capitulo introdutdrio que visa apresentar o trabalho desenvolvido,
explicitando os principais objetivos e a relevancia e motivacdo que levaram a escolha do tema.

O capitulo 2 apresenta uma introducdo ao Data Mining, onde se apresenta a sua importancia, a sua
utilidade e os seus desafios e onde se explora e clarifica a relagdo e as diferengas entre esta drea e a
Descoberta de Conhecimento em Bases de Dados e Aprendizagem Automatica.

O capitulo 3 apresenta as varias técnicas de Aprendizagem Automatica utilizadas neste projeto
detalhando a sua metodologia e as suas vantagens e desvantagens.

O capitulo 4 recai sobre a explicagao de técnicas de selegao de atributos, a sua importancia e as varias
decisdes relacionadas com a sele¢do da técnica escolhida.

No capitulo 5 serdo apresentados os dados utilizados neste projeto bem como os resultados obtidos.

Por fim, o capitulo 6 resume as principais conclusdes deste projeto e expde alguns pontos que, apesar
de ndo terem sido explorados no presente trabalho, conferem interesse e relevancia.



2. INTRODUGAO AO DATA MINING

A quantidade de dados existente no mundo, ndo para de aumentar (I. H. Witten, Frank, & Hall, 2011).
Estima-se que mais de 90% da totalidade do conhecimento que temos hoje comegou a ser adquirido
por volta de 1950 (Nisbet, Elder, & Miner, 2009).

Um fator critico de sucesso das empresas é a sua capacidade de tomar partido de toda a informacao
disponivel. Este desafio torna-se mais dificil com o constante aumento do volume de informacao, tanto
interno como externo as empresas uma vez que quanto maior for a quantidade de informacao
disponivel, menor sera a proporc¢do de dados que o ser humano consegue analisar (Angelis, Polzonetti,
& Re, n.d.; I. H. Witten et al., 2011).

Ainformacdo dispersa pelo volume de dados disponivel poderd ser decisiva no sucesso de um negdcio
e uma mais-valia aguando da tomada de decisdo. Torna-se assim indispensavel encontrar a melhor
forma de extrair toda a informacdo que se encontra camuflada numa base de dados. As teorias e
ferramentas capazes de auxiliar os humanos na extracdo de informacao util dos grandes volumes de
dados disponiveis sdo a base da descoberta de conhecimento em bases de dados (Lavalle, Hopkins,
Lesser, Shockley, & Kruschwitz, 2010).

2.1. DESCOBERTA DE CONHECIMENTO EM BASES DE DADOS

A Descoberta de Conhecimento em Bases de Dados, doravante designada por KDD (do inglés
Knowledge Discovery Database), pode ser considerada como um campo interdisciplinar que envolve
diferentes conceitos de aprendizagem automatica, de estatistica, de consultas em bases de dados e
de visualizagdo (Wang, 2009). E um processo que extrai dos dados padrdes novos, validos, com
potencial e com significado (Fayyad, Piatetsky-Shapiro, & Smyth, 1996).

Os sistemas KDD enfrentam, no entanto, alguns problemas com as bases de dados reais uma vez que
estas tendem a ser dinamicas, incompletas, redundantes, com ruido e de grandes dimensdes
(Matheus, Chan, & Piatetsky-Shapiro, 1993). Segundo Fayyad, a descoberta de conhecimento em bases
de dados traduz-se num processo iterativo e interativo que envolve cinco etapas, tal como se pode ver

na Figura 1.
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Figura 1 - Processo KDD (adaptado de Fayyad et al., 1996)



Estas etapas, de uma forma resumida, consistem (1) na selecdo ou segmentac¢dao de um subconjunto
de dados relevantes para um objetivo em concreto, (2) na eliminacdo de informacdo desnecessaria e
na consisténcia do formato dos dados, (3) na transformacédo dos dados em dados adequados e Uteis
para a etapa de Data Mining, (4) na extracdo de padrées dos dados e (5) na conversdo dos padroes
obtidos em conhecimento (Pujari, 2001).

Sao as trés primeiras etapas do processo KDD que garantem a qualidade dos resultados obtidos nas
duas ultimas (Fayyad et al., 1996).

Os dados subjacentes a este projeto foram previamente e, fora do ambito deste trabalho, submetidos
as trés primeiras etapas do processo KDD. No entanto e de forma a tentar melhorar os resultados
obtidos, a etapa 2 sera novamente aplicada a base de dados disponivel, através da reducao do numero
de varidveis existentes (tdpico abordado no capitulo 4). O grande foco deste projeto recai,
essencialmente, nas duas Ultimas etapas do processo KDD: Data Mining e Interpretacdo/Avaliacdo.

2.2. DATA MINING

Data Mining é uma drea relativamente recente que comecou a ser desenvolvida nos anos 90 e que
ganhou identidade prdpria nos primeiros anos do século XXI (Nisbet et al., 2009). Alguns autores
defendem KDD e Data Mining como sindbnimo (Kononenko & Matjaz, 2007). No entanto, e tal como
defende Fayyad na Figura 1, Data Mining é uma etapa especifica do processo KDD.

O que é, afinal, Data Mining (DM)? A definicdo de DM depende, em grande parte, do background e da
visdo de cada autor (Friedman, 1997). Segundo varios autores da literatura, Data Mining é

e “.a extracdo de informacdo implicita, anteriormente desconhecida e potencialmente
util dos dados” (I. H. Witten et al., 2011);

e “.utilizado para descobrir padrdes e relagdes nos dados, com énfase em grandes bases
de dados”(Friedman, 1997);

e “..aaplicacdo de algoritmos especificos para a extragdo de padrdes dos dados” (Fayyad
et al., 1996);

e “..um método direcionado para a descoberta de mensagens escondidas, tais como

tendéncias, padrées e relagOes existentes nos dados” (Hsu & Ho, 2012).

No fundo, o processo de DM consiste na atribuicdo de significado aos dados e na resultante extragao
de conhecimento. As ferramentas de DM permitem as organiza¢des tomar decisGes fundamentadas e
eficientes, uma vez que preveem tendéncias e acontecimentos através da leitura de padrGes
encobertos pelas bases de dados (Silltow, 2006).

Data Mining consiste assim na jun¢do de varias areas de interesse ja bastante cimentadas, tais como
a analise de dados tradicional, a inteligéncia artificial e a aprendizagem automatica (Nisbet et al.,
2009).



2.2.1. Algumas aplica¢oes de Data Mining

DM e a Descoberta de Conhecimento em Bases de Dados sdo duas areas que trazem consigo a
necessidade de resolver problemas praticos (Jadhav & Pawar, 2011). Existem inUmeras aplicacGes
praticas de DM sendo, algumas, elencadas de seguida.

Cross-Selling. O banco Dexia realizou em 2001 um projeto de DM de grande dimensao. Esse projeto
tinha como objetivo analisar os clientes de determinados produtos bancarios, tentando perceber que
outros produtos seriam também do interesse desses clientes (SAS, 2001).

Detecao de Intrusos. Nos dias de hoje, a internet é mais utilizada do que nunca. O nimero de ameacas
a seguranca e confidencialidade dos recursos da internet é cada vez maior. A ideia chave por detrds da
utilizacdo das técnicas de DM incide sobre a descoberta de padrdes Uteis e consistentes, relativos ao
comportamento do utilizador e as carateristicas do sistema para que, com o auxilio desta informacao,
sejam detetadas anomalias e intrusoes (Lee & Stolfo, 1998).

Credit Scoring. Os modelos de credit scoring foram desenvolvidos com o intuito de, com base nas
carateristicas de um cliente, determinar a sua probabilidade de entrar em default no caso da
contratacdao de um empréstimo. Estudos empiricos referentes a credit scoring confirmam a utilizacdo
de técnicas de Data Mining bem como do seu significante contributo (Koh, Tan, & Goh, 2006).

Previsao do abandono de clientes. Esta pratica consiste na previsao de clientes que estdo em risco de
abandonar uma empresa. Uma das grandes preocupagoes das empresas de telecomunicagées prende-
se com o facto de os clientes trocarem a empresa atual pela concorréncia. Este é um processo muito
caro, uma vez que é mais barato manter os atuais clientes do que adquirir novos. Assim, uma aplicagdo
pratica de DM permite identificar que clientes pretendem abandonar a empresa e quando (Jadhav &
Pawar, 2011).

Segmentagdo de clientes. Os clientes s3o o ativo mais importante de um negdcio. E impossivel
perspetivar um negdcio se os clientes ndao estiverem satisfeitos. Assim, é necessdrio analisa-los de
modo a orientar os objetivos das empresas e transmitir a mensagem certa ao cliente certo e no
momento certo. Os modelos de DM surgem com o objetivo de compreender os clientes e de prever os
seus comportamentos (Tsiptsis & Chorianopoulos, 2009).

2.2.2. Desafios do Data Mining

Até agora foi possivel absorver vérios pontos fortes de DM (descoberta de padrdes em bases de dados,
capacidade de predicdo...). Existem, no entanto, limitacGes que péem a prova as capacidades desta
ciéncia. Seguem-se algumas delas.

Objetivo inicial da informagao. As bases de dados, quando criadas, sdo desenhadas com determinado
objetivo. Assim, aplicar técnicas de DM sobre estas bases de dados, para a descoberta de
conhecimento sobre um tema diferente do pensado inicialmente, pode constituir um desafio (Pujari,
2001).

Ruido e dados omissos. O ruido tem um impacto negativo na interpretacdo dos dados e reduz
significativamente a precisdao destes. Os dados omissos derivam essencialmente da privacidade e da



indisponibilidade da informacdo, comprometendo assim a qualidade dos dados (Hashemi & Yang,
2009).

Interagdo do utilizador e conhecimento prévio. Ter conhecimento prévio das ferramentas de DM
potencia a sua utilizacdo. Normalmente, os analistas ndo sdo especialistas neste tipo de ferramentas,
subaproveitando assim os recursos disponiveis (Pujari, 2001).

Volume e atualizagdes. As bases de dados disponiveis sdo dinamicas e de grandes dimensd&es. Desta
forma, a medida que estas sdo atualizadas, por inserc¢do, atualizacdo ou remocado de dados, torna-se
dificil garantir a consisténcia e a precisdo dos dados disponiveis (Pujari, 2001).

2.3. DATA MINING E APRENDIZAGEM AUTOMATICA

Data Mining é uma disciplina que se encontra relacionada com varias areas, uma das quais a
Aprendizagem Automatica (Fayyad et al., 1996). A Aprendizagem Automatica (adiante designada por
ML, do inglés Machine Learning) é “uma area focada no desenvolvimento de teorias computacionais
de aprendizagem e na construcdo de sistemas de aprendizagem” (Michalski, Carbonell, & Mitchell,
1986). Para o ambito deste projeto, ML pode ser descrita como o conjunto de alguns principios e
algoritmos utilizados em DM (Kononenko & Matjaz, 2007).

A Figura 2 retrata, de uma forma sumadria, a relacdo existente entre Machine Learning, Data Mining e
Knowledge Discovery Database.
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Figura 2 - Relagdo entre Machine Learning, Data Mining e Knowledge Discovery Database
(retirado de Kononenko & Matjaz, 2007)

Como ja referido anteriormente, KDD consiste num processo composto por varias etapas, uma das
qguais DM. DM surge assim como parte integrante do processo KDD. No que diz respeito a ML, esta
area ndo se cinge apenas a area de DM na medida em que engloba outros campos que ultrapassam o
ambito de DM.

Os capitulos seguintes aprofundam a relagdo existente entre Data Mining e Aprendizagem Automdtica
através da apresentacgado e explica¢do das varias técnicas de ML utilizadas em DM.



3. TECNICAS DE CLASSIFICACAO

Os métodos de aprendizagem automatica constituem uma ferramenta poderosa que consegue realizar
operacgdes de otimizagdo com a minima interven¢do humana (Cui, Wong, & Lui, 2006). O presente
capitulo destina-se a apresentar, numa primeira fase, alguns conceitos introdutérios e, numa segunda
e ultima fase, a enumeracdo e descricdo dos métodos de aprendizagem automatica utilizados no
ambito deste projeto de mestrado.

3.1. CoNceITos INICIAIS
3.1.1. Modelos Preditivos

Existem inUmeros métodos utilizados para criar modelos preditivos e estdo constantemente a ser
desenvolvidos mais (Finlay, 2014). O grande objetivo da classificagdo, um caso especifico dos modelos
preditivos, consiste em criar uma regra que, com base em dados externos, consegue assignar um
objeto a uma ou mais classes (Maimon & Rokack, 2005). O caso especifico deste trabalho consiste num
problema de classificagao.

Antes de entrar em maior detalhe sobre os varios modelos subjacentes a este projeto, é necessario
relembrar que "os dados sdo o combustivel que conduz o processo analitico" (Finlay, 2014). Existem,
assim, dois tipos de dados que sdo necessdarios constar da amostra utilizada para desenvolver um
modelo:

1. Dados preditivos, utilizados para prever;

2. Dados comportamentais, que consistem no comportamento que se pretende prever.

Os métodos utilizados para construir modelos preditivos comecam por aplicar técnicas
matematicas/estatisticas de forma a encontrar a relagdo existente entre estes dois tipos de dados. A
relagdo encontrada é capturada e absorvida pelo modelo preditivo. Depois do modelo preditivo ser
criado, este pode ser aplicado a novos casos (Finlay, 2014).

3.1.2. Aprendizagem Supervisionada e Nao Supervisionada

Falar em algoritmos de aprendizagem automatica conduz, normalmente, a referéncia de dois
paradigmas: aprendizagem supervisionada e ndo supervisionada (Stimpson & Cummings, 2014). Na
aprendizagem supervisionada sdo apresentados dois conjuntos de dados, o conjunto de input e o
conjunto de output esperado (Winandy, Borges Filho, & Bento, 2007). Na aprendizagem ndo
supervisionada apenas é apresentado um conjunto de input (Alpaydin, 2004).

A aprendizagem supervisionada estd diretamente relacionada com a previsdo enquanto a
aprendizagem nado supervisionada se relaciona mais com a descoberta de padrées num conjunto de
dados (Stimpson & Cummings, 2014).

Subjacente a este projeto esta uma aprendizagem supervisionada.

3.1.3. O Problema da sobreaprendizagem

Para o sucesso da aplicacdo das técnicas de ML, uma das abordagens defendidas resume-se nas trés
etapas que se seguem (Ling & Li, 1998):



1. Dividir a base de dados em dois conjuntos: conjunto de treino e conjunto de teste;
Aplicar os métodos de ML sobre o conjunto de treino;
Aplicar os mesmos métodos sobre o conjunto de teste e avaliar os resultados decorrentes
desta aplicacdo. Repetir os passos anteriores, se necessario.

Posto isto, torna-se oportuno abordar um tema até aqui ndo mencionado e que os modelos preditivos
devem evitar: a sobreaprendizagem dos dados (também conhecida por overfitting). Esta é uma das
grandes preocupacgdes que surgem quando se utiliza o conjunto de treino para desenvolver um modelo
(Dean, 2014). A sobreaprendizagem consiste no ajustamento excessivo do modelo ao conjunto de
treino, dificultando a realizacdo de boas classificacGes perante novos dados (Hand, Mannila, & Smyth,
2001).

3.1.4. A escolha do melhor modelo

Selecionar o melhor modelo n3do é facil. E a dificuldade advém essencialmente do termo "melhor".
Existem varias medidas utilizadas para a selecdao do melhor modelo, tais como, Lift, Ganho, Critério de
Informacdo de Akaike, Critério de Informacdo Bayesiana e Kolmogorov-Smirnov (Dean, 2014). As
medidas utilizadas neste projeto para avaliar a qualidade dos modelos sdo: a matriz de confusao,
medidas de classificacdo e a curva ROC.

Tabela 1 - Matriz de Confusdo (retirado de Dean, 2014)
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ROC (Receiver Operating Characteristics) ou Curva ROC, consiste num grafico que confronta a taxa de
verdadeiros positivos (eixo das abscissas) com a taxa de falsos positivos (eixo das ordenadas) (ver

Figura 3 e Tabela 2). A coordenada (0,1) representa uma classificacdo perfeita, ou seja, 0 falsos
positivos e 0 falsos negativos. A area abaixo desta curva é uma medida de precisdo (Bradley, 1997).

Tabela 2 - Formulas para calcular diferentes medidas de qualidade (retirado de Bradley, 1997)
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Figura 3 - Curva ROC (adaptado de Bradley, 1997)

3.2. MODELOS DE APRENDIZAGEM SUPERVISIONADA

3.2.1. Arvores de Decisdo

Um dos algoritmos de classificacdo e predi¢do, bastante popular, utilizado em ML tem o nome de
Arvores de Decisdo (Abdelhalim & Traore, 2009). As Arvores de Decisdo s3o uma forma simples, mas
poderosa, para analisar varias varidveis. Permitem prever, explicar, descrever e classificar um conjunto
de dados (Ville, 2006). Uma das carateristicas deste tipo de classificador que mais atrai os seus
utilizadores, prende-se com a representagdo clara de como o conjunto de dados inicial se divide e se
associa a uma determinada classe (Neville, 1999). Outros pontos fortes das Arvores de Decisdo
consistem na aceitacdo de vdrios tipos de variaveis (nominais, ordinais e intervalares), no saber lidar
com valores omissos, na sua facil utilizagdo e interpreta¢do e na sua insensibilidade ao fator escala,
entre outros (Neville, 1999; Ville, 2006).

As Arvores de Decisdo tém por base algoritmos que dividem o conjunto inicial de dados em
subconjuntos mais homogéneos que por sua vez se podem dividir em subconjuntos ainda mais
homogéneos (Ville, 2006). As arvores sdo compostas por nds, arcos e folhas (Figura 4). O primeiro no,
a raiz da arvore, apresenta o atributo mais relevante/discriminador da base de dados (Lemos, Steiner,
& Nievola, 2005). Cada nd representa um teste especifico aplicado a um conjunto de dados com o
objetivo de o dividir em subconjuntos mais pequenos e mais homogéneos; cada arco liga um né ao né
seguinte ou folha; as folhas representam os nds finais, isto €, os nés que contém o conjunto de dados
mais homogéneo que a arvore consegue produzir e que, por isso, ndo sdo submetidos a qualquer tipo
de teste (Hamilton, Gurak, Findlater, Olive, & Ranson, 2012).

As Arvores de Decisdo utilizam, assim, uma estratégia de “dividir para conquistar”, ou seja, o problema
apresentado no primeiro né é decomposto em problemas mais simples nos nds seguintes até sejam
alcancados os nos finais, as folhas, que assignam os dados a uma determinada classe (Lemos et al.,
2005). Desta forma as Arvores de Decisdo podem-se entender como “disjun¢des de restrigdes
conjuntivas” uma vez que cada arco acrescenta uma conjuncdo e cada folha acrescenta uma disjun¢do
(Hamilton et al., 2012). Os resultados dos testes inerentes a cada nd sdo mutuamente exclusivos.
Assim, um registo de um conjunto de dados existe apenas num dos nds diretamente a ele associado
(Ville, 2006).



A Figura 4 esquematiza uma Arvore de Decisdo.
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Figura 4 - Arvores de Deciséio

Subjacente a construcdo de uma arvore de decisdo encontra-se um algoritmo. Independentemente do
algoritmo escolhido, este terd como condig¢des iniciais uma arvore vazia e um conjunto de treino e
assemelhar-se-a ao seguinte algoritmo genérico (Murthy, 1998):

1. Todos os exemplos de treino do né t pertencem a categoria c?

1.1. Se sim, diz-se que o nd é puro e este transforma-se numa folha representativa da
classe c e este ramo da arvore termina;
1.2. Se ndo, deve-se avaliar a melhor forma de divisdo do conjunto de dados, S, do né t,
através de uma medida de qualidade.
1.2.1. Escolher a particdo de S, s* do né t com melhor qualidade.
1.2.2. Criar tantos nés quantas as parti¢Ges efetuadas sobre o conjunto s*.
1.2.3. Voltar ao passo 1.

Posto isto, torna-se percetivel que existem, essencialmente, duas operagdes principais durante a
construgdo das arvores: (1) a avaliagdo e selecdo das particdes e (2) a conseguinte criagdo das mesmas
(Du & Zhan, 2002).

3.2.1.1. Escolha do algoritmo

Ao longo dos anos foram varios os algoritmos propostos para a indu¢do de arvores de decisdo, tais
como CLS, ID3, C4.5, CART, SLIQ e SPRINT (Rastogi & Shim, 2000). Dos algoritmos mencionados, os
mais conhecidos e utilizados sdo os algoritmos CART e C4.5, que serdo descritos mais a frente (Du &
Zhan, 2002).

Em geral, os algoritmos dividem-se em duas fases: (1) a fase da construgdo da arvore e (2) a fase do
desbaste. Na fase da construgdo da arvore, o conjunto de treino inicial (correspondente a raiz) é
dividido em varios subconjuntos (nds) até alcancar um conjunto que contenha apenas registos
pertencentes a uma mesma classe (folha). Subjacente a criacdo dos subconjuntos esta a selecdo de
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uma medida de qualidade que melhor identifique o atributo responsavel pela particdo de um né. Esta
fase permite a construcdao de uma arvore perfeita, ou seja, uma arvore que classifica corretamente
qualquer objeto.

O facto de ser perfeita para um conjunto de dados conhecido, ndo significa que tenha o mesmo
comportamento num conjunto de dados novo (Quinlan & Rivest, 1989). De forma a evitar a
sobreaprendizagem dos dados e de forma a alcangar uma drvore com uma elevada precisao, surge a
segunda fase: o desbaste (Rastogi & Shim, 2000). A fase de desbaste permite transformar a arvore de
decisdo num classificador generalizado, eliminando da arvore as folhas e os nds responsdveis pela
particdo de um conjunto muito pequeno e muito particular de dados. Ou seja, elimina as particdes que
nao produzem conhecimento generalizavel (Du & Zhan, 2002).

Algoritmo CART

As arvores geradas pelo algoritmo CART (Classification And Regression Trees) sdo arvores binarias, ou
seja, cada nd reparte-se, exatamente, em dois nds. A selecdo da variavel responsavel pela primeira
particdo da arvore é realizada com a ajuda do critério do Coeficiente de Gini que sera explicado com
detalhe na secc¢do seguinte.

Uma carateristica importante do algoritmo CART consiste na sua capacidade de gerar arvores de
regressoes, ou seja, as folhas da arvore, ao invés de preverem uma classe, preveem um numero
(Maimon & Rokack, 2005).

Algoritmo C4.5

O algoritmo C4.5 difere do algoritmo CART no que diz respeito a reparticao bindria dos nds da arvore.
Ou seja, um né dividir-se-a em tantos nds, quantos os diferentes valores que uma variavel assume.
Mais uma vez, existe um critério para selecionar a varidvel responsavel pela particdo do primeiro nd.
No caso do algoritmo C4.5, esse critério corresponde ao critério da Entropia (Maimon & Rokack, 2005).

3.2.1.2. Escolha da melhor particao

A selecdo de um atributo para dividir o conjunto de dados em cada nd é crucial para classificar
corretamente os objetos (Sivagama, 2011). Uma das maiores complexidades inerentes a construcdo
de uma arvore de decisdo prende-se com a identificagdo deste atributo, ou seja, a identificagdo do
atributo com maior poder discriminador (Murthy, 1998). Assim, a melhor parti¢cdo coincide com aquela
gue cria nés onde uma Unica classe domina (Sivagama, 2011). Existem varias medidas propostas pelos
diversos autores para a definicdo do critério de particdo (Rastogi & Shim, 2000). Duas das mais
conhecidas sdo:

e Entropia; e

e Coeficiente de Gini.

A Tabela 3 apresenta o calculo da entropia e do coeficiente de Gini bem como o ganho produzido por
cada uma das medidas para um conjunto de dados S que contém m classes:
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Tabela 3 - Cdlculo da Entropia e do Coeficiente de Gini (retirado de Du & Zhan, 2002)
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1

! Enlropia i Coeficienie de Gini
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onde,

P; corresponde a proporgao de individuos de S na classe j;

A, que contém v valores distintos, corresponde a varidvel selecionada para proceder a particdo
de Sem S, subconjuntos;

Ganho(S,A), corresponde a reduc¢do de impureza no conjunto S causada pelo conhecimento da
varidvel A.

e Entropia

A entropia, geralmente associada ao algoritmo C4.5, varia entre 0 e 1, tal como mostra a Figura 5.

Entvepia (5)

i
E

0 .
o Pl 1

Figura 5 - Valores de entropia consoante a proporg¢do de individuos na classe j (retirado de Shannon,
1948)

Tal como referido anteriormente, o objetivo destas medidas consiste na identificacdo do atributo com
maior poder discriminador. Assim, a entropia € maxima (entropia=1) quando a impureza é maxima,
i.e., quando a probabilidade de um individuo pertencer a classe j for igual a 0,5. Por outro lado, a
entropia é minima quando todos os individuos pertencem a mesma classe (Figura 6).
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Figura 6 - Impureza mdxima e impureza minima

e Coeficiente de Gini

O coeficiente de Gini, bem como a curva de Lorenz, foi utilizado inicialmente para avaliar a
desigualdade de rendimentos num pais (Jianjun, Chaojun, Qiangian, & Ping, 2010). O coeficiente
de Gini é a base da curva de Lorenz, ilustrada na Figura 7.
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Figura 7 - Curva de Lorenz (retirado de Sivagama, 2011)

A diagonal representa uma distribui¢do igualitdria da riqueza e a curva abaixo representa a distribui¢do
real da economia. O coeficiente de Gini é calculado pela drea entre a diagonal e a curva, dividida pela

area abaixo da diagonal.

Nas Arvores de Decisdo o coeficiente de Gini, normalmente associado ao algoritmo CART, é utilizado
para selecionar atributos responsdveis por determinada particdo (Sivagama, 2011). Quando todos os
individuos de um conjunto de dados pertencem a mesma classe, o coeficiente de Ginij alcanca o seu
valor minimo, zero. Por outro lado, quando os registos de um conjunto de dados estdo igualmente
distribuidos pelas classes disponiveis, o coeficiente alcanca o seu valor maximo.

Independentemente da medida escolhida, a varidvel responsavel pela particdo de um né serd aquela
gue obtiver um maior ganho de pureza em relacdo ao né anterior. Assim sendo, as férmulas do ganho
de informacdo apresentadas na Tabela 3, que apuram a diminuicdo de diversidade causada pela
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particdo do conjunto de dados com base numa varidvel, identificam a varidvel responsdavel pela
particdo de determinado né.

3.2.1.3. Paragem e desbaste

O tamanho de uma 4rvore é, talvez, um dos fatores mais determinantes da sua qualidade. Arvores
demasiado pequenas poderdo n3o conseguir descrever bem os dados. Arvores demasiado grandes
terao folhas com tdo poucos registos que ndo fardo nenhuma predicao fidvel com uma nova amostra
(Neville, 1999). O problema inerente a este tdpico prende-se com a sobreaprendizagem dos dados. Ou
seja, a dada altura a arvore comeca a ajustar-se demasiado ao conjunto de treino, fazendo parti¢des
com base nas suas idiossincrasias. Quando essa mesma arvore é exposta a um novo conjunto de dados,
a sua capacidade de fazer boas classificacdes fica aqguém da capacidade demonstrada com o conjunto
de treino. Com o objetivo de prevenir a sobreaprendizagem surge o critério de paragem e o desbaste
(Du & Zhan, 2002).

O critério de paragem permite parar o crescimento da arvore antes de esta ter alcancado o né onde
todos os registos estdo perfeitamente bem classificados.

Alguns critérios de paragem utilizados sdo (Neville, 1999):
e O numero minimo de registos numa folha;

e O numero minimo de registos obrigatdrio para que um nd seja dividido;

e Adistancia de qualquer folha a raiz.

O desbaste permite a evidéncia de sobreaprendizagem nos dados e posteriormente recorre ao
desbaste da arvore, diminuindo assim o seu comprimento. Ou seja, o desbaste substitui uma parte da
arvore por uma folha quando o erro esperado dessa subdarvore é superior ao erro dessa folha. O
desbaste tem obtido melhores resultados do que o critério de paragem (Gupta, 2008). Existem varios
métodos de desbaste. Os mais conhecidos sdo: Error-Complexity Pruning (Breiman, Friedman, Olshen,
& Stone, 1984), Critical Value Pruning (Mingers, 1987), Minimum-Error Pruning (Niblett e Bratko,
1986), Reduced-Error Pruning e Pessimistic Error Pruning (Quinlan, 1987).

3.2.2. Redes Neuronais Artificiais

A biologia popular defende que o cérebro humano é composto por pequenas células, chamadas
neurdnios, que transmitem sinais elétricos entre si. De uma forma muito elementar, a informacgao é
transportada de um neurdnio para outro quando os estimulos elétricos excedem determinado limiar
(Daumé, 2012). As redes neuronais artificiais, importante ferramenta utilizada em DM, surgem com
base na imita¢do do funcionamento do cérebro humano (Cui et al., 2006). As redes neuronais artificiais
(ANN, do inglés Artificial Neural Networks) assemelham-se ao cérebro humano em dois aspetos: (1) o
conhecimento é adquirido pela rede através de um processo de aprendizagem e (2) as forgcas das
conexdes existentes entre os neurdnios, conhecidas por pesos sinapticos, sdo utilizadas para guardar
o conhecimento adquirido (Haykin, 1999). A Figura 8 apresenta a semelhanca existente entre o cérebro
humano e ANN.

O objetivo das ANN consiste na compreensdo e conseguinte aplicacdo das bases do sistema bioldgico,
de forma a otimizar a resolucdo de problemas complexos (Basheer & Hajmeer, 2000). As redes
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neuronais oferecem boas solucGes para este tipo de problemas, uma vez que conseguem explorar
estruturas complexas e encontrar interacGes lineares e ndo lineares e, ainda, descobrir padrdes (Cui
et al., 2006).
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Figura 8 - Redes neuronais: bioldgica e artificial

Atualmente as ANN sdo tratadas como ferramentas standard de DM e utilizadas em problemas de
classificacdo, analise de séries temporais, predicdo, clustering, entre outros (Maimon & Rokack, 2005).

Algumas das carateristicas das Redes Neuronais que mais atraem os investigadores sdo: a ndo
linearidade, a insensibilidade ao ruido, a capacidade de generalizagdo, a robustez e o rdpido
processamento (Basheer & Hajmeer, 2000).

Os grandes desafios das ANN consistem na determinagdo do nimero de neurdnios existentes na
camada escondida, na determinagao dos seus pesos e ainda no facto de geralmente existir um grau de
tentativa-erro envolvido (Finlay, 2014).

Na génese das ANN surgem varios investigadores. As primeiras no¢des de Redes Neuronais surgiram
em 1943 por McCulloch e Pitts. Em 1958, Rosenblatt propos o primeiro modelo de aprendizagem
supervisionada: o Percetrao (Haykin, 1999).

3.2.2.1. O Percetrao

O Percetrdo é a Rede Neuronal mais simples que existe, utilizada apenas para classificacGes
linearmente separaveis (Haykin, 1999).

De uma forma sumaria, o Percetrdo recebe um vetor de input, calcula a combinacdo linear desse input
e, se o resultado for superior a um determinado limiar (threshold), o output é 1; caso contrario, o
output é -1 (Mitchell, 1997). Ou seja, dados os inputs x; até x,, o output o(x, ..., X») gerado pelo
Percetrdo é dado por:

1, Wo +wix; +wWox, + .. +wx, >0
o(xl,...,xn)={_1 c.Oc. 1T et nen

(1)
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Onde,
w; determina o peso do input x; no output do Percetrdo;
wy corresponde ao threshold, um limiar cuja combinagdo ponderada dos inputs deve
conseguir ultrapassar para que o output do Percetrao seja 1.

Os pesos do Percetrdo, incluindo o threshold, sdo ajustados em fungao da diferencga entre o output
esperado e o output obtido, ou seja, em funcdo do erro apurado pelo Percetrdo (Basheer & Hajmeer,
2000).

No entanto, o Percetrdo resulta apenas perante classificacGes lineares (Dean, 2014). Ou seja, apenas
consegue resolver as operacgdes légicas AND e OR. Operagbes légicas como XOR ultrapassam as
capacidades do Percetrao simples (Mitchell, 1997).

3.2.2.2. Percetrao Multicamada

Minsky e Papert apresentaram em 1969 o Percetrdo multicamada (Dean, 2014). O Percetrdo
multicamada surge como um desenvolvimento do Percetrdo simples de forma a ultrapassar o
obstaculo da ndo linearidade. A diferenca entre a arquitetura do Percetrdo multicamada face ao
Percetrdo simples, reside na existéncia de camadas (de neurdnios) escondidas (Basheer & Hajmeer,
2000). A Figura 9 ilustra a arquitetura do Percetrdo multicamada.
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Figura 9 - Arquitetura do Percetrdo multicamada

Posto isto, torna-se imprescindivel perceber como funcionam as redes neuronais multicamada. Um
dos algoritmos de redes neuronais mais populares, e que se encontra subjacente a arquitetura
multicamada, tem o nome de retropropagacao ou backpropagation (Cilimkovic, 2013). Este algoritmo
tem como objetivo produzir um output com o menor erro possivel, recorrendo, para tal, a combinacdo
dos pesos utilizados. Ou seja, tal como explicado anteriormente, os pesos de cada observagao que é
submetida a rede, sdo ajustados em funcdo da diferenca entre o output esperado e o output obtido.
No entanto, com o algoritmo backpropagation, os pesos sdo ajustados em sentido contrario, ou seja,
da camada de output para a camada de input. Esta metodologia pretende perceber quais os pesos que
mais contribuiram para o erro gerado pela rede, para que os mesmos possam ser ajustados e, desta
forma, serem obtidos melhores resultados (Rojas, 1996).

O algoritmo de retropropagacao pode ser decomposto em quatro principais etapas que se repetem
até que o erro seja considerado suficientemente pequeno (Cilimkovic, 2013):
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e Propagacdo para a frente;

e Retropropagacdo para a camada de output;

e Retropropagacdo para as camadas escondidas;
e Atualizagdo dos pesos.

A propagacao para a frente consiste, primeiramente, na apresenta¢gdao de uma observagao a rede,
nomeadamente a camada de input. Na camada de input, que contém pesos iniciais, os valores
recebidos por cada nd sao transmitidos para os nés da camada escondida. O output de cada nd da
camada escondida é calculado como uma combinagdo linear dos seus inputs e posteriormente, nos
nds da camada seguinte, é aplicada sobre o output, uma fungdo de ativacdo (Basheer & Hajmeer,
2000). Uma das funcdes de ativagdo mais populares quando se fala em backpropagation é a fungdo
sigmoide que é definida pela seguinte expressao (Rojas, 1996):

1

0, =———— 2
7o 1+4e7l (2)

Onde,
0, corresponde a fungdo sigmoide;
j, corresponde ao né da camada seguinte/camada de output; e
I;, corresponde ao input da camada escondida/camada de output.

Quando os outputs das camadas escondidas sdo calculados, estes sdo propagados para a camada
seguinte, até chegarem a camada de output, onde os outputs finais serdo calculados (Cilimkovic, 2013).

Determinados os outputs da rede, torna-se oportuno calcular o erro inerente a estes. Comegcam aqui
as etapa 2 e 3 introduzidas anteriormente: a retropropagac¢ao para a camada de output e para as
camadas escondidas.

Para cada output k é calculado o seu erro, E}, que é obtido através da expressdo seguinte:
Ey = 0;(1 - 0;)(T; - 0p) (3)
Onde,

T; corresponde ao valor efetivo que o output gerado pela rede deveria assumir.

Para cada n6 j da camada escondida € calculado o erro, Ej, que resulta da soma ponderada dos erros

dos nés k da camada seguinte que se encontram ligados a estes, ou seja:
E; =Of(1_oj)zwk1'Ek (4)
k

Onde,
Wy j, representam o peso existente na ligagdo entre ond je o nd k.

Apos serem calculados todos os erros, cada wy; € atualizado de forma a expurgar o efeito dos erros
verificados. A atualizagdo dos pesos é efetuada da seguinte forma:
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onde,
Aij = CZEJOJ, e
a corresponde a taxa de aprendizagem (Mitchell, 1997).

A taxa de aprendizagem é uma constante que auxilia a atualizacdo dos pesos. Definir uma taxa de
aprendizagem correta ndo é trivial. Se a taxa for demasiado pequena, o algoritmo ird demorar
demasiado tempo a produzir um resultado. Por outro lado, se a taxa for demasiado elevada, o
algoritmo podera divergir (Cilimkovic, 2013).

3.2.3. Support Vector Machines

Support Vector Machines (SVM) é um método ndo-linear de aprendizagem supervisionada. Este
classificador tornou-se popular por ter bases bastante sélidas na teoria da aprendizagem estatistica
(Maimon & Rokack, 2005).

Nas ferramentas de aprendizagem estatistica, aprendizagem significa estimar uma funcdo a partir de
um conjunto de dados (Dean, 2014). O classificador SVM tem como objetivo encontrar uma fungao
gue permita classificar os dados corretamente, ou pelo menos da melhor forma possivel, evitando
ajustar-se demasiado ao conjunto de treino dos dados (Finlay, 2014).

Os modelos SVM conseguem ser robustos mesmo quando existe enviesamento no conjunto de treino.
Além disso, a utilizacdo de fungdes Kernel permite ao modelo ganhar flexibilidade e resolver problemas
nao lineares. No entanto, a capacidade de execu¢do destes modelos sobre uma base de dados de
dimensdo consideravel é ainda um assunto por resolver, sendo os resultados produzidos, em geral,
dificeis de interpretar (Dean, 2014; (Maimon & Rokack, 2005).

3.2.3.1. Problemas Lineares

Para introduzir este método, comecemos por um exemplo de classificagdo bindria, linearmente
separavel (Figura 10).
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Figura 10 - Classes linearmente separdveis

Um problema é linearmente separavel se existir pelo menos um hiperplano que separe as classes
existentes (Russel & Norving, 1995). E intuitivo que existem inimeros hiperplanos capazes de separar
as duas classes apresentadas na Figura 10. Torna-se assim necessdrio decidir qual, de entre as infinitas
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possibilidades, "melhor" separa as classes. O melhor hiperplano sera aquele que maximiza a distancia
perpendicular entre as observacgdes das duas classes que se encontram mais proximas (Dean, 2014).
Ou seja, pretende-se maximizar a margem. A margem consiste na distancia entre os hiperplanos que
limitam cada classe (Figura 11).

Figura 11 - Classes linearmente separdvel e representa¢do de um possivel hiperplano que separa as classes
(adaptado de Dean, 2014)

Os hiperplanos que limitam a margem sdo canonicamente representadas por:

xw+b<—1sey; =—1
{xiw+b21seyi=+1 (6)
i=1,..,n
Desta forma e utilizando as observagdes da Figura 11, temos que:

{x1w+b =-1

xwHb=1 " Wz T 1) =2 (7)

Como w e x, —x; sdo ortogonais ao hiperplano que se encontra no centro da margem, estes
hiperplanos sdo paralelos entre si e desta forma, tem-se que

[wllCxz = x| = lIwllll ez = x)l (8)

Assim, a margem é representada por:

2 (9)
lIwll
Onde,
||w|| corresponde a norma do vetor w.
Deduz-se assim um problema de otimiza¢do que pode ser reescrito como
min||w||? (10)
sujeito a
yikxiw +b) —1 = 0,parai=1,..,n (11)

(Auria & Moro, 2008).
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Até aqui assumiu-se que a margem é isenta de observagoes, isto €, que nenhuma das observacgdes de
treino recai sobre essa area. No entanto, sdo raros os problemas em que todas as observagdes ficam
fora da margem. Assim, para além da maximiza¢cdo da margem, outro critério subjacente ao modelo
SVM prende-se com a minimizagdo dos erros de classificagdo (&;). Introduz-se assim, uma variavel de
relaxamento, §;, que permite suavizar as restricdes impostas na determinagdo do hiperplano 6timo
(Lorena & Carvalho, 2003). Quando ndo existem erros de classificacdo, i.e., quando todas as
observagOes sdo corretamente classificados, tem-se £ = 0; caso contrério tem-se £ > 0. O modelo
SVM impde assim que nenhuma observacdo recaia sobre a margem excetuando alguns erros de
classificacdo. Desta forma tem-se que:

x;w+b<—-14+¢,sey; =—1

xw+b=>1-¢,sey; =1 (12)
i=1,..,n
Que pode ser resumido em:
yibcw+b)=21-§,Vi=1,..,n (13)

Onde,
y; corresponde a uma observacgao.

Posto isto, surge a questdo “Como otimizar o problema?”. A resposta a esta questdo deriva da
aplicacdo da seguinte expressao:

n
min%llwllz +CY & (14)
i=1
sujeito a
yilxiw+b) =2 1-4; (15)
&E=0 (16)
Onde,

C corresponde a um parametro de “afinacdo”, ou seja, pondera os erros de classificacdo e
controla o comportamento do modelo SVM, evitando ajustamentos excessivos aos dados de
treino. Desta forma pretende-se um C baixo, de modo a potenciar a generalizagdo do modelo.
E, no entanto, possivel provar que existe uma relagdo direta entre o parametro C e a dimensao
da margem, que, pelo que vimos até agora se pretende maximizar. E entdo necessario
encontrar o trade-off entre estas duas condigoes.

Este é um problema de otimizagdo convexo com uma funcdo objetivo quadratica e com restricdes
lineares. Implicito a este problema encontra-se a assuncdo de que as classes sdo linearmente
separaveis (Smola & Vishwanathan, 2008). Para resolver a questdo de otimizacdo apresentada,
introduz-se uma func¢3o Lagrangiana®.

! Mais informacdes sobre aplica¢do da funcdo Lagrangiana pode ser encontrada em (Auria & Moro, 2008;
Lorena & Carvalho, 2003).
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3.2.3.2. Problemas Nao Lineares

Os problemas lineares apresentados anteriormente podem ser generalizados de forma a resolver
problemas ndo lineares, como o apresentado na Figura 12 (Lorena & Carvalho, 2003).

Figura 12 - Problema ndo linear (adaptado de Dean, 2014)

A ideia base do SVM aplicado a problemas ndo lineares consiste na transposi¢cdo dos dados originais
(espaco de entrada) para um novo espaco, de maior dimensionalidade, chamado espaco de
carateristicas, com a ajuda de fungdes reais (¢, ..., ¢,,) definidas no espago dos dados de treino
(Figura 13). Através da utilizacdo de funcGes Kernel é possivel ajustar a maximizagdo da margem num
espaco de maior dimensionalidade. As fun¢des Kernel mais utilizadas encontram-se na Tabela 4.2
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Figura 13 - Transposi¢cdo dos dados do conjunto de entrada para o conjunto de carateristicas
(adaptado de Dean, 2014)

2 Mais informacao sobre problemas n3o lineares poderdo ser encontradas em (Maimon & Rokack, 2005).
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Tabela 4 - Fungbes Kernel mais comuns (retirado de Dean, 2014)
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3.2.4. Voted Perceptron

Freund e Schapire propuseram, em 1999, o algoritmo Voted Perceptron. Este é um algoritmo simples
e de facil implementacdo que combina ANN e SVM, algoritmos ja descritos anteriormente.
Comparativamente com SVM, este algoritmo apresenta melhores valores de precisdo, tempo de
aprendizagem e velocidade de previsdo.

O Voted Perceptron potencia as suas capacidades quando esta perante problemas de classificacdo
linear. Nao obstante, este algoritmo pode ser aplicado em espacos de grande dimensionalidade com
auxilio das fungbes Kernel (Freund & Schapire, 1999).

A Figura 14 apresenta o algoritmo Voted Perceptron durante a fase de treino, onde x € R™ e a classe
y pode assumir os valores {—1, 1}.

A previsdo da classe de um novo registo é dada por ¥ = sign(v,x;). Se a previsdo estiver correta, o
vetor v, previamente inicializado, ndo sofre qualquer altera¢do. Caso a previsdo ndo seja correta, o
vetor v é atualizado para v = v + yx. O processo repete-se para todo o conjunto de treino.

Durante a fase de treino, o algoritmo guarda todos os vetores de previsdo que foram gerados. Para
cada um desses vetores, é contabilizado o nimero de iteragdes as quais o vetor sobreviveu, antes de
surgir uma classificacdo errada. Este numero ird corresponder a ponderacdo do vetor, aquando da fase
de previsao.

A Figura 15 apresenta a parte do algoritmo Voted Perceptron referente a fase de previsdo. Todos os
vetores apurados na fase de treino dao o seu contributo para o apuramento da classe do novo registo
x. No entanto cada um desses vetores dard o seu contributo, i.e., a sua previsdo, de forma ponderada,
como vimos anteriormente. Desta forma, os vetores de previsdo que sobreviveram durante mais
tempo na fase de treino, dardo um maior contributo para a previsdo do novo registo.

Se estivermos perante um problema de classificagdo linear, este algoritmo, apds finitos erros de
classificagdo, consegue alcancar um vetor que classifica corretamente todos os exemplos
apresentados.
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Input: Conjunto de treino classificado ((x1, ¥1), «--» (o Vi)
T épocas
Output: Perceptrées ponderados ((v4, ¢1), ..., (Vk, Cx))
1. Inicializagdo dos parametros: k = 0,v; = 0,¢c; =0
2. Repetir T vezes:
21.Parai=1,..,m:
¥y = sign(vix;)
*Sey =y,
entdo ¢y =c+1

c.c. Vg1 = Vg + ViXi, Cre1 =1, k=k+1

Figura 14 - Algoritmo Voted Perceptron — Treino (retirado de Freund & Schapire, 1999)

Dados: A lista de percetrdes ponderados ((v4, 1), .., (Vk, Cx))
Um exemplo ndo classificado, x
1. Calcular a classe j de x:
s= Z{Ll c; sign(v;x);

y = sign(s)

Figura 15 - Algoritmo Voted Perceptron — Previsdo (retirado de Freund & Schapire, 1999)
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3.2.5. Métodos Ensemble

Se perante um grupo de pessoas, com expertise em determinado assunto, Ihe for apresentado um
determinado problema e posteriormente lhe for pedido para tomar uma decisdo, certamente a
decisdo desse grupo tenderd a ser melhor do que qualquer decisdo individual tomada por cada uma
dessas pessoas (Finlay, 2014). Esta é a ideia subjacente aos métodos Ensemble. As técnicas Ensemble
procuram as vantagens individuais de cada classificador, combinando-as de forma a obter uma melhor
solucdo (Augusty & lzudheen, 2013). A aprendizagem Ensemble é uma técnica que tem vindo a adquirir
cada vez maior relevancia uma vez que combina varios algoritmos de aprendizagem de forma a
melhorar a precisdo de uma classificagcdo (Kumar, Kongara, & Ramachandra, 2013).

Um modelo Ensemble consiste na combinacdo de dois ou mais modelos (Dean, 2014). Os ensembles
(ou conjuntos) podem ser combinados de varias formas. A mais comum consiste numa abordagem
democratica, i.e., um objeto é atribuido a classe mais votada pelos classificadores presentes no
ensemble (Augusty & lzudheen, 2013).

Alguns dos métodos Ensemble mais populares, e os utlizados neste projeto, sdo:

e Bagging

e Boosting

e Random Forest
e Random Trees

e Alternating Decision Trees

3.2.5.1. Bagging

Bagging é um acrénimo do procedimento Bootstrap Aggregating (Breiman, 1996). Este é o método
ensemble mais simples e com maior sucesso (Dean, 2014).

Este método gera, a partir do conjunto de treino, varios subconjuntos (Kumar et al., 2013). Cada
observacgao é incluida num subconjunto apenas uma vez, ou seja, sem reposicdo. No entanto, uma
observagdo pode ser incluida em varios subconjuntos. Assim, uma observagao pode constar de todos
os subconjuntos ou, pelo contrario, ndo constar em nenhum. Normalmente nenhuma destas situagées
acontece uma vez que existe um trade-off entre o nimero de subconjuntos e a sua dimensao (Dean,
2014).

Cada subconjunto de treino origina um classificador que serd incluido no ensemble. Ou seja, os
modelos obtidos sdo acumulados, de forma a criar um modelo final (Kumar et al., 2013). Este modelo
é geralmente mais estavel que modelos individuais que utilizem o conjunto de dados completo (Dean,
2014).

Posto isto, a maioria ou a média dos votos determina a classe de um registo (Kumar et al., 2013).

As varias demonstragdes, tanto praticas como tedricas, convergem no sentido de que, apesar da sua
instabilidade, o método Bagging direciona-se para a otimizacdo dos processos de classificacdo. No
entanto, este método pode degradar o desempenho de processos estdveis sendo particularmente
efetivo quando o modelo subjacente é uma Arvore de Decisdo (Breiman, 1996; Dean, 2014).
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3.2.5.2. Boosting

O método Boosting, bastante semelhante ao Bagging, consiste numa das ideias mais poderosas dos
ultimos 10 anos (Kumar et al., 2013)(Dean, 2014).

Este método baseia-se na producao de classificadores em série. O conjunto de treino utilizado por cada
membro da série é escolhido com base na performance do classificador anterior (Opitz & Maclin,
1999). Um registo classificado erradamente pelo classificador anterior, tendera a ser escolhido pelo
seguinte classificador, ao contrario dos registos classificados corretamente (Dean, 2014). Assim, o
método Boosting tenta ir produzindo novos classificadores com cada vez maior capacidade de
classificacdo, baseando-se no erro do classificador anterior, até que seja atingido um limite: no numero
de modelos produzidos ou na precisdo alcangada (Opitz & Maclin, 1999). De uma forma geral, esta
técnica de classificagdo consiste na criacdo de um classificador forte através da combinacdo de varios
classificadores mais fracos (Kumar et al., 2013).

3.2.5.3. Random Forest

O método Random Forest tem por base o método Bagging (Kumar et al., 2013). Este método pretende
criar um classificador estdvel e forte através da combinacdo dos resultados obtidos por varias arvores
de decisdo (Finlay, 2014). Normalmente o Random Forest é utilizado quando existem varios conjuntos
de treino e vdrias varidveis. Normalmente, deste ensemble fazem parte dezenas ou centenas de
arvores de decisdo com o seu tamanho maximo, ou seja, sem serem submetidas ao processo de
desbaste (Williams, 2010).

O resultado obtido pelo Random Forest tende a ser melhor do que a média obtida pelos resultados
das arvores presentes no ensemble, comprovando assim que "o todo é melhor do que a soma das
varias partes" (Dean, 2014). Ao contrario do que acontece nas Arvores de Decisdo, o método Random
Forest assegura que todas as variaveis sdo utilizadas, e ndo apenas as mais relevantes (Finlay, 2014).

Este modelo oferece concorréncia aos classificadores ndo lineares como as Redes Neuronais e o
classificador SVM (Williams, 2010).

3.2.5.4. Random Trees

O método ensemble Random Trees foi introduzido por Leo Breiman e Adele Cutler. Este método
consiste na construcao de vdrias arvores de decisdo, aleatoriamente. Basicamente, um atributo é
selecionado aleatoriamente para fazer a primeira divisdo da arvore. De seguida, outro atributo é
selecionado para fazer uma nova reparticdo da arvore. O método Random Trees ndo utiliza critérios
de pureza, tal como acontece nas arvores de decisdo, uma vez que todas as escolhas sdo feitas
aleatoriamente.

A arvore para de crescer quando:

1. Um noé fica vazio, ou quando todos os registos de um nd pertencem a mesma classe; ou
2. A profundidade da arvore excede determinados limites.

Ao contrério do que acontece no modelo Random Forest, o modelo Random Trees recorre ao desbaste
da arvore, removendo os nds "ndo necessarios". Um nd é considerado "ndo necessario" se nenhum
dos seus descendentes apresenta classes significativamente diferentes das atribuidas por este.
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Cada arvore gera um output. O output do ensemble é obtido através da média de todas as arvores
(Zhang, Fan, Yuan, Davidson, & Li, 2006).

3.2.5.5. Alternating Decision Trees

O método Alternating Decision Trees resulta da combinacdo entre a simplicidade das arvores de
decisdo e a eficacia do método Boosting. Este método tem a estrutura de uma arvore de decisdo. No
entanto, os varios nés da drvore tém diferentes objetivos. O primeiro nd, a raiz da arvore, tem o
objetivo de prever. Ja os nés da camada seguinte sdo nds de decisdo. Assim, o crescimento da arvore
vai ser alternado entre nds de previsao e nds de decisdo (Williams, 2010).

3.2.6. Aprendizagem Bayesiana

A aprendizagem Bayesiana tem por base o conhecimento probabilistico, com especial enfoque na
probabilidade condicional, e consegue alcangar resultados impressionantes no processo de
classificagdo (l. Witten & Frank, 2005). No entanto, um obstaculo a utilizagdo dos métodos Bayesianos
prende-se com a necessidade de conhecimento prévio sobre a probabilidade de determinado
acontecimento. Adicionalmente, o elevado custo computacional associado a determinacdo da
hipdtese 6tima de Bayes podera constituir um outro obstaculo na aplicacdo destas técnicas (Mitchell,
1997).

Bayes introduz dois tipos de probabilidade (Dean, 2014):

e A priori— que diz respeito ao valor de uma probabilidade antes de se ter conhecimento
de qualquer informacdo adicional; e
e A posteriori — que corresponde ao valor de uma probabilidade afetada por informacao
adicional obtida posteriormente.
Tal como o préprio nome indica, a aprendizagem Bayesiana tem por base o teorema de Bayes que,
pretendendo obter a melhor hipétese do espaco H dado o conjunto de treino D, é definido por:
P(D\h)P(h)
P(h\D) = Py (17)
Onde,
P(h), corresponde a probabilidade a priori de h;
P(D), corresponde a probabilidade a priori de D;
P(D\h), corresponde a probabilidade a posteriori de D;
P(h\D), corresponde a probabilidade a posteriori de h.

O teorema de Bayes apresenta o calculo da probabilidade de uma hipdtese, com base na sua
probabilidade previamente observada (Mitchell, 1997). Este teorema apresenta a relag¢do entre duas
probabilidades condicionais que sdo o inverso uma da outra (Dean, 2014).

3.2.6.1. Redes Bayesianas

As redes Bayesianas (BN do inglés Bayes Networks) sdo constituidas por (Jensen, 2001):
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1. Um conjunto de varidveis e um conjunto de arestas direcionadas entre as variaveis;

2. Variaveis que no seu todo e juntamente com as arestas direcionadas, formam um grafo
aciclico direcionado;

3. Varidveis que, individualmente, tém associado um conjunto de estados finitos e
mutuamente exclusivos;

4. Varidveis que, individualmente, tém associada uma tabela de probabilidades

condicionais.

As BN sdo grafos aciclicos e direcionados que permitem a caraterizacdo da distribuicdo das
probabilidades conjuntas de um conjunto de variaveis.

Os nds do grafo representam as varidveis, enquanto as arestas representam dependéncias
probabilisticas entre as varidveis. Adicionalmente, as arestas direcionadas do né A ao né B indicam que
o nd A influencia diretamente o B. E ent3o percetivel que uma BN tem subjacente a premissa da
independéncia condicional das varidveis, ou seja, uma variavel é independente das suas varidveis ndao
descendentes, dada a observagdo da varidvel a qual deve dependéncia direta, variavel também
conhecida por varidvel "pai". Esta propriedade tem como fundamento potenciar o cdlculo das
probabilidades a posteriori através da reducdo do nimero de atributos necessdarios para caraterizar a
distribuicdo das probabilidades conjuntas das variaveis (Ben-Gal, 2007).

Associada a cada nd estd uma tabela de probabilidades condicional que especifica a distribuicao
condicional da varidvel dados os seus pais diretos no grafo (Mitchell, 1997).

A probabilidade conjunta dos valores (y;, ..., ¥,) para as variaveis Y3, ..., Y¥;,) pode ser obtida através
da seguinte formula (Mitchell, 1997):

PO ) = | [ POIPais()) (18)
i=1

Onde,
Pais(y;), representa o conjunto imediato de precedentes de y; na rede; e
P(y;|Pais(y;)), diz respeito aos valores armazenados na tabela de probabilidades conjuntas
associada ao né y;.

3.2.6.2. Naive Bayes

Um dos métodos de aprendizagem Bayesiana mais utilizado é o classificador Bayesiano. Por vezes a
performance deste classificador é comparada com a performance das Redes Neuronais e das Arvores
de Decisdo (Mitchell, 1997).

Dado um conjunto de treino (yy, ..., ¥,) € uma novo exemplo, a abordagem utilizada pelo método
Naive Bayes para classificar a nova observagdo consiste na adjudicagdo da classe mais provavel, vy 4p,
da seguinte forma:

Umap = argmaxy, ey P (vjly1, ..., ¥n) (19)
Utilizando o teorema de Bayes descrito anteriormente, esta expressdo pode ser reescrita como:
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P(y1, oy Yul|vj)P(v))
P(y1, s Yn)

Vmap = argmaxy;ey

Vyap = rgmaxy, ey PO, ., Yl v)P(v)) (20)

Onde,
P(vj), consiste na probabilidade associada a classe v; e pode ser obtida através do calculo da
frequéncia em que cada classe v; ocorre;
P(y1, -, ¥n|vj), consiste na probabilidade a posteriori do conjunto de treino.

Subjacente ao classificador Naive Bayes estd a premissa de que os valores das varidveis sdo
condicionalmente independentes dada a varidvel target, ou seja:

P(y1, s Yulvy) = HP(yilvj) (21)

Desta forma, e substituindo este termo na expressao utilizada para calcular a classe mais provavel,
Upap, @ abordagem utilizada pelo classificador Naive Bayes é a seguinte:

Ung = argmaxUjEVP(vj) l_lp(yllvj) (22)
i

Obtendo vy 5, obtém-se a classe da nova observagdo (Mitchell, 1997).

3.2.7. Regressoes

3.2.7.1. Regressoes Lineares Simples

“O modelo de regressao linear pode ser utilizado para estudar a relagdo entre duas varidveis”
(Wooldridge, 2013). Sendo x e y duas varidveis representativas de uma populagdo, a regressao linear
simples que explica a relagdo entre estas duas varidveis é dada por:

y=PBo+bhx+u (23)

Onde,
y, diz respeito a varidvel dependente;
x, diz respeito a varidvel independente;
u, ou erro, representa outros fatores que influenciam y para além de x;
Bo, é o parametro de interce¢do, também conhecido por constante;
B1, representa o declive na relagdo entre x e y, mantendo todos os restantes fatores (u)
constantes.

Relativamente ao termo u, este podera ser considerado como o obstaculo a relacdo funcional entre as
varidveis dependente e independente. Assim, para as variagdes em y derivarem apenas de variages
em f5;x, é necessario que os outros fatores representados por u tenham uma variagdo nula, ou seja,
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Ay = BiAx = Au=0 (24)
Como estimar 8y e 3?

Para estimar 3, e 5; é necessario recorrer ao método dos minimos quadrados. O método dos minimos
qguadrados (OLS do inglés Ordinary Least Squares) tem as seguintes premissas (Lopes, 2009):

Modelo linear;

Erro aleatério com média = 0;
N&o colinearidade;
Homocedasticidade;

Auséncia de autocorrelacao;

A A T o

Normalidade dos erros.

Respeitadas as premissas, a varidvel dependente, y, é obtida como resultado da minimizacao da soma
dos quadrados das diferencas entre y; e ¥;, sendo J; o valor estimado de y; (Figura 16).

Y
i
14
i
| o)
I .f=ﬁo‘-31-¥_'
; O p— . —
|
| @
' & 5
i Vi
{ ‘ "N
| ¥1 4
| |
! .
X1 Xi X

Figura 16 - Valores ajustados e residuos (adaptado de Wooldridge, 2013
Assim, utilizando a equagdo da regressao linear simples apresentada anteriormente, temos que:
n n
~ 2 ] ]
Y ad =) i~ bo - hux) (25)
i=1 i=1

Perante a amostra de uma populagdo de dimensdo n, {(x;, y;):i = 1, ...,n}, aregressao linear simples,
para cada elemento da amostra, pode-se escrever assim:

Vi = Bo+ Bixi tu; (26)
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Os estimadores de 8, e de 51, Sy e B respetivamente, necessdrios para minimizar a soma dos
quadrados dos erros sdo dados por?:

Po=7—pi% (27)

5 TG D0 D)
D VL

(28)

3.2.7.2. Modelo Logit

O modelo Logit encaixa nos modelos de probabilidade linear que consistem na aplicacdo do modelo
de multiplas regressdes num problema cuja varidvel dependente é binaria (Wooldridge, 2013).

Perante um problema de classificacdo binaria, pretende-se criar um modelo em funcdo de x com a
probabilidade condicional P(y = 1|x = x;). Para criar este modelo através de uma regressdo, surge a
regressao Logit que é definido pela seguinte funcao:

p(x) eﬁo‘l'xﬂ 1

lOg— = ﬂO +Xﬂ < p(x) = 1+ €B0+xﬁ = 1+ e_[go_l_xﬂ

29
1-px) (29)

Assim, y = 1 quando p = 0,5 e y = 0 quando p < 0,5. Por outras palavras, y = 1 sempre que B, +
xB for ndo negativo e y = 0 em caso contrario. A regressao Logit apresenta assim um classificador
linear (Shalizi, 2012).

3 0Os desenvolvimentos necessdrios para obter as equacdes dos estimadores Eo e Gl podem ser
consultados em (Wooldridge, 2013).
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4. SELECAO DE VARIAVEIS

A selecdo de atributos é uma técnica utilizada na fase de pré-processamento do processo KDD, cujo

objetivo prende-se com a reducdo do numero de varidveis e com a remog¢ao de dados irrelevantes,

redundantes ou com ruido. Desta forma, a performance do algoritmo utilizado é potenciado,

melhorando a precisdo da previsao e a interpreta¢do dos resultados (Kumar et al., 2013).

Os principais objetivos da selecdo de atributos sdo: (1) evitar a sobreaprendizagem do modelo e (2)

melhorar a performance do mesmo (Kumar, Kongara, & Ramachandra, 2013). A selecdo de varidveis é

posta em pratica quando se desconfia que as varidveis disponiveis no conjunto de dados sdo

redundantes, ou seja, que algumas delas estdo correlacionadas entre si (O’Rourke & Hatcher, 2013).

Por norma, um método de sele¢do de atributos resume-se as seguintes quatro etapas (Karegowda,
Jayaram, & Manjunath, 2011):

1.

Geracao de um subconjunto de variaveis candidato. O conjunto de dados original
contém n variaveis. Para obter um subconjunto com m varidveis (m < n) é necessario
recorrer a procedimentos de pesquisa baseados em determinada estratégia. A
estratégia de pesquisa pode ser classificada como (1) completa/exaustiva, (2) heuristica
e (3) aleatdria. No ambito deste projeto sdo utilizadas duas estratégias: best first (Rich
& Knight, 1991) que faz parte da pesquisa completa/exaustiva e genetic search
(Cherkauer & Shavlik, 1996; Vafaie & De Jong, 1995) pertencente a pesquisa aleatéria.
Fungao de avaliacdo do subconjunto obtido na primeira etapa. Apds a criacdo do novo
subconjunto de varidveis é necessario avalid-lo através de uma abordagem Filter
(Kohavic & John, 1996) ou Wrapper (Kohavi, 1995). No ambito deste projeto, foi
utilizada uma abordagem Filter, mais especificamente a selecdo de atributos com base
na correlacdo das variaveis (CFS do inglés Correlation-based Feature Subset Selection).
Condicdo de paragem. E necessério definir um critério de paragem para o nimero de
variaveis a incluir no novo subconjunto. Este critério pode derivar de varios aspetos, tais
como: o numero de varidveis selecionadas, o nimero de iteracGes realizadas, a (ndo)
obtencdo de melhores resultados com o novo subconjunto, entre outros.
Procedimento para aprovar a validade do novo subconjunto. Normalmente os
resultados obtidos pelo conjunto de atributos original é comparado com os resultados
obtidos pelo conjunto de atributos selecionado quando os mesmos sao input para um
algoritmo de inducao sobre determinada base de dados. Outra abordagem de validacao
consiste na utilizacdo de vdrios algoritmos de sele¢do de atributos de forma a obter
atributos relevantes e posteriormente comparar os resultados através da utiliza¢gdo de

classificadores em cada subconjunto de atributos.

A Figura 17 retrata todo o processo de selegao de atributos inerente as quatro etapas acabadas de

descrever.
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Figura 17 - O processo de selecdo de atributos (retirado de Karegowda et al., 2011)
4.1. GENETIC SEARCH

A pesquisa genética como resposta a primeira etapa do processo de selecdo de atributos consiste num
método de pesquisa estocastico, com capacidade para explorar grandes espagos de pesquisa e com
uma performance de pesquisa global.

Subjacente a este método de pesquisa encontra-se a teoria da evolugdo de Charles Darwin, mais
propriamente o principio da “sobrevivéncia do mais forte” (Karegowda et al., 2011).

O algoritmo subjacente a este método de pesquisa é iterativo, no qual, as solugdes em cada geracdo,
sdo produzidas através da aplicagdo de operadores genéticos tais como reprodugdo, crossover e
mutacdo. O primeiro, reproducdo, seleciona uma string do conjunto inicial de atributos, sendo uma
string uma sequéncia binaria onde 1 representa a selecdo da varidvel para o subconjunto e 0 a ndo
sele¢do; o crossover combina strings com boa avaliagdo (aos pares) para gerar melhores “filhos”; e a
mutacgdo modifica algumas strings de forma a melhorar a sua avaliagdo (M. A. Hall, 1999). Em cada
geracdo a populacdo é avaliada e testada. Se o critério de paragem nao for satisfeito, a populacdo serd
submetida novamente aos operadores genéticos até que a condi¢ao de paragem seja alcangada.

4.2. BEST FIRST

O método Best First consiste em alteragdes locais no espacgo das varidveis. Este método explora todo
0 espaco de varidveis, pelo que é necessario um critério de paragem. Como consequéncia, este critério
de paragem podera envolver a limitacdo do nimero de alteragGes locais, o que prejudica a qualidade
do novo subconjunto de variaveis (M. A. Hall, 1999).
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4.3. SELECAO DE ATRIBUTOS BASEADA NA CORRELACAO DAS VARIAVEIS

“As varidveis sdo relevantes se os seus valores variarem sistematicamente com as diferentes classes”
(Gennari, Langley, & Fisher, 1989). Por outras palavras, num modelo devem constar apenas variaveis
bastante correlacionadas com a varidvel classe e pouco correlacionadas entre si.

A funcdo de avaliacdo utilizada pela selecao de atributos baseada na correlacdo das varidveis (CFS) é a
seguinte:

s (30)
Onde,

Mg, corresponde ao "mérito" heuristico de um subconjunto de variaveis, S;

k, diz respeito ao numero de varidveis contidas no subconjunto S;

Tcr, corresponde a média das correlagBes variavel-classe (f € S);

Trr, representa a média das correlagdes variavel-variavel.

Esta funcdo representa a medida de avaliacdo de CFS uma vez que:
e O numerador podera indicar a capacidade de classificacdo do subconjunto das variaveis;

e (O denominador indica a redundancia entre as variaveis.

De uma forma simples, o primeiro passo no método CFS consiste no cdlculo das correlagGes variavel-
classe e variavel-variavel. Obtidas as correlagGes, é feita uma pesquisa no espag¢o das variaveis. O
subconjunto com maior "mérito" sera o subconjunto escolhido para reduzir o conjunto de dados
original.

O algoritmo subjacente ao método CFS pode ser explicado pela Figura 18.
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Figura 18 - Método CFS (retirado de Karegowda et al., 2011)
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5. METODOLOGIA E RESULTADOS EXPERIMENTAIS

5.1. FERRAMENTAS ANALITICAS

Quando confrontados com desafios, os analistas procuram as melhores ferramentas para os resolver
e também para extrair valor a partir deles. WEKA, SAS, Linguagens Java, R e Python sdo algumas das
ferramentas mais utilizadas aquando da construcdo de modelos preditivos (Dean, 2014).

A ferramenta escolhida para o caso de estudo deste projeto foi o WEKA (M. Hall, Frank, & Holmes,
2009). Waikato Environment for Knowledge Analysis é uma ferramenta open source desenvolvida pela
Universidade de Waikato na Nova Zelandia. Totalmente implementada em Java, o WEKA é
reconhecido pela sua vasta gama de algoritmos. Esta ferramenta permite aplicar diretamente os
algoritmos a um conjunto de dados, sem que o utilizador saiba programar em Java (Dean, 2014). Desta
forma permite aos utilizadores experimentar e comparar varios métodos de aprendizagem automatica
de uma forma rapida (M. Hall et al., 2009). Sendo o objetivo deste projeto a analise dos resultados e
ndo a implementacdo propriamente dita dos algoritmos, o WEKA foi a ferramenta escolhida,
satisfazendo, assim, as necessidades existentes.

5.2. APRESENTAGCAO DOS DADOS

Os dados utilizados no caso de estudo subjacente a este projeto remontam ao estudo mencionado no
capitulo 1.1 da autoria de Sérgio Moro, Raul Laureano e Paulo Cortez (Sérgio Moro et al., 2011). O
estudo em questdo utiliza uma base de dados derivada de uma campanha efetuada através do call
center de um banco portugués cujo objetivo consistiu na subscricdo de depdsitos a prazo. O objetivo
do estudo mencionado centrou-se na descoberta de um modelo de DM que conseguisse prever o
sucesso de um contacto. A base de dados em questdo contém dados referentes a 17 campanhas que
ocorreram entre maio de 2008 e novembro de 2010.

Os autores mencionados, apesar de ndo disponibilizarem o data set utilizado nas suas experiéncias,
disponibilizam dois subconjuntos do mesmo designados por "Bank" e "BankAdd". O primeiro é
constituido por 17 varidveis e 45 211 observagdes. J& o segundo dispde de 21 varidveis e 41 188
observagdes. Nenhuma informagao extra acerca do data set original é disponibilizada.

Relativamente aos dois subconjuntos de dados referidos, ambos tém algumas varidveis em comum,
sendo de destacar a variavel dependente/target, y, que pode assumir os valores “yes” ou “no”
consoante o cliente submeta ou ndo o depdsito a prazo em campanha.

As varidveis que compdem os data sets podem ser agrupadas pelos seguintes temas:
e Variaveis relacionadas com o cliente;

e Varidveis relacionadas com o ultimo contacto com o cliente na campanha corrente;
e Qutras variaveis;

e Varidvel target.

As tabelas 5 e 6 apresentam os data sets "Bank" e "BankAdd", respetivamente.
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Tabela 6 - Descri¢do do Data set "Bank"

Nowme Descricdo Valores
Varidveis relacionadas com o cliente
age Idade [18;95]
i . ‘admin.’, 'klue-collar’, 'entrepreneur’, ‘"housemaid’, ‘'management’, ‘retired’,
job Profiss&o . i et o e " :
self-employed’, 'services', 'student’, 'technician’, 'unemployed’, 'unknown
marital Estado Civil ‘divorced’, 'married’, 'single’
education Escolaridade ‘primary’, 'secondary’, 'tertiary’, 'unknown’
default O cliente tem crédito em default? 'no’, 'yes'
balance [-8019;102 127]
housing O cliente contraiu um empréstimo a habitagdo? 'no’, 'yes'
loan O cliente contraiu um empréstimo ao consumao? 'no’, 'yes'

Variaveis relacionadas com o dltimo contacto realizado na campanha corrente

contact Meio de contacto utilizado ‘cellular’, 'telephone’, 'unknown’

day Dia referente ao Gltimo contacto realizado [1; 31]

month Més referente ao Gltimo contacto realizado ‘jan’, 'feb’, 'mar’, 'apr’, 'may’, ‘jun’, jul’, 'aug’, 'set’, 'oct’, 'nov’, 'dec’
duration Duracdo do dltimo contacto, em segundos [0;4918]

Outras varidveis

campaign Mumero de contactos realizados durante uma campanha para um cliente [1;63]
Mamero de dias que passaram desde que o cliente foi contactado na
pdays - [-1;871]
campanha anterior
previous Mumero de contactos realizados na campanha anterior para um cliente [0 275]
poutcome Resultado da campanha anterior ‘'success’, ‘failure’, 'unknown', 'other'
Variavel target
¥ O cliente subscreveu o depdsito a prazo? 'no’, 'yes'

Tabela 5 - Descri¢do do Data set "BankAdd"

Nome Descricdo Valores
Varidveis relacionadas com o cliente

age Idade [17; 98]

. N ‘admin.’, 'blue-collar’, 'entrepreneur’, 'housemaid’, 'management’, ‘retired’,

jok Profissdo : et o o . :
self-employed’, 'services’, 'student’, 'technician’, 'unemployed’, 'unknown

marital Estado Civil ‘diverced’, 'married’, 'single’, 'unknown’

. . ‘basic.4y’, 'basic.6y’, "hasic.9y', 'high.school', 'iliterate’,

education Escolaridade ) "'r v o v_ e o )
professional.course’, 'university.degree’, 'unknown

default 0 cliente tem crédito em defauli? 'no’, 'yes', 'unknown'

housing O cliente contraiu um empréstimo & habitacdo? 'no’, 'ves', 'unknown’

loan O cliente contraiu um empréstimo ao consumo? 'no’, 'yes', 'unknown'

Varidveis relacionadas com o Gltimo contacto realizado na campanha corrente

contact Meio de contacto utilizado ‘cellular’, 'telephone’

month Més referente ao Gltimo contacto realizado ‘mar’, 'apr', 'may’, 'jun’, 'jul’, 'aug', 'set’, 'oct’, 'nov’, 'dec’
day_of_week Dia do ultimo contacto realizado mon’, 'tue’, 'wed’, 'thu’, 'fri’

duration Duragdo do ultimo contacto, em segundos [D;4918]

Variaveis socioecondmicas

emp.var.rate Taxa de variacdo do emprego — Indicador trimestral [-3,4;1.4]
cons.priceddx  indice de precos no consumidor — Indicador mensal [92,201 ; 54,767]
cons.conf.idx indice de confianca do consumidor — Indicador mensal [-50,8 ;-26,9]
euribor3m Taxa Euribor a 3 meses —indicador diario [0,634 ; 5,045]
nr.employed Média trimestral do ndmero de cidad3os empregados [4963,6;5228,1]

Outras varidveis

campaign MNdmero de contactos realizados durante uma campanha para um cliente [1;56]
Numero de dias que passaram desde que o cliente foi contactade na
pdays q R a [0;9339]
campanha anterior
previous MNdmero de contactos realizados na campanha anterior para um cliente [0 7]
poutcome Resultado da campanha anterior ‘failure’, 'nonexistent’, 'success’
Variavel target
¥ O cliente subscreveu o depdsito a prazo? 'no’, 'yes'
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5.3. A ESCOLHA DOS ALGORITMOS

Segundo Jared Dean "dada a complexidade e a dimensao da maioria dos problemas modernos de Data
Mining, a melhor pratica consiste em experimentar varias técnicas e fazer varias tentativas por cada
algoritmo, utilizando diferentes definigdes ou parametros" (Dean, 2014).

Desta forma, o caso de estudo apresentado foi pensado com o objetivo de maximizar o numero de
experiéncias realizadas e, também, a heterogeneidade entre os algoritmos. Ndao esquecendo o
propdsito de comparar e de tentar alcangar resultados melhores do que os obtidos pelos autores
mencionados, é, ainda, essencial utilizar nas experiéncias os algoritmos que os autores utilizaram:
Arvores de Decisdo, Redes Neuronais, SVM e Regressdes Logit. Assim, todos os algoritmos
apresentados no capitulo 3 sdo experienciados neste caso pratico.

Adicionalmente, de forma a esmiucar a capacidade dos algoritmos, foi aplicado o método de selecdo
de atributos ja apresentado no capitulo 4. Este método, baseado na correlagdo das varidveis, foi
aplicado com duas estratégias diferentes ao nivel da geracdo do novo subconjunto de varidveis: a
estratégia Best First e a estratégia Genetic Search.

A seccdo 5.5 tem como objetivo descrever a metodologia utilizada na realizacdo deste caso de estudo.

5.4. PARAMETRIZACAO DOS ALGORITMOS

Construir modelos de classificacdo precisos e percetiveis implica ndo sé escolher um algoritmo
apropriado, mas também despender algum tempo na definicdo dos parametros dos algoritmos.
Ajustar e/ou definir os pardmetros de forma manual e com elevada qualidade podera consumir
demasiado tempo. Adicionalmente, para tal, é necessdrio um excelente conhecimento sobre os
algoritmos e sobre as propriedades do dominio de aprendizagem (Koblar, 2012).

Assim, dado o esfor¢o necessario para a parametrizacdo dos algoritmos, neste projeto foram utilizados
os algoritmos parametrizados pelo WEKA.

5.5. METODOLOGIA APLICADA

Como ja foi referido anteriormente, este caso de estudo conta com dois conjuntos de dados, os quais
foram submetidos as mesmas experiéncias, tendo sido, por isso, utilizada a mesma metodologia. Este
capitulo propbe, assim, apresentar e explicar a metodologia praticada. Esta encontra-se
esquematizada na Figura 19.
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Figura 19 - Metodologia utilizada na execugdo prdtica deste trabalho

A primeira etapa deste caso pratico consistiu na aplicagdo direta dos catorze algoritmos, isto é, sem
qualquer selecdo de atributos.

Sobre o conjunto de dados inicial, foram extraidas 30 parti¢Ges distintas, sendo as mesmas compostas
por um conjunto de treino e um conjunto de teste. Em cada parti¢cao, 70% das observagdes do conjunto
de dados inicial (selecionadas de forma independente e identicamente distribuida) foram atribuidas
ao conjunto de treino, sendo as restantes atribuidas ao conjunto de teste (Figura 20).

Conjunterde dadoy

On @ ) 0 0 o 0
1 o2llecg|lec2]|oe o0 .
O OD SN } Eoev | EEery | revd | EXerd B Pokered O Treino (70%)
DD I # Lol8] [le] o0 o0 joge] D Teste (30%)
Q z 2 2 # 20

Figura 20 - Extra¢do de 30 partigées do data set original, sendo cada uma das particbes repartida em dois
conjuntos: treino (com 70% das observagdes) e teste (com as restantes 30%).
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Numa primeira fase, os conjuntos de treino foram submetidos aos 14 algoritmos, o que permitiu a
criacdo de catorze modelos de classificacdo das observacdes por cada parti¢cdo). Posteriormente, cada
conjunto de teste foi submetido aos 14 modelos gerados a partir do respetivo conjunto de treino.
Desta forma, por cada particdo foram gerados dois outputs (um para o conjunto de treino e outro para
o conjunto de teste), contemplando as diferentes medidas de qualidade respeitantes a performance
de cada um dos algoritmos (Figura 21).
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Figura 21 - Outputs de todos os 14 algoritmos, referente ao conjunto de treino e ao conjunto de teste de
cada uma das partigdes

As medidas de qualidade destacadas para analisar a performance dos algoritmos foram:
e CCl - Percentagem de observacGes corretamente classificadas (Correctly Classified
Instances);
e PR - Precisdo, que resulta da férmula TP/(TP+FP);
e RE - Recall ou Sensivity cuja formula é TP/(TP+FN);
e FM - F-Measure que tem por base a formula 2xPRxRE/(PR+RE);
e ROC - Que corresponde a area abaixo da curva ROC;
Onde,
FN, diz respeito a Falsos Negativos,
FP, representa os Falsos Positivos

TP, refere-se a Verdadeiros Positivos
(conceitos ja abordados no Capitulo 3.1.4).

Quanto mais elevadas forem estas medidas (maximo de 100 para a medida CCl e 1 para as restantes),
melhor é a qualidade dos algoritmos.
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Cada output (treino e teste de cada algoritmos) contemplou as diferentes medidas de qualidade para
cada uma das particdes (rever Figura 21). E de notar que, neste ponto da experiéncia, cada um dos 14
algoritmos gerou um valor por cada uma das 5 medidas de qualidade, para os conjuntos de treino e
de teste de cada uma das 30 particGes. Tornou-se necessario simplificar os resultados obtidos,
transformando-os num Unico valor para cada conjugacdo entre: medida de qualidade, conjunto (treino
e teste) e algoritmo.

Para tal, foram calculadas as médias e os desvios-padrdes das 30 particdes para cada medida de
qualidade, conjunto (treino e teste) e algoritmo. Este tratamento dos resultados foi possivel tendo em
conta o processo estocastico associado a aplicacao dos varios algoritmos a cada uma das particdes na
fase experimental.

O output final compreende assim duas tabelas, uma para cada conjunto (treino e teste), tendo nas
colunas cada uma das cinco medidas de qualidade e em linha cada um dos algoritmos (Figura 22).

Algertimer1  Algevilme 2 Algeritie 3 Algerilime L4

Figura 22 - Output final, resultante da simplificagcdo dos resultados obtidos. O output final consiste
em duas tabelas para cada data set, contendo as médias e os desvios-padroes de cada medida de
qualidade para cada algoritmo e para cada conjunto (treino e teste)

Por cada linha-coluna é apresentada a média e dentro de parénteses o desvio-padrao das vdrias
particGes para cada algoritmo. Na seccdo seguinte sdo exibidas as tabelas 7, 8, 9 e 10, que contém os
resultados obtidos para os dois conjuntos (treino e teste) de cada data set, "Bank" e "BankAdd".

Numa segunda fase deste projeto, foi aplicada a selecdo de atributos de duas formas distintas, como
ja foi referido anteriormente. Assim, antes da extragdo das 30 parti¢des do data set inicial, este sofreu
uma reducdo ao nivel das varidveis, através da selecdo de atributos baseada na correlacdo das
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variaveis, sendo utilizada, numa primeira fase a estratégia Best First (Figura 23). Apds a obtencdo do
novo data set, chamemos-lhe "Bank BF" e "BankAdd_BF", foi seguida a metodologia ja explicada
anteriormente.

De igual forma, ao conjunto de dados inicial, foi, numa segunda fase, aplicada a sele¢ao de atributos
baseada na correlacdo das varidveis, desta vez com a estratégia Genetic Search. A metodologia ja
conhecida foi aplicada, novamente, tendo por base, desta vez, os novos data sets "Bank_GS" e
"BankAdd_GS".

Na seccdo seguinte, as tabelas 11 a 18, apresentam os outputs obtidos para cada conjunto (treino e
teste) de cada data set para cada uma das estratégias da selecdo de atributos baseada na correlacdo

das variaveis.
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Figura 23 - Metodologia aplicada: Sele¢do de atributos

5.6. RESULTADOS OBTIDOS

5.6.1. Resultados obtidos antes da seleg¢ao de atributos

Tal como referido anteriormente, a primeira etapa deste projeto recaiu sobre a aplicagdo dos
algoritmos diretamente sobre os dois conjuntos de dados iniciais, "Bank" e "BankAdd", ou seja, sem
qualquer sele¢do de atributos.

As tabelas 7 e 8 apresentam os resultados obtidos para os conjuntos de treino e teste do data set
"Bank".

Os resultados diferem entre o conjunto de treino e o conjunto de teste. No conjunto de treino, os
algoritmos pertencentes ao grupo dos Ensemble, apresentam valores bastante elevados, em alguns
casos até perfeitos, para as diferentes medidas de qualidade, recaindo o grande foco sobre os
algoritmos Random Trees e Random Forest.

Analisando os resultados obtidos no conjunto de teste, os algoritmos com melhor qualidade para as
diferentes medidas ja ndo se centram apenas no grupo dos Ensemble, notando-se também valores
elevados no grupo das Regressdes. Desta vez o destaque recai sobre as Regressdes Logit e sobre o
algoritmo Bagging.
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Tabela 7 — Sintese dos resultados obtidos apds a aplicagéo dos algoritmos sobre o conjunto de treino
do data set “Bank”. Apresentacdo da média dos valores obtidos por cada uma das particbes para
cada medida de qualidade.

Bank
Conjunto-de Treino ccl PR RE FM ROC
Decicion Trees § CART 88,1(16,5) 0,3(0,008) 0,912(0,006) 0,9(0,008) 0,762(0,051)
_ CA.5 92,8(0,7) 0,922(0,009) 0,928(0,007) 0,92(0,01) 0,862(0,02)
Redes R Percetrdo Multicamada 98,3(0,3) 0,983(0,003) 0,983(0,003) 0,983(0,003) 0,953(0,008)
Neuronais
- SVM SVIM 89,4(0,3) 0,872(0,004) 0,894{0,003) 0,864(0,004) 0,574{0,006)
voted Voted Perceptron 80,7(15,1) 0,802(0,005) 0,835(0,007) 0,817(0,005) 0,51(0,007)
- Perceptron
Bagging 93,5(0,4) 0,933(0,004) 0,936(0,004) 0,328(0,005) 0,963(0,005)
Boosting 28,6(0,3) 0,791(0,02) 0,886(0,003) 0,833(0,004) 0,798(0,019)
Ensemble RandomFaorest 99,1(0,1) 0,991(0,001) 0,991(0,001) 0,391(0,001)
RandomTrees
ADTree 89,9(0,4) 0,886(0,007) 0,899(0,004}) 0,382{0,013}_ 0,885(0,006)
Aprendizagem | Redes Bayesianas 88,5(0,4) 0,878(0,004) 0,885(0,004) 0,881(0,004) 0,875(0,005)
Bayesiana Naive Bayes 87(0,6) 0,879(0,004) 0,87(0,006) 0,874(0,005) 0,851(0,005)
Regressdes Regressdo Linear Simples 90,9(0,5) 0,897(0,007) 0,309(0,005) 0,896(0,008) 0,926(0,013)
Logit 90,6(0,3) 0,893(0,004) 0,906(0,003) 0,892(0,004) 0,904(0,004)

Tabela 8 - Sintese dos resultados obtidos apds a aplicacdo dos algoritmos sobre o conjunto de teste
do data set “Bank”. Apresentacdo da média dos valores obtidos por cada uma das particbes para
cada medida de qualidade.

Bank
Conjunto de Teste col oR RE M ROC
Decision Trees | CART 89,5(0,7) 0,879(0,008) 0,895(0,007) 0,881(0,009) 0,744{0,039)
4.5 89,4(0,8) 0,879(0,01) 0,894(0,008) 0,882(0,01) 0,771(0,029)
Redes .
_ Percetrio Multicamada 88,1(1,1) 0,273(0,009) 0,881(0,011) 0,876(0,01) 0,828(0,015)
MNeuronais
SVYM SYM 89,1(0,7) 0,869(0,009) 0,891(0,006) 0,861(0,01) 0,576(0,012)
Voted
Vated Perceptron 83,4(1) 0,3(0,014) 0,834(0,009) 0,815(0,011) 0,517(0,014)
. Perceptron
Bagging 89,5(0,7) 0,877(0,009) 0,895(0,007) 0,878(0,009)
Boosting 88,2(0,7) 0,785(0,022) 0,882(0,007) 0,828(0,01) 0,792(0,027)
Ensemble RandomForest 89(0,8) 0,268(0,011) 0,85(0,008) 0,37(0,01) 0,863(0,017}
RandomTrees 86,3(1,1) 0,859(0,012) 0,863(0,011) 0,861(0,011) 0,675(0,023)
ADTree 89,3(0,7) 0,879(0,011) 0,893(0,007) 0,874{0,016) 0,869(0,013)
Aprendizagem § Redes Bayesianas 87,8(0,8) 0,87(0,009) 0,878(0,008) 0,873(0,008) 0,856(0,014)
Bayesiana Naive Bayes 86,9(1) 0,877(0,007) 0,869(0,009) 0,873(0,008) 0,843(0,016)
ze R doLi Simpl 89,6(0,6, 0,88(0,008 0,896(0,006, 0,881(0,009 0,882(0,01
Regressdes egressao Linear Simples (0,B) | ) ( ) | ) | )

Logit

0,887(0,011)

A semelhanca das tabelas 7 e 8, as tabelas 9 e 10 apresentam os resultados obtidos para os conjuntos
de treino e teste do data set "BankAdd".

Mais uma vez é possivel observar a eficacia dos algoritmos pertencentes ao grupo dos Ensemble no

conjunto de treino. O destaque recai novamente nos algoritmos Random Trees e Random Forest.

41



No que diz respeito ao conjunto de teste, as atengdes voltam-se a centrar nos algoritmos Ensemble e

nas Regressdes, mais concretamente nos mesmos algoritmos apurados no conjunto de dados "Bank",

ou seja, as Regressdes Logit e o algoritmo Bagging.

Os resultados obtidos pelos autores Moro, Laureano, & Cortez (2011) serdo apresentados mais a

frente. No entanto, e adiantando desde ja a medida de qualidade observada pelos mesmos, é de

destacar que o algoritmo Bagging em ambos os data sets é o que obtém melhores valores para a
medida de qualidade ROC.

Tabela 9 - Sintese dos resultados obtidos apds a aplicacdo dos algoritmos sobre o conjunto de treino
do data set “BankAdd”. Apresentacdo da média dos valores obtidos por cada uma das particées para

cada medida de qualidade.

BankAddd
Conjunto-de Treino- ccl R RE M ROC
i
Decision Trees | CART 92,7(1,2) 0,922(0,013) 0,927(0,012) 0,923(0,013) 0,866(0,031)
CA.5 94,1(0,6) 0,938(0,007) 0,941(0,006) 0,938(0,008) 0,908(0,041)
Redes
R Percetrdo Multicamada 99,2(0,1) 0,992(0,001) 0,992(0,001) 0,992(0,001) 0,974(0,007)
Neuronais
SVM SYM 90,7(0,3) 0,892(0,005) 0,907(0,003) 0,889(0,005) 0,631(0,019)
Voted
Voted Perceptron 50,1(0,4) 0,883(0,006) 0,901(0,004) 0,872(0,009) 0,552(0,031)
Perceptron
Bagging 95,1(0,3) 0,949(0,003) 0,951(0,003) 0,948(0,003) 0,975(0,003)
Boosting 89,2(0,5) 0,813(0,039) 0,892(0,005) 0,843(0,01) 0,882(0,019)
Ensemble RandomForest 99,3(0,2) 0,993(0,002) 0,993(0,002) 0,993(0,002)
RandomTrees
ADTree 91(0,5) 0,904(0,009) 0,911(0,005) 0,902(0,011) 0,937(0,004)
Aprendizagem | Redes Bayesianas 87,2(0,4) 0,389(0,004) 0,872(0,003) 0,879(0,004) 0,876(0,007)
Bayesiana Naive Bayes 87,7(0,3) 0,896(0,003) 0,877(0,003) 0,885(0,003) 0,873(0,004)
Regressdes Regressdo Linear Simples 92,4(0,5) 0,916(0,006) 0,524(0,005} 0,917(0,006} 0,957(0,005}
Logit 91,9(0,2) 0,91(0,003) 0,919(0,002) 0,911(0,003) 0,943(0,003)

Tabela 10 - Sintese dos resultados obtidos apds a aplicagdo dos algoritmos sobre o conjunto de teste
do data set “BankAdd”. Apresentagdo da média dos valores obtidos por cada uma das particées para

cada medida de qualidade.

BankAdd
Co*y’ummdelT%ﬁ'/ ! CCl PR RE FM ROC
. CART 90,9(0,7) 0,902(0,01) 0,909(0,007) 0,904{0,009) 0,856(0,035)
Decision Trees
C4.5 90,3(0,7) 0,897(0,009) 0,903(0,007) 0,898(0,008) 0,816(0,043)
Redes o .
. Percetrdo Multicamada 89,2(0,6) 0,883(0,009) 0,892(0,006) 0,886(0,007) 0,865(0,013)
Neuronais
SVM SVM 90,4{0,8) 0,887(0,011) 0,904{0,008) 0,887(0,012) 0,63(0,023)
Voted
Voted Perceptron 90,2(1) 0,886(0,012) 0,902(0,01) 0,874(0,017) 0,596(0,03)
Perceptron
Bagging 90,9(0,6) 0,901(0,007) 0,909(0,006) 0,903(0,007)
Boosting 89,2(0,9) 0,815(0,038) 0,892(0,009) 0,844{0,014) 0,877(0,023)
Ensemble RandomForest 90,4{0,7) 0,89(0,009) 0,904{0,007) 0,892(0,009) 0,904{0,009)
RandomTrees 88,2(0,9) 0,881(0,011) 0,882(0,008) 0,881(0,009) 0,718(0,025)
ADTree 90,5(0,8) 0,898(0,013) 0,905(0,008) 0,897(0,014) 0,923(0,008)
Aprendizagem § Redes Bayesianas 87,5(0,8) 0,854(0,01) 0,875(0,008) 0,883(0,008) 0,877(0,017)
Bayesigna Naive Bayes 88,1(0,6) 0,902(0,007) 0,881(0,006) 0,889(0,005) 0,883(0,012)
Regressao Linear Simples
Regressdes g p 91(0,6) 0,901(0,008) 0,91(0,005) 0,903(0,007) 0,925(0,011)
Logit 0,931(0,006)
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5.6.2. Resultados obtidos com a selegao de atributos: estratégia Best First

Esta sec¢do apresenta e extrai as principais conclusdes relativas aos outputs obtidos na segunda fase
do projeto, ou seja, quando as experiéncias foram realizadas apds o redimensionamento da base de
dados pela estratégia Best First. Os novos conjuntos de dados denominam-se por “Bank BF” e
“BankAdd_BF”, sendo o primeiro derivado do data set “Bank” e o segundo do data set “BankAdd”.

Comecando pela analise dos outputs obtidos com a aplicacdo dos algoritmos sobre o conjunto de
dados “Bank_BF”, (Tabela 11 e Tabela 12) é percetivel que, ao nivel do conjunto de treino, o algoritmo
Random Trees volta a marcar a diferenca, apresentando valores quase perfeitos para todas as medidas
de qualidade. O grupo dos Ensemble continua a ser, a semelhanca do que se verificou com o conjunto
de treino do data set “Bank”, o grupo com melhores valores para todas as medidas de qualidade. E,
no entanto de destacar que, para o conjunto de treino, a selecdo de atributos, ndo trouxe qualquer
melhoria em termos de medidas de qualidade.

Tabela 11 — Sintese dos resultados obtidos apds a aplicagdo dos algoritmos sobre o conjunto de
treino do data set “Bank_BF”. Apresentagcdo da média dos valores obtidos por cada uma das
particoes para cada medida de qualidade.

Bank. BF
- Covyumrcrd,e:?:ren o] ccl PR RE_______ ™Mo ROC
b § CART £ 91,2(0,6) 0,9(0,008) 0,912(0,006) 0,9(0,008) 0,762(0,051)
ecision Trees i 1 .
e ———t i...90.2(05) 0,891(0,006) _ _0,302(0,005) _  0,887(0,013) _ 0,788(0,073)
Redes ercetrio Multicamada | 90,2(0,3) 0,387(0,004) 0,902(0,002) 0,825(0,006) 0,865(0,009)
eeNeuronais 4 I S i A —
Y Y 1...5224003) 0872(0,004)  0,894(0,003) 0,864(0,004) ___ 0,574(0, ““5
. voted | | ted Perceptron f 83,5(0,7) 0,202(0,005) 0,835(0,007) 0,817(0,005) 0,51(0,007)
erceptron { S i e
| Bagging | 92103 0,514(0,004) 0,921(0,003)  0,911(0,004) 0,922(0,008)
| Boosting i ess(0) 0,789(0,019) 0,285(0) 0,831(0,001) 0,804(0,021)
Ensemble | RandomForest 98,2(0,2) 0,982(0,002) 0,982(0,002) 0,982(0,002) 0,998(0)
! RandomTrees
) _i ADTree £9,7(0,3) 0,887(0,007) __0,897(0,003) 0,824(0,012) 0,874(0,006)
“Aprendizagem !—"F'{Tedes Bayesianas “89,6(0,3) 0,877(0,006)  0,896(0, 0'6"3- ""n"§mu"5557_'_'6“8.5§}'ﬁ"5ﬁ?-
Bayesiana | Naive Bayes £9,4(0,3) 0,377(0,004) 0,894(0,003) 0,822(0,003) 0,847(0,008)
M"F:e;:;;;;?-imﬁegressao Linearsimples 1 89,9(0,;,‘- u,sssw,nd’ﬁ“"" 850,004 830,000 0.850.009
i Logit £9,9(0,2) 0,282(0,004) 0,899(0,002) 0,822{0,004) 0,853(0,008)
]

Analisando os resultados obtidos ao nivel do conjunto de teste, mais uma vez os resultados ndo
superam os obtidos antes da selecao de atributos. No que diz respeito aos algoritmos com melhor
performance, notam-se valores de qualidade altos em quatro algoritmos (CART, ADTree, Naive Bayes
e Logit), sendo que anteriormente a sele¢do de atributos, os valores mais altos estavam concentrados
em dois algoritmos (Bagging e Logit). Relativamente a medida de qualidade ROC, o destaque recai
sobre o algoritmo ADTree ao invés do algoritmo Bagging destacado no output do processo sem selegdo
de atributos.

43



Tabela 12 - Sintese dos resultados obtidos apds a aplicagdo dos algoritmos sobre o conjunto de teste
do data set “Bank_BF”. Apresentag¢do da média dos valores obtidos por cada uma das particbes para

cada medida de qualidade.

Bank: BF
Conjunto-de Teste ccl PR RE M ROC
H
Decision Trees § CART 83,5(0,7) 0,895(0,007) 0,744(0,039)
ca.s 89,1(0,6) 0,876(0,008) 0,892(0,005) 0,875(0,011) 0,763(0,077)
Redes
) Percetrio Multicamada 89,3(0,5) 0,874(0,007) 0,893(0,005) 0,876(0,007) 0,854(0,016)
MNeuronais
SVM SUM 89,1(0,7) 0,869(0,009) 0,891(0,006) 0,861(0,01) 0,576(0,012)
Voted
Voted Perceptron 83,4(1) 0,8(0,014) 0,834{0,009) 0,815(0,011}) 0,517(0,014)
Perceptron
Bagging 89,3(0,6) 0,875(0,007) 0,893(0,005) 0,879(0,006) 0,852(0,016)
Boosting 88,5(0) 0,791(0,021) 0,885(0) 0,831(0,002) 0,798(0,024)
Ensemble RandomForest 87,4(0,7) 0,859(0,008) 0,874(0,007) 0,865(0,007) 0,772(0,015)
RandomTrees 85,1(0,8) 0,853(0,007) 0,851(0,008) 0,852(0,007) 0,642(0,017)
ADTree 89,1(0,5) 0,878(0,011) 0,891(0,005) 0,877(0,013)

Aprendizagem | Redes Bayesianas 89,4(0,4) 0,872(0,008) 0,894{0,004) 0,869(0,006) 0,851(0,015)
Bayesiana Naive Bayes 89,3(0,6) 0,876(0,007) 0,893(0,006) 0,841(0,014)
Regressdes Regress3o Linear Simples 89,4(0,5) 0,876(0,009) 0,894(0,005) 0,877(0,003) 0,848(0,014)

Logit 0,88(0,005) 0,849(0,016)

Passando a analise referente a sele¢do de atributos com a estratégia Best First sobre o data set
"BankAdd" (Figuras 13 e 14) volta a ser destaque, ao nivel do conjunto de treino, os valores obtidos
pelo algoritmo Random Trees referentes a todas as medidas de qualidade. A semelhanca do data set

"Bank", no data set "BankAdd" os resultados obtidos no conjunto de treino com sele¢do de atributos

através da abordagem Best First" ndo trouxeram qualquer melhoria em termos de medidas de

qualidade.

Tabela 13 — Sintese dos resultados obtidos apds a aplicacdo dos algoritmos sobre o conjunto de

treino do data set “BankAdd_BF”. Apresentacdo da média dos valores obtidos por cada uma das

particoes para cada medida de qualidade.

BankAdd, BF
Conjunto de Treino
— CCl PR RE FIV ROC
. § CART 92,2(0,5} 0,916(0,005) 0,922(0,004) 0,916(0,005) 0,868(0,01)
Decision Trees
C4.5 92,1(0,4) 0,916(0,005) 0,921(0,004) 0,916(0,005) 0,893(0,034)
Redes N
) Percetrio Multicamada 91,3(0,2} 0,904(0,004) 0,913(0,002) 0,906(0,004) 0,927(0,004}
MNeuronais
SVM SVYM 90(0,2) 0,88(0,004) 0,9(0,002) 0,879(0,003) 0,606(0,008)
Voted
Voted Perceptron 90(0,4) 0,884(0,007) 0,9(0,004) 0,87(0,01) 0,586(0,029)
Perceptron
Bagging 93,7(0,3) 0,932(0,003) 0,937(0,003) 0,933(0,003) 0,955(0,005)
Boosting 89,5(0,5) 0,84(0,047) 0,895(0,005) 0,852(0,014) 0,89(0,022)
Ensemble RandomForest 98,1(0,2} 0,981(0,002) 0,981(0,002) 0,98(0,002) 0,997(0,001)
RandomTrees
ADTree 91,3(0,5} 0,91(0,009) 0,913(0,005) 0,908{0,01) 0,935(0,004)
Aprendizagem § Redes Bayesianas 91,2(0,3) 0,9(0,005) 0,912(0,003) 0,9(0,006) 0,925(0,007)
Bayesiana Naive Bayes 90,9(0,3) 0,895(0,003) 0,903(0,003) 0,902(0,003) 0,922(0,004)
Regressies Regressdo Linear Simples 91,8(0,3) 0,909(0,004) 0,918(0,003) 0,909(0,005) 0,938(0,005)
Logit 91,3(0,2} 0,902(0,003) 0,913(0,002) 0,903(0,003) 0,925(0,004)
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Relativamente ao conjunto de teste do data set "BankAdd_BF", os resultados, mais uma vez, nao
apresentam melhorias de qualidade face ao processo sem selecdo de atributos, sendo o destaque ao
nivel da medida de qualidade ROC para as Regressoes Lineares Simples (ficando atrds dos resultados
obtidos através do algoritmo Bagging aquando da n3o sele¢do de atributos).

Tabela 14 — Sintese dos resultados obtidos apds a aplicagdo dos algoritmos sobre o conjunto de teste

do data set “BankAdd_BF”. Apresenta¢do da média dos valores obtidos por cada uma das partigcdes
para cada medida de qualidade.

t
'

BankAdd, BF
Conjunto-de Teste i cal PR RE FM ROC
Decieion Trees | CART - " 91,1(0,6) T 0,911(0,006) 905(0,006) 0,852(0,017)
i cas 150806 0,901{0,006) ___0,908(0,006) 0,902{0,006) 0,872(0,03)
Redes. Percetrio Multicamada 91(0,5) 0,501(0,006) 0,91(0,005) 0,502(0,006) 0,923(0,008)
Neuronais  —— - o R I _

_____ sVM__ | suM_ - 90,1(05) ___ 0,882(0,008) _ 0,501(0,005) 0,381{0,007) 0,61(0,018)
. Voted Voted Perceptron ! 89,9(0,4) 0,88(0,008) 0,899(0,004) 0,869(0,01) 0,585(0,029)
wPerceptron e — e A e e Attt o

{ Bagging | 90,7(0,6) 0,899(0,006) 0,508(0,006) 0,502(0,006) 0,915(0,009)
Boosting | 89,4(05) 0,838(0,046) 0,894(0,004) 0,851(0,013) 0,88(0,024)
Ensemble RandomForest I 89(0,6) 0,884(0,006) 0,29(0,006) 0,886(0,006) 0,835(0,015)
RandomTrees | ss5(06) 0,823(0,006) 0,885(0,006) 0,284(0,006) 0,704(0,018)
ADTree - ! 90,6(0,8) 0,502(0,01) 0,906(0,007) 0,901(0,01) 0,921(0,01)
Aprendizagem | Redes Bayesianas T s10.6) 0,897(0,009)  0,51{0,006)  0,897(0,008) 0,313(0,011)
_Bayesiona__| Naive Bayes | 90,800,6) 0,899(0,007) 0,909(0,006) 0,302(0,006) 0,919(0,009)
- F:egresst.j; | Regressao Linear Simples % ) c,sczw,cc{}“ 0, 3) 079030,005:; ““__"".""
Logit | 91,1(0,3) 0,9(0,004) 0,502(0,004) 0,921(0,008)

5.6.3. Resultados obtidos com a selecao de atributos: estratégia Genetic

Search.

Esta sec¢do apresenta os resultados obtidos com a sele¢do de atributos com a estratégia Genetic
Search. Os conjuntos de dados obtidos apds o redimensionamento com esta abordagem denominam-
se por “Bank_GS” e “BankAdd_GS”, os quais foram apurados através dos data sets “Bank” e
“BankAdd”, respetivamente.

A primeira conclusdo apds a aplicagdo da estratégia Genetic Search na reducdo dos data sets, é a de
que os resultados foram piores do que os resultados obtidos na aplicacdo dos algoritmos sem a sele¢do
de atributos.

Relativamente ao data set "Bank GS" (Tabela 15 e Tabela 16) ndo existe qualquer evidéncia de
melhoria de resultados face aos obtidos com o data set "Bank_BF". Os resultados sdo idénticos nos
conjuntos de treino e teste e os algoritmos com melhor performance sao exatamente os mesmos que
os obtidos na estratégia Best First: Logit, Naive Bayes e ADTree.
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Tabela 15 — Sintese dos resultados obtidos apds a aplicacdo dos algoritmos sobre o conjunto de
treino do data set “Bank_GS”. Apresenta¢do da média dos valores obtidos por cada uma das
particées para cada medida de qualidade.

Bank: GS
Conjunto-de Treino- | cal PR RE FM ROC
Decision Trees § CART 90,6(0,7) 0,894(0,009) 0,906(0,007) 0,894(0,01) 0,757(0,042)
ca.5 30,3(0,5) 0,891(0,006) 0,903(0,005) 0,888(0,013) 0,79(0,078)
Redes ) Percetréo Multicamada 90,2(0,3) 0,887(0,004) 0,902(0,002) 0,885(0,006) 0,865(0,009)
Neuronais
SVM SV 89,3(0,2) 0,872(0,004) 0,893(0,002) 0,863(0,002) 0,575(0,005)
Voted Voted Perceptron 88,5(0) 0,787(0,017) 0,885(0) 0,831(0,005) 0,511(0,014)
Perceptron
Bagging 92,1(0,3) 0,914(0,004) 0,922(0,003) 0,911(0,004) 0,922(0,008)
Boosting 88,5(0) 0,788(0,019) 0,885(0) 0,83(0,001) 0,803(0,022)
Ensemble RandomForest 98,2(0,2) 0,982(0,002) 0,982(0,002) 0,982(0,002) 0,992(0)
RandomTrees
ADTree 89,7(0,3) 0,887(0,007) 0,897(0,003) 0,884(0,012) 0,874{0,006)
Aprendizagem | Redes Bayesianas 89,6(0,3) 0,877(0,006) 0,896(0,003) 0,371(0,007) 0,859(0,007)
Bayesiana Naive Bayes 89,4(0,3) 0,877(0,004) 0,894(0,003) 0,881(0,003) 0,847(0,008)
Regressdes Regressdo Linear Simples 89,9(0,4) 0,883(0,007) 0,899(0,004) 0,882(0,003) 0,86(0,009)
Logit 89,9(0,2) 0,882(0,004) 0,899(0,002) 0,882(0,003) 0,853(0,008)

Tabela 16 — Sintese dos resultados obtidos apds a aplicagdo dos algoritmos sobre o conjunto de teste
do data set “Bank_GS”. Apresenta¢do da média dos valores obtidos por cada uma das particbes para
cada medida de qualidade.

Bank: GS
Conjunto-de Teste cel PR RE M ROC
- i CART 89,5(0,5) 0,895(0,005) 0,737(0,033)
Decision Trees §
c4.5 89,2(0,6) 0,876(0,008) 0,892(0,005) 0,875(0,01) 0,764(0,076)
Redes ) Percetrdo Multicamada 89,4(0,5) 0,874{0,007) 0,894(0,005) 0,876(0,007) 0,854(0,015)
— MNeuronais
SVM SVM 89,2(0,4) 0,869(0,009) 0,893(0,003) 0,863(0,004) 0,573(0,009)
pe:::;tc:on Voted Perceptron 88,5(0,1) 0,786(0,01) 0,885(0,001}) 0,831(0,003) 0,509(0,01)
- Bagging 89,3(0,6) 0,875(0,007) 0,893(0,005) 0,379(0,006) 0,852(0,015)
Boosting 88,5(0) 0,791(0,021) 0,885(0) 0,831(0,002) 0,797(0,025)
Ensemble RandomForest 87,5(0,7) 0,859(0,008) 0,875(0,007) 0,866(0,007) 0,772(0,015)
RandomTrees 85,1(0,8) 0,853(0,007) 0,851(0,008) 0,852(0,007) 0,641(0,018)
ADTree 89,1(0,5) 0,877(0,011) 0,891(0,005) 0,877(0,014)
Aprendizagem ! Redes Bayesianas 89,4(0,4) 0,872(0,008) 0,894(0,003) 0,869(0,006) 0,851(0,015)
Bayesiong MNaive Bayes 89,3(0,6) 0,877(0,007) 0,893(0,008) 0,841(0,014)
- Regressdes Regressdo Linear Simples 29,4(0,5) 0,876(0,009) 0,894(0,005) 0,877(0,009) 0,848(0,014)
! Logit 0,88(0,005) 0,848(0,015)

No que diz respeito ao data set "BankAdd_GS", existe uma melhoria no conjunto de treino face aos
resultados obtidos com o data set "BankAdd_BF" (Figura 17). Relativamente ao conjunto de teste
(Figura 18) os resultados sdo semelhantes. No entanto, a estratégia Best First obteve resultados
ligeiramente superiores aos obtidos com a estratégia Genetic Search. Nota-se ainda que na primeira
estratégia, os melhores resultados estdo concentrados em trés algoritmos (CART, Regressoes Lineares
Simples e Logit) enquanto nesta uUltima estratégia estdo dispersos por quatro algoritmos (Percetrdo
Multicamada, Bagging, CART e Logit). Relativamente a medida de qualidade ROC, esta apresenta os
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mesmos valores com ambas as estratégias, sendo, no primeiro caso, obtidos pela Regressao Linear
Simples e no segundo caso pelo algoritmo Bagging.

Tabela 17 — Sintese dos resultados obtidos apds a aplicacdo dos algoritmos sobre o conjunto de
treino do data set “BankAdd_GS”. Apresentagdo da média dos valores obtidos por cada uma das
particées para cada medida de qualidade.

BankAdd: GS
___ Conjunto-de Treino ccl PR RE FM ROC
o CART 92,5(0,8) 0,913(0,009) 0,925(0,008) 0,92(0,009) 0,872(0,015)
Decision Trees
C4.5 93(0,7) 0,924(0,007) 0,93(0,007) 0,924(0,003) 0,892(0,044)
Redes ) Percetrio Multicamada 92,4{0,3) 0,913(0,004) 0,924{0,003) 0,92(0,004) 0,933(0,006)
Neuronais
SVM SVM 90,1{0,2) 0,882(0,004) 0,901(0,002) 0,879(0,003) 0,601(0,008)
voted Voted Perceptron 50,1(0,4) 0,884(0,007) 0,901(0,004) 0,871(0,01) 0,589(0,029)
Perceptron
Bagging 94,6(0,4) 0,943(0,004) 0,946(0,004) 0,943(0,004) 0,968(0,004)
Boosting 89,5(0,5) 0,84(0,047) 0,895(0,005) 0,852(0,014) 0,892(0,022)
Ensemble RandomFaorest 93,1{0,2) 0,991(0,002) 0,991(0,002) 0,991(0,002)
RandomTrees
ADTree 91,1{0,4) 0,908(0,011) 0,911{0,004) 0,905(0,012) 0,938(0,004)
Aprendizagem § Redes Bayesianas 89,6(0,3) 0,895(0,002) 0,896(0,003) 0,896(0,003) 0,92(0,004)
Bayesiana Naive Bayes 90,5{0,4) 0,897(0,003) 0,905(0,004) 0,9(0,003) 0,917(0,005)
- Regressdes Regress3o Linear Simples 91,3(0,3) 0,911(0,004) 0,913(0,003) 0,911(0,005) 0,943(0,006)
Logit 91,6(0,2) 0,906(0,003) 0,916(0,002) 0,907(0,003) 0,927(0,004)

Tabela 18 — Sintese dos resultados obtidos apds a aplicagdo dos algoritmos sobre o conjunto de teste
do data set “BankAdd_GS”. Apresentacdo da média dos valores obtidos por cada uma das partigcées
para cada medida de qualidade.

BankAdd: GS
Conjunto-de Teste ccl PR RE FM ROC
. CART 90,9(0,6) 0,301(0,007) 0,903(0,006) 0,849(0,021)
Decision Trees
cA.5 90,6(0,7} 0,896(0,009) 0,906(0,007) 0,898{0,008) 0,841(0,054)
Redes . Percetrdo Multicamada 91(0,6) 0,91(0,006) 0,904(0,005) 0,915(0,01)
- Neuronais
SVM SVM 90,1(0,4) 0,882(0,008) 0,301(0,004) 0,879(0,007) 0,604{0,018)
Voted Voted Perceptron 89,9(0,4) 0,881(0,007) 0,899(0,004) 0,87(0,009) 0,587(0,029)
- Perceptron
Bagging 90,9(0,6) 0,901(0,007)
Boosting 89,4(0,5} 0,838(0,046) 0,894(0,004) 0,851{0,013) 0,882(0,024)
Ensemble RandomForest 90,2(0,6) 0,893(0,007) 0,903(0,006) 0,896(0,006) 0,875(0,014)
RandomTrees 88,4(0,6) 0,885(0,007) 0,884(0,006) 0,884(0,006) 0,708(0,021)
ADTree 90,3(0,6) 0,898(0,012) 0,903(0,006) 0,896(0,011) 0,918(0,009)
Aprendizagem "Eedes Bayesianas 89,5(0,5) 0,894(0,005) 0,895(0,005) 0,854(0,005) 0,912(0,003)
Bayesiana Naive Bayes 90,5(0,6} 0,897(0,006) 0,905(0,006) 0,9(0,006) 0,914{0,01)
Regressdes Regressdo Linear Simples 91,1(0,5) 0,902(0,005) 0,912(0,005) 0,903(0,005) 0,923(0,01)
Logit 0,913(0,004) 0,922(0,009)

5.6.4. Sintese dos Resultados

Esta seccdo apresenta os algoritmos que nas mesmas experiéncias apresentadas anteriormente
mostraram uma melhor performance.
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Adicionalmente, esta sec¢do explora apenas os resultados referentes ao conjunto de teste de ambos
os data sets, visto que é através das experiéncias com os conjuntos de teste que se obtém a
confirmacgado da capacidade de generalizagdo de um algoritmo.

"BankAdd"
Medidas de
Qtiﬂhdﬂ,({& ALE}{)’P'IE"FW‘ Pafivsel Vm‘%'
- - ) R I - ) ey
i i | i | . i .
! { } RegressdoLinear ! ! i E !
i ca | i Stmples | i BankAdd. BF | i 88,4698 |
| | | i
| PR | 1 Loga | | Bankadd | % 0,05 |
i ] t 1 ] ; |
. RE Logit BankAdd _ 0,914 i
i ' i i i 5
E M i E Logit g E Bankadd i E 0,907 g
i ROC i i Bagging i i Bankadd. i E 0,93 i
! { ! | ; | ; |
H H H § ¥ H i H
—— ok | S | I I | S

Figura 24 - Identificagcdo dos melhores valores para cada uma das medidas de qualidade disponiveis,
bem como a identificagdo do algoritmo responsdvel pelos melhores valores e ainda a identificacdo do
data set base, isto €, sem selecdo de atributos ("Bank") ou com sele¢do de atributos ("Bank_BF" ou

"Bank_GS").
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Figura 25 - Identificagdo dos melhores valores para cada uma das medidas de qualidade disponiveis,
bem como a identificagdo do algoritmo responsdvel pelos melhores valores e ainda a identificagdo do
data set base, isto €, sem sele¢do de atributos ("BankAdd") ou com seleg¢do de atributos ("BankAdd_BF"
ou "BankAdd_GS").

5.6.5. Analise comparativa de resultados

Esta seccdo pretende analisar os resultados obtidos neste caso de estudo com os resultados obtidos
pelos autores do estudo sobre o qual este projeto se baseia (Sérgio Moro et al., 2011).
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Os autores em questdo utilizaram trés algoritmos nas suas experiéncias: Naive Baye, Decision Trees e
Support Vector Machine. Podem-se identificar trés fases distintas destas experiéncias:

1. A primeira etapa incidiu sobre a identificagdo das varidveis a utilizar nas experiéncias, bem
como no cruzamento com bases de dados internas, de forma a obter varidveis que melhor
descrevessem os clientes. Posto isto, os trés algoritmos foram aplicados a base de dados
apurada mas apenas o algoritmo Naive Bayes conseguiu obter resultados, sendo que nos
processos associados aos dois restantes algoritmos (DT e SVM) foi gerada falta de memdria
ou simplesmente ndo houve um término dos processos ao fim de determinado tempo;

2. A segunda fase resultou do insucesso da primeira. Surgiu a necessidade de simplificar a base
de dados reduzindo as possibilidades para os valores da varidvel target. Assim foram
selecionadas apenas as observagdes referentes a contactos conclusivos, ou seja, os contactos
que foram possiveis classificar como “sucesso” ou “insucesso”. Desta forma, além do
algoritmo NB, também as Arvores de Decisdo obtiveram resultados. Mais uma vez, o algoritmo
SVM ndo conseguiu apurar qualquer resultado.

3. Aterceira e ultima fase prendeu-se com a reducao das varidveis constantes da base de dados.
Algumas variaveis, tal como o género, foram consideradas irrelevantes, facto que dificulta a
execucdo dos algoritmos. A semelhanca do presente projeto, os autores dividiram a base de
dados em 20 parti¢des, sendo as mesmas compostas por um conjunto de treino (2/3 das
observacdes) e um conjunto de teste (1/3 das observacdes). Desta forma foram executados
novamente os trés algoritmos, sendo finalmente possivel obter resultados através do
algoritmo SVM.

Para analisar a performance destes algoritmos, foram utilizadas duas medidas de qualidade: AUC (area
por baixo da curva ROC) e ALIFT (area por baixo da curva LIFT). A Tabela 19 apresenta os resultados
obtidos na terceira etapa das experiéncias.

Tabela 19 - Resultados obtidos pelos autores

S i one 1 or ! svm
AUC (Area L.Inder the ROC Curve) H 0,87 0,868 0,938
ALIFT {.ﬂ.rea Underthe LIFT Cuwe} 0,827 T D,?El 0,887

Fazendo a comparagado com os resultados obtidos neste caso pratico, e analisando apenas a medida
de qualidade comum, ROC, chega-se a conclusdo de que as experiéncias efetuadas apresentaram
resultados compardveis com os obtidos pelos autores. O algoritmo SVM no estudo dos autores foi o
que apresentou uma melhor performance, apresentado o valor de 0,938 para a medida ROC. No caso
de estudo deste projeto, os melhores resultados recairam sobre o algoritmo Bagging, sendo que, no
data set "Bank" e no data set "BankAdd" foram obtidos valores de 0,893 e de 0,930, respetivamente.

Os resultados obtidos sdo comparaveis com os resultados dos autores, ndo sendo necessariamente
piores. Ha que ressalvar que os data sets utilizados ndao sdao exatamente os data sets utilizados pelos
autores. E ainda necessario ter em conta que os resultados obtidos neste estudo resultam das médias
derivadas das 30 particbes ndo sendo possivel identificar se os resultados publicados foram obtidos
através da média das 20 particoes.

49



Neste estudo, apesar de nao se terem melhorado os resultados ja publicados, foram testadas vdrias
técnicas para além das testadas pelos autores. Adicionalmente, este caso de estudo analisa a qualidade
dos algoritmos através de cinco medidas de qualidade distintas.

Foram ainda testadas duas formas distintas de selecdao de atributos sobre os conjuntos de dados
disponiveis. Os autores também aplicaram técnicas de redugdo de varidveis, tendo sido no entanto
aplicadas numa fase anterior ao data set final que originou os subconjuntos para este caso de estudo.
Ou seja, os data set utilizados neste projeto ja se encontram redimensionados e talvez por isso a
selecdo de atributos aqui experienciada ndo tenha trazido melhoria de resultados.

Fazendo uma ultima comparag¢dao com os resultados obtidos pelos autores, e desta vez ao nivel da
relevancia das variaveis, as conclusGes, mais uma vez, sdo semelhantes.

Comecando pela andlise aos melhores resultados obtidos neste caso de estudo, o algoritmo Bagging
identificou, no data set "Bank", como varidveis mais relevantes para a determinacdo da adesdo do
cliente ao depdsito as varidveis que se encontram na Figura 26. A varidvel mais relevante consiste na
duracdo da chamada. Quanto maior for a duracdo da chamada, maior sera a tendéncia do cliente para
aderir ao depdsito a prazo. Em segundo lugar, surge o més, indicando que os meses mais favoraveis a
submissdo do depdsito sdao margo, setembro, outubro e dezembro. Em terceiro lugar encontra-se o
resultado da campanha anterior. Esta varidvel indica que a probabilidade de sucesso de uma campanha
estd diretamente relacionada com o resultado da campanha anterior. Assim, se um cliente aderiu ao
depdsito a prazo na campanha anterior, é provdvel que venha a aderir ao depdsito em vigor na
campanha corrente.

1. Duwyralior

2. Month

Figura 26 - Ranking das varidveis com maior relevdncia no data set "Bank" aquando da aplicagcdo
do algoritmo que gerou os melhores resultados, o algoritmo Bagging.

Analisando os resultados obtidos pelo algoritmo Bagging no data set "BankAdd", surgem algumas
variaveis em comum, como é o caso da duracdo da chamada, o emprego e o més em que a chamada
foi realizada. Relativamente a dura¢do da chamada, as conclusdes sdao as mesmas, quanto mais longa
for uma chamada mais provavel serd o cliente aderir ao produto em causa. No que diz respeito a média
trimestral do numero de cidaddos empregados, quanto menor for o nimero de individuos
empregados, maior serd a probabilidade de um cliente aderir ao produto. No que diz respeito a
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profissdo do cliente, clientes desempregados, reformados ou estudantes sdo mais propensos a aderir
ao depdsito a prazo.
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Figura 27 - Ranking das varidveis com maior relevdncia no data set "BankAdd" aquando da aplica¢éo do
algoritmo que gerou os melhores resultados, o algoritmo Bagging.

Os autores em estudo concluem, através dos resultados obtidos com o algoritmo SVM, como variaveis
mais relevantes a duracao da chamada, o més em que a chamada é realizada e o nimero de contactos
realizados na campanha anterior para um cliente. Seguem-se outras varidveis também identificada
com relevancia, sendo elas o nimero de dias que passaram desde o ultimo contacto, o ultimo contacto
realizado e o primeiro contacto realizado.
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6. CONCLUSOES

Inerente a este trabalho encontra-se uma base de dados real, com origem num call center associado a
um banco portugués, cuja existéncia se deve a venda de depdsitos a prazo com juros favoraveis.

O caso pratico subjacente debruga-se, numa primeira fase, sobre a aplicagdo de catorze algoritmos de
aprendizagem supervisionada sobre a base de dados referida e, numa segunda fase, na aplicagao dos
mesmos algoritmos sobre uma nova base de dados resultante do redimensionamento da base de
dados inicial, através da selecao de atributos.

Pretende-se, com este caso pratico, comparar os resultados com os atualmente publicados pelos
autores Sérgio Moro, Raul Laureano e Paulo Cortez (Sérgio Moro et al., 2011) e ainda identificar as
variaveis que mais discriminam um potencial cliente do produto em questao.

Apds a realizacdo das varias experiéncias propostas e embora os resultados obtidos ndo sejam
superiores aos dos autores Sérgio Moro, Raul Laureano e Paulo Cortez, conclui-se que os algoritmos
utilizados estdao em linha com os resultados apurados pelos mesmos.

Comecando pelos resultados obtidos através dos algoritmos sem qualquer sele¢do de atributos,
existem diferencas ao nivel do algoritmo com melhor performance. Enquanto no estudo em
comparagdo o algoritmo que apurou resultados superiores foi o SVM, no presente estudo e com ambas
as bases de dados, o melhor algoritmo, com resultados consistentes, foi o Bagging.

A selegao de atributos, que visa potenciar os resultados obtidos, ficou aquém dos resultados anteriores
a mesma, talvez derivado do facto das bases de dados disponiveis terem sido anteriormente sujeitas
a remoc3o das varidveis menos relevantes. E de destacar, no entanto, que o nimero de observa¢des
corretamente classificadas mostrou-se superior nas experiéncias com selegao de atributos. Ainda
tendo em conta a redugao da base de dados, destaca-se o apuramento de melhores valores na técnica
Best First, quando comparada com a técnica Genetic Search.

Muito embora as bases de dados disponiveis ndo sejam as utilizadas pelos autores mencionados,
sendo apenas amostras das mesmas, os resultados obtidos apresentam semelhangas ao nivel das
variaveis mais discriminantes, sendo quase todas elas coincidentes. Torna-se assim oportuno e
relevante mencionar que apesar de neste projeto ndo se ter apostado na parametrizacdo dos
algoritmos, a mesma, definida pelo WEKA, nao invalidou os resultados obtidos, tal como se pode
verificar pelas varidveis classificadas como mais discriminantes. E de acrescentar ainda a eficacia e
simplicidade do WEKA aquando da utilizacdo e implementacao dos algoritmos e da disponibilizacao
dos resultados.

Importa ainda salientar a semelhanga de resultados obtidos ao nivel das varias medidas de qualidade
dos algoritmos. Em geral, os algoritmos sdo consistentes na qualidade apresentada nas varias medidas.

Dado que foram experienciados varios tipos de algoritmos, é relevante destacar que os algoritmos
pertencentes aos Ensembles produziram melhores classifica¢des.

Por fim, é importante destacar que as diferencas ao nivel das bases de dados e da parametrizacdo dos
algoritmos, nao qualifica as experiéncias como diretamente comparaveis. Assim, apesar dos resultados
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deste estudo serem inferiores aos resultados do estudo em comparacgao, ndo significa que os primeiros
resultados sejam, necessariamente, piores do que os segundos.

6.1. LIMITACOES E RECOMENDAGOES PARA TRABALHOS FUTUROS

O presente trabalho respondeu as questdes centrais levantando, no entanto, alguns pontos que
podem ser aprofundados.

O primeiro ponto incide sobre a parametrizacdo dos algoritmos. Neste projeto, tal como referido,
foram utilizadas as definigdes inerentes aos algoritmos disponibilizados pelo WEKA. No entanto, e
apesar de ndo serem considerados descabidos os resultados obtidos, ndo se exclui a hipdtese de que,
com outro tipo de afinamento, os algoritmos apresentados poderiam apresentar melhores resultados.

O segundo ponto recai sobre a aplicacdo da selecdo de atributos. Existem varias formas de
redimensionamento da base de dados, sendo que, algumas delas poderdo melhorar os resultados
obtidos sem qualquer selecdo de atributos contrariando assim as conclusdes obtidas neste projeto.
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