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RESUMO

Com o presente trabalho procura-se responder a uma questdo que assola os servicos de urgéncia
desde a sua génese -sobrelotacdo quotidiana. Se os servigos de urgéncia se inserem num sistema
mais vasto que visa prestar cuidados diferenciados, porque se encontram pejados com situagdes que
nao se revestem de verdadeiras urgéncias? Este fendmeno, sendo global, assume especial criticidade
em nagdes com sistemas de salde de matriz beveridgiana, no qual se garante o acesso universal aos
cuidados de saude a todos os seus cidaddos. Importa, portanto, saber quais as caracteristicas que se
encontram na base da procura de cuidados de saude por parte de situacdes ndo urgentes. Escolheu-
se este tipo de procura porque constituem-se naquelas em que os servicos de saude hospitalar em
Portugal podem, de forma articulada com os cuidados de saude primdrios, estabelecer protocolos de
governacdo que visem a reducdo do acesso ao seu servico de urgéncia. Paralelamente, hoje, assiste-
se a ascensdo, a boleia da evolucdo da sociedade digital, de novas areas do conhecimento que,
procurando ultrapassar as tradicionais metodologias de analise de dados, almejam, com o recurso a
metodologias proprias, criar conhecimentos até ai ndo abordados por essas abordagens tradicionais.
Destarte, o presente trabalho procura, através de processos de machine learning, estabelecer
critérios, baseados na importancia das varidveis, para classificar os episédios de falsas urgéncias.
Com base nestas premissas e, a partir de uma base de dados com a informacao relativa aos episddios
de urgéncia geral de um grande hospital do SNS ocorridos durante 5 anos, construiram-se 3 arvores
de decisao, testando-se a sua performance, utilizando para tal a analise da taxa de erro associada a
classificagcdo destes episddios. Em complemento, recorreu-se, ainda, a uma comparacdo entre alguns
algoritmos de data mining (DM), concluindo-se que o random forest, apenas com recurso a 14

arvores de decisdo, apresenta os melhores resultados.

Embora as potencialidades das darvores de decisdo sejam muitas, na verdade a taxa de erro
observada na classificacdo das falsas urgéncias é ainda elevada o que pode indiciar que havera outras
variaveis, sobretudo nos factores de associacdo, tal como definidos por Pines et. al. (2013) que
concorrem para a decisdo de procurar o servico de urgéncia mesmo quando a gravidade da situagdo

seja residual e que os dados fornecidos pelo hospital ndo contemplam.

PALAVRAS-CHAVE

Procura cuidados de saude; servigos de urgéncia; situagdes ndo urgentes; arvores de decisdo.



ABSTRACT

The present work seeks to answer a question that plagues the emergency services since its genesis -
daily overcrowding. If the emergency services are part of a wider system that aims to provide
differencial care, why are they stuck with situations that are not really urgent? This phenomenon,
being global, assumes special criticism in nations with health systems based on beveridgian matrix, in
which universal access to health care is guaranteed to all its citizens. Therefore, is it important to
know which characteristics are at the basis of the demand for health care by non-urgent situations.
This type of demand was chosen because they are those in which hospital health services in Portugal
can, in partnership with primary health care, establish governance protocols aimed at reducing

access to their emergency services.

At the same time, today, we are witnessing the rise, hitchhiking the evolution of the digital society, of
new areas of knowledge that, seeking to overcome the traditional methodologies of data analysis,
aims, with the use of their own methodologies, to create knowledge that has not been addressed
before those traditional approaches. Thus, the present work seeks, through machine learning
processes, to establish criteria, based on the importance of the variables, for the classification of
episodes of false urgencies. Based on these premises and, based on a database with information on
the general emergency episodes of a large NHS hospital that took place over 5 years, 3 decision trees
were built, testing their performance, using such is the analysis of the error rate associated with the
classification of these episodes. In addition, it was also used a comparison between some data ming
(DM) algorithms, concluding that the random forest, using only 14 decision trees, presents the best

results.

Although the potentialities of decision trees are many, in fact the error rate observed in the
classification of false urgencies is still high, which may indicate that there will be other variables,
especially in the association factors, as defined by Pines et. al. (2013) that contribute to the decision
to enter the emergency service even when the severity of the situation is residual and that the data

provided by the hospital didn’t include.

KEYWORDS

Health care demand; emergency services; non-urgent situations; decision trees.
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1. INTRODUCAO

O setor da saude é e conhecido pela sua complexidade, ja que atua no e sobre o bem juridico
mais importante da humanidade — a vida. Esta é a razao pela qual alguns autores, como Peter
Drucker, identificam este setor com o titulo de organizacdao mais complexa alguma vez criada

pela sociedade.

O SNS, de carateristicas Beveridgianas, encontra-se na sua quarta década de existéncia. Nestes
anos muito se alcangou ainda que num percurso sinuoso. Efetivamente, com a publicacdo da
Lei n.2 56/79, de 15 de setembro, e depois de varios progressos, nasce o SNS. Porém, estes
foram tempos de dificil navegacdo porque coincidiram, no Ocidente, com os choques
petroliferos que ditaram o fim dos trinta anos gloriosos, pelo que, o SNS sofreu constantes
crises de identidade e em tensdo permanente entre as necessidades e os recursos disponiveis

(Campos & Ramos 2005) (Sakellarides, 2006).

Influenciado pela evolucdo do pensamento filoséfico que em meados da década de 90 do
século passado varreu as sociedades ocidentais -New Public Management (NPM), desde,
primeiro com a publicacdo da Lei n.2 27/2002, de 8 de novembro e hoje, depois da publicacdo
do Decreto-Lei n.2 93/2005, de 7 de junho e em dezembro desse ano do Decreto-Lei n@

233/2005, que o SNS se estrutura sobretudo em volta de regime de gestdo privada.

Porém, como qualquer outro sistema organizacional, o SNS deve, permanentemente,
debrugar-se sobre os desafios que a sociedade paulatinamente lhe impde. Para além dos
desafios classicos -forma de gestdo, financiamento e dos esquemas organizacionais, deve-se
preocupar com os emergentes advindos da revolugao da sociedade da informagdo, porquanto
todos eles se revestem como pilares fundamentais para a ado¢do de um sistema mais

eficiente, com maior qualidade, mais produtivo e responsabilizante (Harding & Preker 2001).

1.1. MoTIVACAO

Ciclicamente, os servicos de urgéncia, enquanto departamentos hospitalares, que operam num
complexo ambiente interno e externo, sao razao de abertura dos telejornais pela sua aparente
falta de capacidade de resposta as necessidades de quem a sua porta procura. Diga-se que
este fendmeno, por sinal em permanente crescimento, é uma realidade com que todos os
paises, independentemente do modo como estruturam a sua oferta de cuidados de saude, se

debatem (Durand et al., (2011) (Pines et al., 2013).
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As urgéncias hospitalares constituem-se num servico, de entre outros, que compdem a
carteira de servicos prestados por quase todas as entidades prestadoras de cuidados de saude,
tendo-se desenvolvido, enquanto componente dos recém-criados servigos nacionais de saude
ou equiparados, durante os 30 gloriosos anos do pds Il Guerra Mundial, periodo em que se
assistiu a uma assinaldvel melhoria nas condi¢cGes de vida das popula¢des ocidentais (Totten &
Bellou, 2013). O seu objetivo era o da prestacdo de cuidados em situagbes em que as

necessidades de cuidados eram imediatas.

Porém, com o passar dos anos tal desiderato foi, por multiplas razées, desvirtuado (Sarver et
al.,, 2002 & Afilalo et al., 2004), pelo que o servico de urgéncia passou a servir de porta de
acesso aos cuidados de saude, independentemente da situa¢do configurar uma real urgéncia.
Precocemente, estes servicos entraram em colapso porque ndo tinham sido desenhados com
esse fim. A bracos com um cenario de permanente crescimento na sua procura, estes servigos
viram aumentar os tempos de espera, apenas combatidos através de uma crescente alocacdo
de recursos humanos, financeiros e materiais. Esta realidade colocou e coloca em causa a sua

sustentabilidade (Ferreira et al., 2006).

Foi perante este cendrio que surgiram, a partir dos anos 60 do século passado, ou seja, pouco
tempo apds a constituicdo dos servicos de urgéncia, os sistemas de triagem hospitalar, os
quais ambicionavam racionalizar, ao estabelecer prioridades de acordo com critérios médicos
pré-definidos, os recursos colocados a disposicdo deste importante servico. No entanto, nem
com a implementacdo desta ferramenta se logrou acabar com a sobrelotacdo nos acessos

diarios que estes servigos todos os dias experimentam.

Neste quadro, os Estados com servigos de saude de modelo beveridgiano, onde o acesso aos
cuidados de saude é financiado pelo orgamento de estado, como é o caso do portugués e,
portanto, de acesso universal, encetaram uma série de reformas com o intuito de disciplinar o
acesso a tais cuidados. Porém, o impacto destas a¢des tem sido diminuto, pelo que hoje o
esforgo tem-se concentrado na elaboragdo de varias estratégias, porque a manutencdo de tal
cendrio deriva da multiplicidade de fatores pessoais e ambientais que se encontram na base

deste fendmeno e que depende do contexto onde se move (Pines, et al., 2013).

Paralelamente, hoje, derivado da evolugao das tecnologias de informa¢do que emergiram a
partir dos ultimos 25 anos do século passado, observa-se que qualquer entidade prestadora de
cuidados de saude processa e armazena, em diversos formatos, volumes de informagdo até ha
pouco tempo inimagindveis, quer sobre os seus utentes quer sobre o desempenho dos

diversos departamentos que a compdem. Porém, nem sempre tem consciéncia do valor deste
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“ouro do século XXI”? para a conducdo das suas operac¢des, continuando, quando muito, a
reproduzir modelos de andlise de informacgdo assente na classica estatistica que, pese embora
continue a ser importante, ndo permite extrair todo o potencial conhecimento presente

nesses repositorios.

Como consequéncia deste acelerado desenvolvimento das tecnologias de informacgdo, tém
emergido novas disciplinas que procuram extrair novos conhecimentos sobre a realidade. De
entre este mundo novo destaca-se a area de DM. Esta disciplina ambiciona criar padrdes a
partir da informacao presente nos dados e assim formar novos conhecimentos. Neste sentido,
se a adocdo de processos de DM podem se revelar particularmente Uteis as organizacdes em
geral, o seu valor podera ser ainda maior no campo da saude (Koh et al., 2005) (Rojas et al.,

2016).

Assim, um modelo baseado na criacdo de regras de classificacdo da procura do servico de
urgéncia, por parte de situacdes ndo urgentes, pode se constituir como um utensilio na
melhoria do servico de urgéncia, sobretudo no apoio a implementacdo de novos processos de

gestdo, designadamente nos seguintes standards (Portugal, 2016).

. Analisar e monitorizar a procura assistencial com o objetivo de melhorar a sua

capacidade de resposta;

o Identificar oportunidades de intervencdo no ambito da promocdo da saude na
comunidade e planear as agles pertinentes, tais como fomento do uso responsdvel dos seus
servicos pelos cidadaos, redirecionando os utentes para os cuidados programados e de
proximidade, reforcando a respetiva capacidade resolutiva e reduzindo a atividade dos

Servigos de Urgéncia;

o Conceber programas de formacdo continua dos profissionais de acordo com a analise e
o conhecimento prévio adquirido sobre as necessidades e caracteristicas da populacdo

atendida.

1.2. ESTRUTURA DO TRABALHO

Ora, o trabalho que ora se inicia procura, aplicando processos de DM ao setor da saude, mais

concretamente a tarefa de classificagao das falsas urgéncias, conhecer quais as variaveis mais

2 Penny, Jeffrey, Gillian Garbus (2017), Mining New Gold—Managing Your Business Data: Data

Management for Business Owners; Edit:AuthorHouse.
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importantes a essa classificagdo e assim prever a procura do servico de urgéncia, por situagdes
nao urgentes. Aplicou-se, de entre os varios métodos desenvolvidos pelo DM, o método das
arvores de decisdo porque, para além da simplicidade de entendimento, revela boa
capacidade para desenvolver modelos com boas performances sejam eles caraterizados por

variaveis nominais, categdricas ou numéricas.

Concentramo-nos no conhecimento da procura do servico de urgéncia por parte de situacdes
ndo urgentes porque nao se conhece, com rigor, qual é a principal caracteristica que fomenta
este fendmeno (Pines et al., 2013) que em Portugal, ao atingir perto de 50% de todos os
episédios de urgéncia e em constante crescimento nos coloca nos lugares cimeiros da OCDE

quanto a utilizagdo dos servigos de urgéncia (Berchet, 2015).

Importa por isso conhecer as falsas urgéncias porque sdo, na verdade, as Unicas que podem
ser geridas pela entidade e, em grande parte, responsaveis pela sobrelotacdo dos servicos
(Lines & Ash, 2012), podendo transformar-se em utilizadores frequentes (Poole et al., (2016).
Assim, ao conhecé-las, a entidade pode, de forma articulada, conceber um mix de estratégias
com o objetivo de as procurar diminuir. Entre essas estratégias contam-se aquelas que
procuram aperfeicoar os mecanismos de resposta dos cuidados de saude primdrios, em
simultdneo com a criacdo de campanhas de sensibilizacdo ou promocao da literacia conforme
as caracteristicas destes utentes. Finalmente, pode, ainda, assumir-se como estratégia de
acompanhamento e avaliagdo das agbes atinentes a diminuicdo do fendmeno das falsas
urgéncias, constituindo-se, portanto, numa plataforma para o redesenho organizacional da

entidade (Portugal, 2016).

Este foi o fio condutor que norteou o presente ensaio. O campo da saude é complexo, pelo
que a sua explicitagdo ndao se compadece com simplicismos mecanicistas. Esta é a razdo pela
qual se encontra estruturado do seguinte modo: primeiro o objetivo da investigacdo. Em
seguida apresenta-se a revisdo bibliografica que ladeia o fendmeno em andlise, tentando
sempre enquadrd-lo no caso nacional. Importa assim, saber que a oferta e procura dos
servicos de salde sdo realidades indissocidveis e necessarias a explicitacdo dos mecanismos
que se encontram na base dos comportamentos que conduzem a procura dos cuidados de
saude urgentes por parte de situagOes ndo urgentes. Importa ainda saber como se opera esta
distincdo no seio das organizacbes prestadoras de cuidados de saude. Foi por isso que se
incluiu, na revisdo bibliografica, uma componente descritiva dos sistemas de triagem. Por
outro lado, tendo em consideracdao que os processos de DM sdo relativamente recentes,

tentou-se descortinar as suas potencialidades quando aplicado ao campo da saude em geral e
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em particular aos servigcos de urgéncia. Termina-se a revisao bibliografica com um apanhado
dos processos mais utilizados na previsao dos episddios de urgéncia. Neste campo constatou-
se haver pouca produgdo de conhecimento com recurso a processos de DM, pese embora haja
abundante produg¢do quanto a sua aplicacdo no campo da salde, porém quase sempre

circunscrita a drea clinica (Rojas et al., 2016).

Para testar a performance do modelo de andlise foram construidas 3 arvores de decisdo. Uma
com auto-selecao das varidveis a incluir. Outra estruturada com base na analise das
correlagdes entre varidveis e outra desenvolvida com base na experiéncia empirica do que se
julga importante para classificar um episédio de urgéncia. Finalmente, recorreu-se também a
outros algoritmos para verificar qual o que apresenta melhor performance -random forest,
gradient boost, redes neuronais, ou o supported vector machine- (Esfandiari, et al., 2014). Os
resultados obtidos indiciam que as arvores de decisdo constituem um algoritmo capaz na
tarefa de classificacdo dos episddios de falsas urgéncias, identificando como principais
variaveis a essa tipificacdo o fluxograma, o destino e a especialidade de atendimento.
Finalmente, observou-se, através da técnica random forest que, neste caso, bastam apenas 14
arvores para construir um modelo de analise gerador de melhores resultados que outras

técnicas, nomeadamente, o gradient boost, as redes neuronais ou o supported vector machine.

Pese embora as potencialidades das arvores de decisdo sejam sobejamente conhecidas e até,
de algum modo, exaltadas, (Quinlan, 1986) (Lewis, 2000), na verdade a taxa de erro observada
na classificacdo das falsas urgéncias é ainda elevada o que pode indiciar que haverd outras
variaveis (Pines et al, 2013) que, no caso em analise, concorrem para a decisdo de ingressar no
servico de urgéncia mesmo quando a gravidade da situacdo ndo o aconselhe. Assim, julga-se
que as variadveis coletadas no momento de admissdo ao servico de urgéncia devem ser
totalmente registadas, nomeadamente as relativas a caraterizacdo sécio-profissional, que no
caso em analise apresentam taxas elevadas de dados omissos e complementadas com outras
de cariz pessoal, designadamente de indole percecional de modo a robustecer a performance
do algoritmo, ou seja, os fatores causais e de associacdo presentes no modelo das falsas

urgéncias proposto por Pines et al., (2013).

1.3. OBJETIVOS

Assim, para o presente trabalho gizou-se a seguinte pergunta de partida:
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e Sera possivel, a partir do sistema de triagem hospitalar, criar regras de classificacdo da
procura dos servicos de urgéncia em situacdes ndo urgentes, de modo a criar um
modelo capaz de pré-determinar a que subpopulagdes pertencem as novas

observacdes?

E a partir desta surgem um conjunto de questGes posteriores que orientam o presente

trabalho, tais como:

a) Qual(s) a carateristica(s), presente nos episédios de falsas urgéncias ocorridas no

servico de urgéncia de um hospital, utilizada(s) nessa classificacdo?

b) Serdo os processos de machine learning mais precisos que o do conhecimento do

analista ou o empirico, alicercados em anos de experiéncia?

c) Serdo as darvores de decisdo o melhor método de DM para proceder a essa

classificagdo?

Com a resposta a estas interrogacdes procura-se aplicar um modelo que seja util para o
conhecimento da procura do servico de urgéncia por situagées nao urgentes, ocorréncia com

que diariamente os servigos de urgéncia hospitalar se vém confrontados.
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2. REVISAO DA LITERATURA

Segundo Santana (2005) os padr&es de utilizacdo dos servigos de saude espelham a complexa
interacdo entre a oferta e a procura, pelo que ha a necessidade de escrutinar os principais
modelos tedricos que explicam essa relacdo, enquadrando-os numa perspetiva espaco/tempo
especificos e que explicam as caracteristicas que facilitam ou inibem o acesso aos cuidados de

saude.
2.1. A OFERTA DE CUIDADOS DE SAUDE

A oferta, de acordo com a teoria econdmica pode ser classificada em dois tipos de organizagdo
-Publico ou Privado, dependendo da forma como sdo realizados os copagamentos. Quando
estamos em presenca de servicos publicos, financiados pelo orcamento de Estado, o acesso
aos cuidados é universal, ndo dependendo das condi¢des particulares do individuo, isto €, a
oferta organiza-se em torno de modelos que se preocupam em garantir uma cobertura

universal.

Ja quando o modelo de oferta se organiza em torno de prestadores privados, o seu acesso é
garantido apenas aos cidaddos que disponham de contrato, nomeadamente através do seguro
de saude ou outro com a entidade prestadora de cuidados de saude, ndo havendo,

necessariamente, mecanismos de complementaridade entre diferentes prestadores.

Barros (2005), citando um estudo de Newhouse de 1993, observa que, quanto maior for a taxa
de esforgo financeira do sujeito, isto é, quanto mais tiver de pagar pelos servigos, menor serd a

frequéncia de acesso aos cuidados de saude, com excegdo dos casos urgentes mais graves.

Em paises como Portugal, onde o Estado disponibiliza um servico de saude de acesso universal,
a oferta de cuidados densifica-se através da definicdo da sua area de influéncia direta,
articulada pelas redes de referenciacdo hospitalar, a qual, por sua vez estabelece o nivel de
cuidados a prestar pelos diferentes prestadores de cuidados, desde os mais simples e,
portanto mais préoximos da populagdao aos mais complexos e por isso reservados, em primeira
linha, aos casos mais diferenciados. Porém, esta arquitetura organizacional ndo pode colocar
em crise o principio da liberdade de escolha no acesso a rede nacional de prestacdo de
cuidados de saude, tal como consagrado quer na Constituicdo da Republica Portuguesa quer

na Lei de Bases da Saude.

Conclui-se, portanto que a oferta de cuidados se estrutura em torno de dimensGes como o

numero de camas do prestador, a disponibilidade e acessibilidade dos seus servicos de
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urgéncia ou de atendimento permanente, bem como pelos seus horarios de atendimento ou
ainda pela qualidade das instalagGes e equipamentos, o numero de profissionais, até a sua

integracdo em redes de referenciagao (Santana, 2005).

2.2. A PROCURA DE CUIDADOS DE SAUDE

Logo a partida, no que se refere a procura, a impossibilidade de se conhecer o momento de
consumo de cuidados, derivada da imprevisibilidade e da incerteza da doenca (Matias, 1995),
concertada com a teoria de Grossman® complexificam a determinac¢do da procura de cuidados

de saude.

Para Barros (2005) existem 3 fatores individuais que condicionam a procura de cuidados de
saude. Sao eles: O tempo despendido nessa busca; o grau de cobertura do seguro de saude e o

rendimento disponivel.

Desde inicio do século XXI, e como consequéncia da existéncia de varios modelos de analise
complementares entre si, que se assume que a procura de cuidados é funcdo de todas as
determinantes da saude, desde os chamados fatores composicionais -o estilo de vida dos
individuos, o seu contexto cultural, social e econdmico, ao do contexto -vida comunitaria (ex:
redes sociais; suporte social; ou condicdes de trabalho, ou politicas publicas) e das
caracteristicas da oferta - tempo de desloca¢do, disponibilidade e amplitude dos cuidados

(Santana, 2005).

2.3. DETERMINANTES DA PROCURA DE CUIDADOS DE SAUDE URGENTES

Segundo Durand et al., (2011), entre 2008 a 2012, a afluéncia as urgéncias aumentou na
globalidade dos paises a um ritmo anual de 4,3%. Prevé-se que, com as atuais transformagdes
sociais em marcha, este nimero aumente constantemente nos proximos anos (Pines et al.,

2013). Tal situagdo ameaca a sustentabilidade dos servicos porque implica, quer um aumento

3 Grossman, M (1942-act), economista da salde americano, advoga que as pessoas

consideram a saude como um stock que, com o passar do tempo, se vai deteriorando. Em face dessa
depreciagdo o individuo procura adquirir cuidados de salde na esperanca de a repor em niveis, por ele
considerados 6timos. Nesta perspetiva os cuidados médicos sdo um meio para se “produzir saide”. Esta
producdo de saude individual depende, potencialmente, de vdérios fatores, tais como: a educagdo, a
idade, o salario, etc.
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dramatico dos seus custos quer a realizacdo de testes desnecessdrios, desenvolvendo, por
oposi¢do ao tratamento cldssico orientado num seguimento permanente por parte de um

mesmo médico, a fragmentac¢3o dos cuidados, dos quais resultam os cuidados de soma zero®.

Em parte, este ritmo de crescimento explica-se por ser um servico aberto 24 horas por dia,
365 dias por ano, e pela falta de respostas alternativas, nomeadamente cuidados de saude
primarios que prestem servicos abrangentes e de qualidade e/ou pela auséncia de programas
de educacdo para a saude que contribuam para o aumento dos niveis de literacia em salde na

populacdo (Cunningham, 2011).

Para Berchet (2015) uma verdadeira urgéncia é aquela em que a necessidade de cuidados
médicos ndo pode ser satisfeita através da administragao de outro tipo de cuidados, como por
exemplo os primarios. Para além desta situacdo, caracteriza, ainda, como verdadeira urgéncia
aquela em que o estado de salde do individuo é tdo grave ou ndo sobrevive no momento de
admissdo ao servico, sendo logo encaminhado para o internamento ou, entdo, é transferido
para outra unidade de saude que preste cuidados de satide mais diferenciados. Por fim, pode-
se ainda considerar uma verdadeira urgéncia quando hd necessidade de realizar meios
complementares de diagndstico e terapéutica que, pela sua casuistica, ndo se encontram

disponiveis noutros niveis de cuidados.

Em termos individuais, para Padgett et al., (1992), o grau de utilizagdo das urgéncias é
determinado por um conjunto de fatores tais como: sintomas e seu reconhecimento,
proximidade geogréfica, disponibilidade horaria —aberto 24 horas, sem necessidade de pré-
marcagao, acesso a meios complementares de diagndstico e terapéutica e, finalmente, o modo
do seu financiamento. Nestes termos, a decisdo de utilizar estes cuidados surge como
consequéncia da avaliagdo efetuada pelo individuo de eventos conexos entre si e que indiciam
a necessidade dos seus cuidados. Em primeiro lugar, avaliam-se os sintomas. Posteriormente,
passa-se para a percecao da necessidade de cuidados médicos e no fim assume-se que os

cuidados hospitalares urgentes constituem, entre as varias escolhas possiveis, a melhor opg¢ao.

4 Segundo Porter, M (2008) o futuro dos cuidados médicos deve assentar numa visdo
holistica do problema de satdde do individuo. Esta forma de encarar a prestacdo de cuidados devera
levar ao crescimento das equipas multidisciplinares que num continuo de cuidados ira concorrer para
que no final se assista a um resultado positivo, isto é contrario a soma zero (sem impacto no estado de
salde) na saude do utente. Assim, o sistema melhora o seu desempenho, expurgando as entidades que
nao apostem nesta criagao de valor para o cliente e aumentando a sua eficiéncia e no fim a sua reducdo
de custos quer para o cliente quer para as instituicdes prestadoras de cuidados.
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Factores de predisposigdo

Sexo
Idade

Raga/etnia

Educacdo

Estado civil

Redes sociais
Recursos psicoldgicos
(percepgao de eficiéncia, formade lidar
com um problema,)

Etapa- |

Reconhecer o problema

Factores “trigger”
rendimento
Grau de cobertura do seguro
Tipo de recurso usualmente utilizado
(cuidados primérios / hospitalares
Proximidade das urgéncias
Percepcéo de acessibilidade

Etapa- Il

Decidir procurar ajuda

Factores de necessidade
Reconhecimento dos sintomas e da Etapa - Il
sua severidade
Avaliacdo subjectiva da necessidade Decidir utilizar as
Nivel de angustia urgéncias

“Co-morbilidades psicoldgicas “

Figura 1- Modelo das trés etapas e determinantes de utilizacdo das urgéncias
Fonte: Padgett et al., 1992

Para este modelo existem 3 fatores potenciadores da utilizacdo de cuidados urgentes,
identificando-se, ao mesmo tempo, 3 etapas que concorrem para a formulacdo da decisdo de
aceder a esses cuidados. Neste paradigma, enquanto os parametros de predisposicdo e de
necessidades influenciam as trés etapas do modelo —reconhecimento do problema; decisdo e
procurar os cuidados e decisdo de usar as urgéncias, os fatores trigger —sobretudo
relacionados com questdes monetdrias, de organizagdo dos cuidados e de proximidade,

influenciam apenas as etapas — reconhecimento do problema e decisdo de usar as urgéncias.

Refira-se que, de acordo com estes autores, este modelo representa uma visdo das possiveis
determinantes para a utilizacdo das urgéncias hospitalares. No entanto, apesar destas se
encontrarem envolvidas num processo dindmico ndo se consegue determinar com absoluta
certeza qual delas assume o papel preponderante para a explicagdo do acesso aos cuidados de
saude urgentes. Para esta incerteza concorre o facto destes fatores estarem sempre
contextualizados por critérios sociais, ambientais -sazonalidade, isto é, durante periodos de
grandes amplitudes térmicas, tais como as ondas de calor, gripe ou de desastres naturais, ou

de ordem demografica -estrutura etdria da populagdo (Schull et al., 2005).
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2.4. DETERMINANTES DA PROCURA DE CUIDADOS DE SAUDE NAO URGENTES

Se atendermos a definicdo de urgéncia da DGS “como todas as situag¢des clinicas de instalagdo
subita, desde as ndo graves até as graves, com risco de estabelecimento de faléncia de fung¢des
vitais” (Portugal, 2001) e a conjugarmos com o seu acesso sempre crescente significa que os
ingressos a este tipo de servigcos deriva do aumento de situacOes graves na populacdo ou
haverd outros fatores, a primeira vista escondidos, que concorrem para o seu crescimento? E

se houver é possivel conhecé-los? e sendo, pode-se estimar a sua ocorréncia?

Para tentar compreender o fendmeno das falsas urgéncias tem emergido, nas ultimas décadas,
diversa investigacdo cujo objeto consiste em quantificar, de entre as ocorréncias observadas,
aquelas que ndo correspondem a situacdes de verdadeira urgéncia e assim tentar estabelecer,
para esses casos, estratégias alternativas de acesso a outros niveis de cuidados de saude.
Porém, apesar destes avangos, o conhecimento atual sobre as caracteristicas dos episddios
nao urgentes fundamenta-se em estudos realizados nos anos 90 do século passado (Backman

et al., 2008).

Por outro lado, e porque ndo hd um entendimento universal sobre o que é uma verdadeira
urgéncia, estima-se que entre 4,8% e 90% dos episédios de urgéncia, com uma mediana de
32%, sejam consideradas falsas urgéncias. A magnitude deste intervalo resulta “...the lack of
consensus on methods of categorization and criteria, a selection bias seems to occur due to

the number of patients excluded from reviewed studies” (Durand et al., 2011, p. 343).

Bruni et al., (2014) considera que um dos métodos mais estaveis para diferenciar os episédios
urgentes dos ndo urgentes consiste na utilizagdo do sistema de triagem, ferramenta que
indexa a urgéncia a uma cor especifica, por sua vez indexada a uma das situagdes ja pré-

estabelecidas.

Para Pines et al., (2013), a utilizacdo dos servicos de urgéncia, por parte de situagGes ndo
urgentes, segue um modelo comportamental assente em aspetos multifatoriais que cobrem

desde os aspetos conscientes até aos inconscientes.

22



Explore Options for Care

Causal Pathway Factors

Experience
Symptoms

Associated Factors

Figura 2— Modelo de analise das falsas urgéncias
Fonte: Pines et al., 2013

Nesta perspetiva, a decisdo de procurar cuidados urgentes surge por etapas. Primeiro, o
individuo recorre a experiéncia em reconhecer os sintomas, independentemente de serem
urgentes ou ndo. Em seguida, considera as varias op¢des disponiveis (deslocagdo aos cuidados
urgentes e/ou outros niveis de cuidados ou até n3o se deslocar a qualquer local). Neste
modelo, a decisdo de se deslocar as urgéncias é influenciado por fatores causais e de
associag¢dao. Enquanto todos os parametros tém probabilidade de influenciar a admissao das
ndo urgéncias, os causais desempenham o papel de preditores independentes das falsas

urgéncias (Pines et al., 2013).

2.4.1. Caracteristicas das falsas urgéncias

Os diversos estudos convergem numa mesma dire¢do, apesar dos diferentes modelos
organizacionais que presidem a prestacdao de cuidados de saude, ora bismarkiano- servigos
privados ora beveridgiano- servigo publico, utilizam quase sempre os mesmos critérios no que
toca as caracteristicas das falsas urgéncias. Estes sdo: n2 de horas de espera que a situa¢do do
utente permite aguardar sem entrar em risco de vida; auséncia/realizacdo de MCDTS simples;
inexisténcia da necessidade de haver tratamentos complexos; episédio com auséncia de
internamento; tempo despendido na observagdo da situagdo e finalmente se, dado o quadro

clinico da ocorréncia, ndo haveria outro nivel de cuidados possiveis, nomeadamente nos
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cuidados de salde primarios (Carret et al., 2009). A estas, Durand et al., (2011) acrescenta as
variaveis: Tipo de referenciacdo e hora de atendimento (autorreferenciacdo/durante o horario
laboral); presenca/auséncia de sintomas ou de histérico de acesso aos cuidados (pequenas
gueixas com durag¢do entre 24/48 horas e auséncia de co- morbilidades); avaliagdo dos sinais
vitais (sem grandes oscilagOes); episddio sem aplicacdo de tratamentos; episédio sem
necessidade de internamento e da opinido de especialistas -inexisténcia de sensac¢do de

urgéncia.

Dia e hora: Normalmente, com excecado do periodo entre as 00:00 e as 08:00, periodo onde o
uso apropriado das urgéncias é maior, os episédios de falsas urgéncias concentram-se nas
restantes horas (Oktay et al., 2003) (Afilalo et al., 2004) ndo encontrou evidéncia de que exista

um dia especifico, no qual a proporgao das falsas urgéncias seja superior as restantes.

Idade: a maioria dos estudos indica que existe uma associacdo inversa entre idade e as falsas
urgéncias (Sarver, et al., 2002). Para esta constatacdo parece contribuir o facto de as pessoas
mais velhas (acima dos 50 anos) conservam uma prevaléncia maior de doencgas cdnicas e de
co-morbilidades, as quais requerem, em muitas das situacdes, um cuidado cuja complexidade

exige respostas imediatas.

Género: parece que o feminino conserva uma maior propensdo para o recurso ao servigo de
urgéncia, quando experimenta situagdes ndo urgentes. Em parte, esta constatagdo pode ser
entendida pela condicdo histérica da mulher na sociedade, remetida, ndo poucas vezes, para o
papel doméstico e por isso com tempo livre disponivel ou entdo porque normalmente,
assumem melhores comportamentos de prevenc¢do sanitaria que o género masculino (Carret

et al., 2007).

Estado civil e/ou apoio social: O estado civil e/ou etnia dos utentes ndo influenciam o acesso

ndo urgente em maior propor¢ao que o acesso urgente (Shah et al., 1996) (Bianco et al., 2003).

Rendimento e estatuto social: As varidveis relacionadas com o rendimento, o capital social ou
a profissdo ndo assumem, na sua maioria, qualquer associacdo entre essas e 0 USO
inapropriado das urgéncias hospitalares em relagdo ao uso apropriado. Segundo Carret et al.,
(2009), esta situacdo resulta da utilizacdo de diferentes metodologias e, portanto, pouco

sensiveis a comparagoes

Seguro de saude: os estudos sobre se a posse de seguro de saude estimula as visitas ndo

urgentes ndo sdo conclusivos, isto é, enquanto para alguma literatura parece haver uma
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associacdo entre a posse de seguro de salde e o recurso as urgéncias, por parte de situacdes

nao urgentes outros ha que ndo concluem nesse sentido. (Pines et al., 2013)

Forma de pagamento: Em relacdo ao custo e forma de pagamento dos servicos parece que,
guando o servico é pago no ato, a admissdo ao servico de urgéncia é 60% mais apropriado que
aqueles em que os servicos ndo sdao pagos apds a consulta ou o seu valor é residual (Oktay et

al., 2003).

Estado de saude: Em relagdo as necessidades em salde, parece haver evidéncias cientificas a
apontar para o facto de as pessoas sem doengas cronicas e/ou comorbidades recorrerem com

maior frequéncia aos servigos de urgéncia que os outros grupos (Finn et al., 2006).

Diagndstico principal: Ao nivel do diagndstico principal parece que as ocorréncias de
problemas respiratdrios, sobretudo na faixa etdria mais nova, as digestivas, as dores
abdominais, os problemas de pele e de saude mental, e finalmente as queixas de olhos e
ouvidos constituem-se como os diagndsticos principais das situa¢des ndo urgentes. (Lee et al.,

2001) (Afilalo et al., 2004) (Sempere-Selva et al., 2001) (Oterino et al., 1999).

Auto-percecdo do estado de saude: No que toca a percecdo do estado de saude efetuado pelo
proprio individuo, parece que os sujeitos com pior auto-imagem do seu estado de saude
desenvolvem trés vezes mais a probabilidade de acederem de forma inapropriada as urgéncias

gue as outras pessoas (Sarver et al., 2002).

Experiéncias anteriores de utilizagao dos servigos de urgéncia: individuos que experienciam
internamentos revelam menor probabilidade de recorrer aos servicos de urgéncia em casos
nao urgentes. Em contraste, individuos que frequentemente recorrem aos servicos de urgéncia

encontram-se associados a episddios de falsas urgéncias (Hansagi et al., 2001).

Perceg¢ao da severidade que implique o recurso aos servigos de urgéncia: parece que perto de
80% dos individuos que recorrem aos servigos de urgéncia e que depois de avaliados se
enquadram em situagOes de falsa urgéncia percecionam o seu caso como urgente (Gill, 1996).
Deste modo, torna-se importante conceber programas que, através da promogao da literacia

em saude na popula¢do, permita um uso mais racional do servico de urgéncia.

Facilidade de acesso: o tempo de viagem, o acesso quase imediato e a localizacdo do servico
de urgéncia desempenham um papel fundamental para estimular a procura e utilizagdo dos
servicos de urgéncia por situagdes ndo urgentes (Sarver et al.,, 2002). Para Weinick et al.,

(2010) as pessoas procuram cuidados alternativos aos departamentos de urgéncia hospitalar
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se estes forem geograficamente acessiveis, financeiramente suportaveis e se lhe prestarem
todos os cuidados que necessita. Afilalo et al., (2004) identifica ainda, a falta de confianga nos
cuidados de saude primarios e a familiaridade para com os servigcos de urgéncia como razoes

para a ndo utilizacdo dos cuidados de saude primarios.

Acessibilidade: individuos que nao dispdem de alternativas de cuidados, nomeadamente
através de cuidados de saude primarios com qualidade a tempo e horas observam uma maior
predisposicdo para recorrerem aos servicos de urgéncia em situacdes ndo urgentes. (Harris,
2005). Para Young et al., (1996) a facilidade em dispor de meios de diagndstico e tratamento é€,
para cerca de 21% das pessoas, a razdo para preferirem os servicos de urgéncia em detrimento

dos cuidados de saude primarios.

Forma de referenciagdo: Coleman et al., (2002) estimou que a auto-referenciacdo é

responsdvel, por cerca de 67% dos acessos nao urgentes verificados nos servicos de saude.

2.4.2. Os custos das falsas urgéncias

Determinar os custos das falsas urgéncias ndo é matéria simples na medida em que depende
de varios fatores, desde o relativo ao modelo organizacional em que assenta a prestacdo de
cuidados, bem como outros conexos a aspetos organizacionais do proprio prestador, dos
custos com os cuidados alternativos e por fim, a dificil contabilizacdo de todos os recursos que
compdem a prestacado de servicos do bem -saude (Showstack, 2005). Neste sentido, Williams
(1996) afirma que ha situacbes em que se torna mais barato atender pessoas no servico de
urgéncia hospitalar do que disponibilizar, no curto prazo, outras estruturas de resposta,

nomeadamente os cuidados primarios.

2.5. O SISTEMA DE TRIAGEM COMO CLASSIFICADOR DO NfVEL DE URGENCIA

De entre os diversos métodos existentes para categorizar se um episédio de urgéncia
corresponde a uma falsa urgéncia, o mais usado é aquele que recorre a andlise prospetiva ou

retrospetiva da informagédo presente no sistema classificador da urgéncia (Durant et al., 2011).

Historicamente, situa-se as campanhas napolednicas, levadas a cabo pelo exército francés,
como origem do processo de triagem dos cuidados de saude. Esta organizacdo utilizava o

termo “trier” para identificar e selecionar os militares que necessitavam de evacuacdo
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sanitdria, durante o confronto bélico (Kenneth et al., 2007). Desta forma, ao contrario dos
confrontos militares do passado em que assisténcia aos feridos apenas acontecia apds o seu
termo, procurava-se avaliar e hierarquizar, enquanto decorriam as batalhas, quais os soldados
com maiores necessidades de cuidados médicos, atuando de imediato nestes. Este paradigma
de assisténcia promoveu uma revolucdo na arte da guerra, jd que ao atuar no momento e
junto dos casos mais graves lograva-se garantir um fluxo continuo de guerreiros em combate,
isto é, triavam-se os soldados feridos, priorizando-se as intervengdes para que estes pudessem

rapidamente voltar ao teatro de operacdes militares.

Como quase sempre na histéria da humanidade, onde as (r)evolugdes civis advém dos
progressos decorrentes dos conflitos bélicos, os processos, mais ou menos formalizados, de
triagem observaram grandes desenvolvimentos no pds Il Guerra Mundial. Assim, corria o ano
de 1964 quando surge, em Baltimore, numa tentativa de racionalizar o constante crescimento
quer da procura quer da oferta de cuidados urgentes, o primeiro processo estruturado de
triagem hospitalar. Em 1977, a Austrdlia desenvolveu a Box Hill Triage Scale, que

posteriormente viria a evoluir para a Ipswich Triage Scale (Fitzgerald, 1989).

Desde entdo e até aos dias de hoje surgiram diversos sistemas de triagem hospitalar, sendo os
populares o Emergency Severity Index; Canadian Triage & Acuity Scale, o Australasian Triage
Scale, método muito popular na Australia e Nova Zelandia resulta das evolugdes, primeiro da
Box Hill Triage Scale e da posterior Ipswich Triage Scale, e o Sistema de Triagem de

Manchester.

Corria o ano de 1997, quando foi implementado em Manchester -Reino Unido, o Sistema de
Triagem que iria ficar conhecido pelo nome dessa cidade. Desde entdo este sistema ja se

disseminou por prestadores de cuidados médicos presentes nos 5 continentes.®

Este sistema de triagem tem, como os demais existentes, como objetivo a definicdo do nivel de
prioridade no atendimento aos doentes admitidos no servico de urgéncia. Para esse
desiderato utiliza um conjunto de fluxogramas®, compostos por discriminadores gerais, de
aplicacdo em todas as admissdes ao servico, e especificos, de aplicacdo consoante caso a caso,

que, partindo da queixa inicial do doente, definem os critérios de gravidade que, por sua vez,

5

http://www.grupoportuguestriagem.pt/index.php?option=com_content&view=article&id=2&Itemid=10
§I

6 O sistema de triagem de Manchester é contém 52 fluxogramas pré-definidos (dois

destes reservados para situagdes de catastrofe), atribuindo aquele que melhor se adequa ao caso
concreto.
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estabelecem a prioridade clinica com que o doente deve ser atendido conforme presente na

ilustracao infra.

Hé comprometimento da via aérea?
SIM Respiragdo ineficaz?
Chogque?

Crianca que néo responds?

l NAO
Dor severa?
m SiMm Grande hemorragia incontrolével2
+— - . I
Alteracdio do nivel de conscigncia?

Crianca quente?
l NAO

Sim Pequena hemorragia incontrolavel?

Dor moderada?

Histéria inaproprioda?

Vamitos persistentes?

Qluente?
l NAO
l NAO

—3 Problema recente?

l NAO

AZUL

Dorg

il — by
‘— ..
Vomitos?

SiM

Figura 3— Algoritmo de classificacdo da prioridade do utente segundo o processo de triagem de
Manchester
Fonte: Freitas (1997)

Ao categorizar a urgéncia, associando-lhe uma cor, para além de se indicar a prioridade
clinica, informa-se o utilizador sobre o tempo maximo de atendimento, isto é, o tempo limite

que o cidad3do pode aguardar, sem prejudicar o seu estado fisiolégico

Nivel de Tipo de Urgéncia Cor Tempo maximo de espera
prioridade (Minutos)

1 Emergente Vermelho 0

2 Muito Urgente Laranja 10

3 Urgente Amarelo 60

4 Pouco Urgente Verde 120

5 Ndo Urgente Azul 240

6’ N3o Urgente Branco -

Tabela 1 — Resumo da informacao relacionada com a Triagem de Manchester
Fonte: GPTM (2002)

7 Em Portugal, com assentimento do Grupo de Triagem de Manchester, foi introduzida a

categoria de urgéncia “Branca”, para designar as situagdes que nao estdo relacionadas com uma queixa
clinica e que utilizam os servigos de urgéncia como forma de consulta de rotina.
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Ocluso este procedimento, o doente é encaminhado ou para a area especifica de atendimento

ou para a area de espera geral.

2.5.1. O sistema de Triagem de Manchester em Portugal

Apenas 4 anos apds a sua concec¢ao, o sistema de triagem de Manchester foi adotado por dois
hospitais portugueses -Hospital Geral de Santo Antdnio, atualmente integrado no Centro
Hospitalar do Porto, E.P.E., e o Hospital Professor Doutor Fernando Fonseca, E.P.E. (Ordem dos
Médicos, 2000). Desde esse marco histérico este protocolo foi-se implementado, através da

livre adesao, a cada vez mais hospitais publicos.

Em 2015, com a publicacdo do Despacho n.2 10319/2014, de 11 de agosto, obrigaram-se todos
os hospitais do SNS com servico de urgéncia aberto a implementarem sistemas de triagem
hospitalares. Por sua vez, o Despacho n.2 1057/2015, de 2 de fevereiro de 2015 estabeleceu os
prazos para a adocdo do sistema de triagem de Manchester, bem como a implementacao

obrigatéria de auditorias internas mensais.

Com base nessa orientacdo, e atenta aos bons resultados verificados na sua
validade/fiabilidade, a Direcdo Geral de Saude, através da Norma n.2 002/2015, difunde que
“Os servicos de urgéncia do adulto devem ter o Sistema de Triagem de Manchester em

funcionamento até 31 de dezembro de 2015” (Portugal, 2015, p. 1).

Atualmente, segundo o GPTM o grau de implementagdo no setor publico deste sistema de

triagem é de cerca de 98,5% do total do nimero anual de episddios de urgéncia®.

2.5.2. Fiabilidade/Validade do sistema de triagem de Manchester

Pese embora ndo exista unanimidade sobre qual o sistema de triagem é mais fidvel e robusto,
parece haver evidéncias intrinsecas a estes que permitem hierarquizar os mais fidveis e
validos. Assim, parece que os sistemas de triagem estruturados em 5 niveis de gravidade
exprimem melhor, por oposi¢cdo aos sistemas de apenas 3 niveis, a real condi¢cdo da pessoa e
por isso sdo mais fidveis (Wuerz et al., 2000), embora para Wulp (2010) seja dificil proceder a
comparagdo entre sistemas de triagem com diferentes niveis de gravidade e para Pinto et al.

(2010) haver necessidade de avaliar a fiabilidade/validade de um sistema de triagem indexada

8 http://www.triagenet.net/en/IRG Portugal
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a varias componente tais como a experiéncia das equipas de triagem; o contexto
ambiental/cultural e a patologia dos episddios de urgéncia que afluem aos servicos de

urgéncia

Apesar destas vicissitudes, Souza et al. (2015) conclui que a fiabilidade do sistema de triagem
de Manchester varia entre moderada a quase perfeita. Quanto a validade, apesar de
coexistirem conclusGes diversas, conclui-se que os estudos apontam, quase sempre, para
niveis satisfatorios em relacdo quer a sensibilidade quer a especificidade do instrumento.
Porém, aponta parecer haver alguma evidéncia para a sobre-triagem, isto é, a aplicacdo deste
protocolo tende a classificar em niveis de gravidade acima da real condi¢do do utente, ou seja,
exprime uma baixa sensibilidade para identificar pacientes com niveis menores de urgéncia

(Parenti et al., 2014).

Para obviar estas situacGes é que segundo o Grupo Portugués Triagem de Manchester (GPTM)
desde o inicio que este sistema procura garantir a sua fiabilidade e validade, nomeadamente
através da assuncdo de uma politica assente na formalizacdo e sistematizacdo do processo,
sujeitando-o a revisdes cientificas periddicas, bem como ser administrado por profissionais

devidamente formados e obrigado a processos regulares de auditorias externas (GPTM, 2015).

2.6. A REDE DE URGENCIAS EM PORTUGAL

Data de 1996 a primeira abordagem na reorganizacao da rede de urgéncias do SNS. Nesse ano,
com a divulgagdo do Relatdrio Sobre a Reestruturacdo das Urgéncias, documento elaborado
pela comissdo nacional de reestruturacdo das urgéncias, grupo criado por despacho do
Ministério da Saude publicado em Diario da Republica, Il série, n.2 14, de 17 de janeiro de
1995, definiram-se os principios norteadores da estruturagdo e acdo dos servigos de urgéncia

existentes nos diferentes tipos de prestadores de cuidados de saude.

Volvidos 5 anos, em 2001, é criado um grupo de acompanhamento da reforma das urgéncias.
Por Despacho Ministerial de 14/11/2001 a Direcdo Geral da Saude, ao publicar o documento
Referenciacdo Hospitalar de Urgéncia/Emergéncia, procurou, pela primeira vez, racionalizar o
sistema, articulado e hierarquizando os servigos de urgéncia em torno das necessidades em
saude da populagdo. Para objetivar este intento, comega por densificar o conceito de urgéncia,
definindo-o como “todas as situagdes clinicas de instalagdo subita, desde as ndo graves até as

graves, com risco de estabelecimento de faléncia de fungbes vitais”. Nesse documento,
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estabelece, ainda, que 50% dos episddios de urgéncia ocorridos em 1999 correspondiam a

falsas urgéncias.

Entretanto, em 2006, através do Despacho 17736/2006, de 31 de agosto, criou-se a comissdo
técnica de apoio ao processo de requalificagdo da rede de urgéncia geral. Das suas
recomendacgdes surgiu o Despacho 18459/2006, de 12 de setembro. Este documento definiu
as caracteristicas da rede de servicos de urgéncia, bem como os niveis de resposta que a
integram e pelas quais se deve reger a determinacdo dos pontos de referéncia que a
compdem. O primeiro patamar de acesso as urgéncias consistia no Servico de Urgéncia Basica
(SUB), comportando uma area de influéncia superior a 40.000 habitantes e em que, pelo
menos para uma parte, a acessibilidade em condi¢cbes normais fosse superior a sessenta
minutos em relacdo ao servico de urgéncia médico-cirurgico ou polivalente mais proximo. O
segundo nivel -Servico de wurgéncia Médico-Cirdrgica- (SUMC) dever-se-ia localizar
estrategicamente a 60 minutos das populagdes. Finalmente, os servicos mais diferenciados ou
Servico de urgéncia polivalente (SUP) localizam-se, em regra, num hospital geral central/centro

hospitalar.

Posteriormente, com o Despacho 727/2007, de 15 de janeiro, redefiniram-se os tempos de
acesso aos cuidados, bem como a localizacdo geografica dos prestadores de servicos de

urgéncia consagrados no Despacho 18459/2006, de 12 de setembro.

Em 2008, com a publicacdo do Despacho n.2 5414/2008 de 28 de fevereiro, define-se a rede de
referenciacdo hospitalar. Com este diploma, definiu-se, para cada uma das unidades de saude
do SNS, qual o tipo de urgéncia a desenvolver pelos seus servicos. Em 2011, decorrente, de
entre outros fatores, das realidades demograficas mostradas pelos Censos desse ano, foi
criada, pelo Despacho 13377/2011, de 6 de outubro, uma nova comissido para a reavaliacdo

das urgéncias do SNS.

Em resultado dos trabalhos desta comissdo foi publicada, pelo Despacho n.2 10319/2014, a
estrutura do Sistema Integrado de Emergéncia Médica (SIEM) ao nivel da responsabilidade
hospitalar e sua interface com o pré-hospitalar, os niveis de responsabilidade dos Servicos de
Urgéncia (SU), bem como os padrdes minimos relativos a sua estrutura, de recursos humanos,
formacgao, enquadrados em critérios e indicadores de qualidade, sujeitos a monitorizagdo e

avaliacao.
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Em paralelo com os trabalhos desta comissdo, a Portaria n2 82/2014, de 10 de abril, vem
confirmar, seis anos depois, o desenho da rede hospitalar, sendo na quase totalidade dos

casos, os definidos no Despacho 5414/2008 (Campos, 2014).

Atualmente, com a revogacdo da Portaria n.2 82/2014, de 10 de abril, considera-se que, com
algumas alteragdes, os servigos de urgéncia continuam a dividirem-se nos niveis estipulados no
Despacho 18459/2006, de 12 de setembro. No entanto, passam a estar enquadrados num
sistema integrado de emergéncia médica entre a rede de referenciacao hospitalar, a rede de
cuidados de saude primdrios bem como, com a sua interligacdo quer com o servico Saude 24
qguer com os servicos do INEM. Pelo Despacho n.2 13427/2015 e suas sucessivas alteracdes,
nomeadamente através do Despacho n.2 10438/2016, os 78 pontos da Rede de
Urgéncia/Emergéncia distribuem-se do seguinte modo: 45% sdo SUB, 35% sdo SUMC e 17%
SUP.

2.6.1. Evolugdo dos episddios de urgéncia em Portugal

6 600 000

6400 000
6 200 000
6 000 000
5 800000
5 600000 I I
5400000

2010 2011 2012 2013 2014 2015 2016 2017 2018 2019

Gréfico 1 - Evolugdo dos episédios de urgéncia em Portugal
Fonte: Portal da transparéncia, 2019

Verifica-se que, com exce¢do do periodo compreendido entre 2012 e 2015, anos onde se
registaram uma média de 6.100.000 episédios de urgéncia nos hospitais do SNS, nos restantes

anos a média aumentou para cerca de 6.400.000.
2.6.2. Portugal face ao contexto internacional

Entre 2001 e 2011 Portugal foi, entre todos os paises da OCDE, e ndo obstante os diferentes
conceitos de urgéncia e sua contabilizacdo, aquele que apresentou, com cerca de 73 episddios
por cada 100 mil habitantes, o maior volume de admissdes as urgéncias hospitalares. No
entanto, enquanto nesse periodo os episddios cresceram a uma média anual de 2,4% no
conjunto dos paises daquela organizagdo, em Portugal esse crescimento foi de apenas 0,3%

(Berchet, 2015).
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2.6.3. As falsas urgéncias em Portugal

Em Portugal, o problema da sobrelotacdo dos servicos de urgéncia reside sobretudo na sua
caracteristica nuclear -a sua Universalidade. De facto, ao dispor de um servico de saude com
tal particularidade e tendencionalmente gratuito, oferece condicdes que acabam por enviesar
a escolha dos utentes. Ora, quando se olha para os servicos de urgéncia, facilmente
verificamos que estes oferecem um acesso facilitado e garantido, mais rapido e com horarios
de atendimento flexiveis (Barros et al., 2015). Por outro lado, a quase gratuitidade do sistema,
com grande parte da populacdo isenta de taxas moderadoras, exerce pressao para um acesso
abusivo e injustificado ao SNS, pondo em causa a sua viabilidade e sustentabilidade financeiras

(Ferreira et al., 2006).

Um dos primeiros trabalhos a debrucar-se sobre a tematica das falsas urgéncias foi conduzido
em 1996 por uma comissao que concluiu que cada cidadao nacional visitava, pelo menos uma
vez por ano o servico de urgéncia e apenas 20% seriam verdadeiras urgéncias. Entre as razdes
para este valor apontava que, sociologicamente, a populagdo nacional conserva uma atragdo
pelo hospital em geral, e pelo servico de urgéncia em particular, ja que significa facilidade de
acesso quer geografico quer de hordrio e, ao mesmo tempo, erradas referencia¢des praticadas
pelos cuidados de saldde primdrios, bem como a percecdo da sua baixa qualidade clinica

(Simdes, 2004).

Ja neste século, Pereira et al., (2001), num estudo conduzido num hospital central, quantificou
em 31,3%, o volume de ocorréncias ndo urgentes. Estas ocorriam sobretudo em mulheres com

menos de 60 anos, em atendimentos entre o fim da manha e principio da tarde.

Mais recentemente (Cunha, 2011) (Gomes, 2013) observam que cerca de 33 a 50% dos
episodios sdo considerados ndo urgentes porque partem da iniciativa pessoal do utente
porque reconhecem maior competéncia e aos cuidados hospitalares do que aos CSP e também
pela impossibilidade de realizagdo de MCDT's nestes. Para além destes motivos a populagdo
tende a utilizar os servigos de urgéncia porque considera haver descontinuidade de cuidados
causados pela desorganizagdo hospitalar que o pais apresenta, sendo os cuidados hospitalares

mais acessiveis que os primarios.

No ano de 2019, 43%° dos 6 425 697 episddios de urgéncia registados nos hospitais do SNS

foram catalogados como falsas urgéncias®®
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Ao longo do tempo tem-se experimentado algumas iniciativas para desencorajar o recurso a
este tipo de cuidados. Entre estas, destaca-se aquela que, com a publicacdo dos termos de
referéncia para o processo de contratualizacdo de cuidados hospitalares de 2018, instrumento
que visa concretizar as politicas de saude, estabelece uma metodologia de pagamento as
entidades prestadoras de cuidados de saude pela sua producdo de episddios de urgéncia,
incorporando, na componente varidvel desse pagamento, um indicador relacionado com o
volume de atendimentos no servico de urgéncia cuja cor seja branca, azul ou verde, isto é,

falsas urgéncias (Portugal, 2017).

10 https://jornaleconomico.sapo.pt/noticias/falsas-urgencias-correspondem-a-mais-de-40-dos-

atendimentos-519222
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2.7. DATA MINING

Atualmente, vivemos numa sociedade em rede, consequéncia da evolucdo que, desde os anos
70 do século passado, os sistemas de informacdo observam (Castells, 2012). Este movimento
recebeu um enorme impulso com o inicio da globalizacdo, desenvolvida, sobretudo, nos anos
de 1990, tendo sido fortemente influenciado com a massificacdo da World Wide Web.
Corolario desta evolugdo surgiu a sociedade do conhecimento, onde o valor estratégico das
organizacdes ou individuos se deslocou da classica posse dos meios de producdo ou da
producdo em si de bens tangiveis para os intangiveis, isto é, o conhecimento.
Concomitantemente, a constante evolucdo operada nos Sistemas de Gestdo de Base de Dados
(SGBD) possibilita, cada vez mais, dispor de arquiteturas de Data Warehousing (DW) com
capacidade de armazenamento sempre crescentes, o que aliado a novas e mais eficazes

ferramentas de recolha de dados permite uma recoleta em continuo crescimento!?.

E pois, neste caldo ambiental que hoje os Estados, as organizacdes e as pessoas operam. No
entanto vive-se num paradoxo. Sabem que recolhem cada vez mais dados, mas continuam,
com raras excecoOes, a desprezar essa riqueza, negligenciando que esta é fundamental a sua
sobrevivéncia num mundo cada vez mais incerto e complexo, razdo pela qual é apelidado de

“ouro do século XX|”.12

Se no passado o processo cientifico se alicercava na habilidade do analista em conceber
hipdteses, associando-as a analises e interpretacdes manuais, hoje tal metodologia é, em face

da “explosdo de dados”, complexa de operacionalizar (Furnkranz et al., 2012).

E neste este cendrio que o DM nasce, opera e se desenvolve. Alicercando-se em metodologias
proprias, procura, a partir dos repositérios de dados, processar informacdo (til a um
determinado fim, isto é, ambiciona construir informacdo util para auxiliar na formacdo de
conhecimento. Para tal, recorre a exploracdo de grandes volumes e formatos de dados,

agrupando-os em padrdes até ai dispersos e, portanto, de dificil interpretacao.

O processo de Descoberta de Conhecimento em Bases de Dados (DCBD) é classificado como
sendo um processo interativo e iterativo, desenvolvido em varias fases, conforme

esquematizado na seguinte ilustragdo.

n https://www.seagate.com/files/www-content/our-story/trends/files/Seagate-WP-

DataAge2025-March-2017.pdf
12 Penny, Jeffrey, Gillian Garbus (2017), Mining New Gold—Managing Your Business
Data: Data Management for Business Owners; Edit:AuthorHouse.
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Figura 5- Fases do processo de DCBD
Fonte: adaptado de Fayyad et al., (1996)

Segundo Fayyad et al., (1996), este processo pode ser dividido sobretudo nas seguintes fases:

selecdo, pré-processamento, transformacao, Data mining e interpretacao.

2.7.1. Métodos de Data mining (DM)

O processo de DM, ao contrdrio do estatistico, utiliza dados secundarios, passando-os por
complexas tarefas de ETL3, com o objetivo de descobrir relagdes, inicialmente desconhecidas,
entre varidveis. Porém, “..choosing the proper data mining method is one of the most critical
and difficult tasks in the KDD process” (Gibert et al., 2010:8). Esta dificuldade, sempre
crescente, resulta do facto de esta ser uma drea em permanente evolugdo. Para fugir cair
nesta situacdo normalmente escolhe-se o algoritmo de acordo com duas premissas: o tipo de
modelo —descritivo/preditivo e a estrutura dos dados —categdricos/numéricos. A estes dois
atributos, normalmente, adicionam-se como critérios a simplicidade na representa¢do do
conhecimento e aquele cuja taxa de erro associado a essa representagao seja menor, ja que
“that increased representational power for models increases the danger of overfitting the
training data, resulting in reduced prediction accuracy on unseen data” (Fayyad et al., 1996, p.

45).

13 Extracdo, tratamento e carregamento dos dados.
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Os modelos descritivos assentam a andlise dos dados conduzidos pelos métodos de
associacdo, sumarizacdo, segmentacdo e visualizagdo, procurando obter descricdes sumarias
dos dados. De entre os vdrios modelos descritivos, os de associagdo, utilizados para
determinar quais os dados que tendem a concorrer, em simultaneo, para um mesmo output,
isto é, procura prever relagdes entre campos e os da segmentacao ou clustering que, divide
uma populagdo heterogénea em vdrios subgrupos homogéneos entre si em torno das

semelhancas/disemelhancgas entre os constituintes do mesmo grupo, sdos os mais utilizados.

Ja na modelagdo preditiva em que a variavel alvo é conhecida, o problema a responder pode
ser de classificagdo ou regressao. Os primeiros - algoritmos de classificagdo procuram
estabelecer regras numa populacdo de modo a que, perante uma subpopulagao, seja possivel
prever a sua classificagdo, ou seja, utilizam-se quando é necessario identificar a que
subpopulagdes pertencem determinadas novas observagbes. Entre os varios tipos de
algoritmos de classificagdo, os mais utilizados sdo as AD (arvores de decisdo), as RN (Redes
Neuronais) e os SVM (Support Vector Machine). Os segundos, ou algoritmos regressivos,
procuram prever o resultado de uma varidvel, isto é, permitem modelar e analisar a relagdo
existente entre uma varidvel dependente e outra varidvel, ou grupo de varidveis
independentes. Deste modo, tem como resultado uma fun¢do que modela os valores possiveis
da varidvel dependente em relacdo as varidveis independentes. Utiliza-se este tipo de analise

guando se pretende resolver problemas de ordem previsional (Agresti, 2006).

Support Vector Machine (SVM)

Apresentado em 1995 por Vapnik e Cortes (Cortes & Vapnik, 1995), é utilizado em problemas
de classificagdo e de regressao, dispondo de uma boa performance, sobretudo quando os

casos em que os dados a analisar possuem uma elevada cardinalidade de classes
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independentes. Sumariamente, funciona da seguinte forma; mapaeia os dados de input para
uma hiper-dimensdo, e assim permite aos pontos poderem ser categorizados e separados
entre as dimensGes. Seguidamente, transforma os dados para que a separagdo criada possa
ser um hiperplano, tendo ainda em atencdo que a distancia entre cada classe a esse
hiperplano é maximizada (Scholkopf, et. al., 2000) (Karatzoglou, et. al., 2006). Para além desta
separacdo, ganha relevo o conceito de marginais. Estas tém como fung¢do a separagao entre
classes. Cada linha marginal é definida pelos dois (ou mais) pontos mais proximos do
separador, o vector definido pelos pontos anteriores é conhecido como vector de suporte.
Deste modo, quanto maior for a distancia entre as duas linhas marginais, melhor sera a

capacidade de previsdao do modelo.

Redes neuronais artificiais (RNA)

Apesar de assentar em modelos complexos levando, por vezes, a ser apelidada de black box**,
tem despertado enorme interesse porque, para além da sua grande capacidade em se adaptar
a situacOes diferentes, apresenta uma enorme aptiddo em produzir padroes com origem em
grandes volumes de informacdo, ainda que por vezes incompleta, imprecisa e complexa.
Genericamente, o processamento de dados neste modelo funciona por analogia as redes
neuronais do cérebro humano. O estado de ativacdo dos neurdnios é definido através da
funcdo de ativagdo e representa a situacdo destes neurdnios dentro da rede neuronal. Esta
funcdo é calculada a partir do somatério dos estimulos de entrada de um neurdnio e a

intensidade das sinapses associadas a cada uma destas entradas.

Na sua arquitetura, as RNA possuem uma camada de entrada, zero ou mais camadas
intermédias ou escondidas e uma camada de saida. A camada de entrada é utilizada para
captar estimulos externos e repassa-los para a camada intermédia. A camada de saida apenas
retracta o resultado produzido pela RNA em resposta a uma dada entrada. Entre as camadas
de entrada e saida pode haver uma ou mais camadas intermédias cujas saidas dos neurdnios
ndo sdo acessiveis por procedimentos externos a RNA. Existem diversas RNA, desde as mais
simples que funcionam sem camada intermédia (ex: “Single Layered Perceptron”), as mais
complexas que dispdem de uma ou mais camadas intermédias (ex: “MultiLayered
Perceptron”). O primeiro caso, utiliza o Percetdo em redes “feedforward” que tém apenas uma

camada de neurdnios com varias entradas e saidas. No segundo caso, o algoritmo de

14 J. M. Benitez, J. L. Castro, and |. Requena. (1997) Are Artificial Neural Networks Black
Boxes?, IEEE transactions on neural networks, VOL. 8, NO. 5, september
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aprendizagem é conhecido como “BackPropagation” (Retropopagacdo) ou como “Multilayer
Perceptron”. Neste algoritmo, o ajuste de pesos e limites é baseado no “Delta Rule”. Assim, o
processo de aprendizagem consiste, conhecendo a varidvel target, em apresentar um
individuo e classificd-lo perante os atributos do target e, em caso de erro, estimar a sua
magnitude, retropropagando-o, de forma a que em novas “apresentagdes” se incorpore o

conhecimento antes produzido na sua classificacdo, procurando melhorar a sua classificacao.

Arvores de decisao (AD)

As arvores de decisdo constituem-se numa técnica ndo paramétrica de classificacdo/regressdo
muito poderosa e amplamente utilizada em processos de DM, essencialmente por duas razoes.
A primeira advém do facto do conhecimento gerado resultar do estabelecimento de regras
baseadas na linguagem natural e, portanto, quase sempre de facil compreensdo. A segunda,
deriva do facto dos seus algoritmos apresentarem, independentemente da natureza das
variaveis serem numeéricas ou categodricas, bons resultados, quer na tarefa de classificacdo dos

dados quer no consumo do tempo computacional necessarios a essa atividade.

Genericamente, uma arvore de decisdo é uma estrutura que contém: folha(s), indicando uma
classe; né(s) de decisdo, que define(m) algum teste sobre o valor de um atributo especifico (ou
de um subconjunto de atributos), com um ramo e sub-arvore para cada um dos valores

possiveis do teste, tal como representado pela figura infra.

>=20.000 Ramos

<20.000
1
&
A e
Consumo Consumo NG de decisdo
Baixo Moderado Baixo Moderado
2
\ - ¥ = u
m ‘ Opcionais Opcionais ‘ N&o Comprar

Sim Ndo Sim Ndo

3

Folhas N3o Comprar 4

Figura 7 - Exemplo de uma arvore de decisdo
Fonte: https://www.devmedia.com.br/mineracao-de-dados-com-arvores-de-decisao/31397
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O desenvolvimento de uma darvore de decisdo parte da sua raiz e, em resultado do teste de
decisdo, determina-se cada nd. Este vai, sucessivamente, evoluindo até esgotar todas as
possiveis op¢des de resposta. Deste modo, de um conjunto de dados pode-se gerar varias

arvores de decisao.

Segundo Tan et al., (2005) uma arvore de decisdo possui trés tipos de nés:

e um nod raiz, que ndo possui nenhuma aresta de entrada e zero ou mais arestas de
saida;

e ndsinternos, cada qual com exatamente uma aresta de entrada e duas ou mais arestas
de saida;

e nds folhas, cada qual com uma Unica aresta de entrada e nenhuma de saida, pois é o

nd que determina a qual classe o exemplo pertence

Na construgdo da arvore de decisdo procura-se associar a cada né de decisdo o atributo “mais
informativo”, entre aqueles ainda nao utilizados, no caminho desde a raiz da arvore. Importa
assim, quantificar este atributo. Porém, cada algoritmo tem a sua prdpria metodologia para o

distinguir, pelo que a topologia da arvore e a sua qualidade sao funcdo do algoritmo utilizado.
A inducdo de uma arvore de decisdo pode ser através de abordagem top-down ou bottom-up.

No entanto, independentemente da abordagem, no processo de estruturar uma arvore de

decisao importa ter em conta que:

e Todo o processo de indugdo comporta um bias, associado a preferéncia de uma
hipdtese sobre outras;

e Existem muitas formas de estruturar uma arvore de decisdo a partir de um conjunto de
atributos. No entanto, é importante considerar que o numero de arvores de decisdo
possiveis cresce fatorialmente a medida que o nimero de atributos aumenta, pelo que
se torna impraticavel definir a estrutura da arvore de decisdo dtima para um

determinado problema.

O Top-Down Induction of Decision Tree (TDIDT), sendo um algoritmo muito conhecido, é
utilizado como base para muitos algoritmos de indugdo de arvores de decisdo. Entre estes, os
mais conhecidos sdo ID3 (Quinlan, 1986), C4.5 (Quinlan, 1993) e CART (Breiman et al., 1984). O

TDIDT produz regras de decisdo de forma implicita numa arvore de decisdo, a qual é
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construida por sucessivas divisdes das observa¢des de acordo com os valores de seus atributos

preditivos x.

Dado o conjunto de treino T contendo classes C1, C2,..., Ck, a arquitetura do algoritmo de

TDIDT é baseado nos seguintes termos:

1. Se todos os elementos num nd pertencerem a mesma classe Cj, entdo é criado um né folha
identificado pela classe Cj;

2. Se o ponto numero 1 nao se verificar, é entdo selecionado o “melhor” atributo preditivo xi,
de acordo com um dado critério de avaliacdo. Uma vez selecionado o atributo, o conjunto
de dados T é dividido, de acordo com os valores de xi, em subconjuntos T1, T2, ... e sdo
construidas as sub-arvores que definem esses conjuntos.

3. O algoritmo é chamado recursivamente até que se verifique o critério de paragem definido

(por ex. todas as folhas sdo puras, ou seja, contém observacdes da mesma classe).

O algoritmo TDIDT é recursivo (Bramer, 2007) de busca gulosa que procura, sobre um conjunto
de atributos, aqueles que “melhor” dividem o conjunto de dados T em subconjuntos. Desse
modo, o algoritmo procura em cada né encontrar uma solucdo 6tima local, na esperanga de
que cada escolha permita chegar até a solugdo 6tima global. Para encontrar o atributo que

conduz a “melhor” divisao, o algoritmo utiliza diferentes critérios de avaliagao.

Aqui chegados importa conhecer as técnicas utilizadas para que a selegdo recursiva ndo dé
origem a drvores excessivamente complexas, e por isso com elevada probabilidade de originar
sobre aprendizagem, com todos os efeitos nefastos dai decorrentes para a criagdo de

conhecimento baseado no modelo adotado.

Existem diferentes tipos de critérios de selecdo, consoante os diversos algoritmos de inducdo
de arvores de decisdo. Os critérios de selecdo, em termos da distribuicdo de classe dos
exemplos “antes” e “depois” da divisdo (Tan et al., 2005), para a melhor divisdo sdo baseados
em diferentes medidas, tais como impureza, disténcia e dependéncia. Usualmente, as medidas
mais utilizadas para a sele¢do da melhor divisdo consistem no Ganho de informag¢do e no

indice de Gini.
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Ganho de informagao

Uma das medidas associadas a impureza consiste no ganho de Informagdo, o qual usa a
entropia como medida de impureza. Para determinar o quao boa é uma condicdo de teste,
torna-se necessario comparar o grau de entropia do né-pai (antes da divisdo) com o grau de
entropia dos nds-filhos (apds a divisdo). O atributo que gerar uma maior diferenca é escolhido

como condicdo de teste. Neste caso, o ganho é dado pela seguinte equacgao:

| ANl
ganho = entropia(pai)— [ycntrupia :"; ]}

j=1

onde n é o nimero de valores do atributo, ou seja, o numero de nds-filhos, N é o nimero total

de objetos do né-pai e N(vj) é o nimero de exemplos associados ao né filho vj.

Ja para se aferir o grau de entropia, utiliza-se a equacao infra:

c

entropia(né) =~ p(i /né)-log,[pli / no)]

i=l

Pelo que, p(i/nd) é a fracdo dos registos pertencentes a classe i no nd, e ¢ é o nimero de

classes.

O critério de ganho seleciona como atributo-teste aquele que maximiza o ganho de
informacgdo. O grande problema ao se utilizar o ganho de informacao é que ele da preferéncia

a atributos com muitos valores possiveis.

indice de Gini

Fundamenta-se no indice de dispersdo estatistica proposto, em 1912, pelo estatistico italiano

Corrado Gini. Para um problema de c classes, o gini index é definido na seguinte forma:

gfﬂfr'ndc'.r{né} =1- EP[I’! I'ID}

i=]

Assim, como no calculo do ganho de informacdo, basta calcular a diferenga entre o gini index

antes e apds a divisdo. Essa diferenca, Gini, é representada pela Equacgao:

Gini = g h”ﬂ:d{:\' [Palj - i|: N [;.;.-I - )g in ll-.i.uc."u.\.' (“f ):|

j=l
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onde n é o nimero de valores do atributo, ou seja, o nUmero de nds-filhos, N é o nimero total
de objetos do né-pai e (N)vj é o nimero de exemplos associados ao né filho vj. Deste modo,

seleciona-se o atributo que gerar um maior valor de Gini.

Métodos de poda

Aguando do desenvolvimento das arvores de decisdo, muitas das suas sub-arvores podem
conter ruidos ou erros, o que pode conduzir a modelos enfermos de sobre aprendizagem e,
portanto, levar a que o conjunto de treino adquira uma aprendizagem especifica, nao
permitindo ao modelo generalizar. Para obviar esta questdao utilizam-se, com o fito de
melhorar a taxa de acerto do modelo para novos exemplos, os quais ndo foram utilizados no

conjunto de treino (Han,2001), métodos de poda (pruning) da arvore.

A arvore, apods a poda, torna-se mais simples, facilitando a sua interpretagdo. A par do método
de selecdo, a técnica da poda, que pode deter uma dimensdo de pré ou pds poda, também

varia consoante os diferentes algoritmos de indugdo de arvores de decisdo.

A técnica da pré-poda consiste na paragem, durante o processo de construcao da darvore, da
divisdo dos conjuntos dos elementos, transformando o né corrente num né folha da arvore.
Nestes termos, o ganho de informacao, por exemplo, pode ser utilizado como critério de poda
em que, caso todas as divisdes possiveis utilizando um atributo A apresentem ganhos menores
do que um valor pré-estabelecido, entdo esse nd vira folha, representando a classe mais
frequente no conjunto de exemplos. O ponto critico deste tipo de poda consiste em encontrar
o valor adequado para x, ja que um valor muito alto pode gerar uma arvore hiper-simplificada,

enquanto que um valor muito baixo pode implicar o seu contrario.

Na técnica da pds-poda, esta é realizada apds a construgdo da arvore de decisdao, removendo
ramos completos, onde tudo que estd abaixo de um né interno é excluido e esse n6 é
transformado em folha, representando a classe mais frequente no ramo. Para cada né interno
da arvore, o algoritmo calcula a taxa de erro caso a sub-arvore abaixo desse nd seja podada.
Seguidamente, é calculada a taxa de erro caso ndo haja a poda. Se a diferenca entre essas duas
taxas de erro for menor que um valor pré-definido, entdo efetua-se a poda. Caso contrario,
esta ndo ocorre. Recursivamente, este processo vai gerando um conjunto de arvores podadas.
Pese embora esta forma de poda apresente reduza a probabilidade da ocorréncia do
fendmeno da sobre-prendizagem, deve-se ter cautela para ndo se podar demais a arvore, ja

que tal pode conduzir a sub-aprendizagem do modelo.
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Algoritmos utilizados nas arvores de decisao
ID3

O ID3 (Quinlan, 1986) é o algoritmo pioneiro em inducdo de arvores de decisdo, sendo um
algoritmo recursivo, de busca gulosa, procura, sobre um conjunto de atributos, aqueles que
“melhor” dividem os exemplos, gerando sub-arvores. Utiliza, nesta tarefa de divisdo, o calculo
do ganho de informacdo. No entanto, esse critério ndo considera o numero de divisdes e isso
pode significar a construcdao de darvores mais complexas, ou seja, ndo apresenta nenhum

método de pds-poda, o que poderia amenizar este problema.

A principal desvantagem do ID3 é que ele s6 consegue funcionar com varidveis categoricas
ndo-ordinais. Deste modo, quando em presenca de dados de natureza continua, deve-se antes

transforma-los em discretos.
C4.5

O algoritmo C4.5 (Quinlan, 1993) representa uma significativa evolugdo do ID3 (Quinlan, 1986),
sendo um dos algoritmos mais utilizados na literatura, ja que tem demonstrado bons
resultados em problemas de classificacdo. Trata-se, a imagem do ID3, de um algoritmo do tipo
guloso. Sendo uma evolug¢do do ID3, consegue lidar tanto com atributos categdricos (ordinais
ou ndo-ordinais) como com continuos. Para lidar com estes ultimos, define um limiar,
passando entdo a dividir os exemplos de forma binaria, isto é, aqueles cujo valor do atributo é
maior que o limiar e aqueles cujo valor do atributo € menor ou igual ao limiar. Para limitar a
possibilidade de crescimento exponencial da arvore, dispde de um método de pds-poda das
arvores geradas em que realiza uma busca na arvore, de baixo para cima, e transforma em nés

folha aqueles ramos que ndo apresentam nenhum ganho significativo.
CART

O algoritmo CART (Classification and Regression Trees), proposto por Breiman et al. (1984),
consiste numa técnica que induz tanto arvores de classificacdo como arvores de regressao,
dependendo se o atributo é nominal (classificacdo) ou continuo (regressdo). Uma das
principais virtudes do CART esta na grande capacidade de procura relagbes entre os dados,
mesmo quando elas ndo sdo evidentes, bem como a producdo de resultados, sob a forma de

arvores de decisdo, de grande simplicidade e legibilidade (Fonseca, 1994).
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Este algoritmo, em vez de realizar, tal como os outros, uma pré-poda para limitar o
crescimento da drvore, expande-a exaustivamente e, posteriormente, realiza uma pdés-poda

(Breiman et al., 1984).
Determinagao da percentagem de erro do modelo

Uma 4rvore de decisdo é objeto de poda -pruning- porque, entre diversos motivos, o modelo
"treinado" ndo consegue acertar em todos os casos que no futuro se pretende classificar. Na
determinagdo da percentagem de erro do modelo socorre-se a matriz de confusdo. Esta
quantifica quantos exemplos da base de dados utilizada seriam classificados bem pelo modelo

construido (representado na diagonal principal) sendo que os outros seriam mal classificados.
Ensemble classifiers (EC)

Este modelo deve a sua existéncia a constatacdo de que ndo existe um algoritmo que seja
melhor para todos os problemas (no free lunch theorem). Assim, a filosofia que norteia este
classificador é a da assung¢do que, combinando vdrios classificadores, per si sem grande poder

discriminatdrio, se melhora o desempenho global do classificador.

e Random Forest
constitui um exemplo de ensemble classifiers porque combina arvores diferentes para

obter um modelo mais robusto. Uma das caracteristicas distintivas das arvores de
decisdo presentes neste modelo é o facto de estas terem uma alta profundidade
(depth com um valor maximo de 50) e, em contrario, um tamanho pequeno de cada
uma das folhas (chegando a 1 observagdo por folha), j4 que considera mais robusto
utilizar varias arvores de decisdao que sofram de overfitting do que confiar o modelo
preditivo apenas numa &rvore de decisdo que se acredita afinada ao méximo. E
também de notar que os dados utilizados para treinar o algoritmo (conjunto de treino)
sdo uma amostra randomizada do conjunto de dados completo. Deste modo, a
principal diferenca entre uma random forest e uma arvore de decisdo normal é o facto
de as variadveis de input consideradas para a divisdo de cada né serem um subconjunto
aleatério de todas as variaveis, ao invés da escolha de uma variavel apenas para cada
ponto de divisdo. Esta opcdo metodoldgica permite reduzir o enviesamento a favor
dos fatores com maior influéncia na variavel alvo, permitindo a fatores secundarios
desempenharem um papel no modelo preditivo. Neste arquétipo efetua-se uma média
dos resultados dos nés terminais das varias arvores criadas, sendo esta a estimativa do

modelo.
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Nem sempre a mera avaliacdo da taxa de acerto do classificador pode ser suficiente, ou seja,
uma taxa de acerto de 90% pode nao ser aceitdvel em determinados contextos, dado que o
custo associado a determinadas decisdes impacta na vida do individuo. A area da saude
constitui-se como um paradigma desta realidade porque o custo de ndo detetar um problema
de salde num cidaddo é superior a detetar um falso problema. Por este motivo é importante
construir uma matriz onde sejam identificados todos os casos possiveis de classificacdo e as
respetivas ocorréncias, por exemplo niumero de falsos alarmes, alertas ndao acionados. Desta
forma serd possivel compreender em que medida um classificador reconhece as diferentes
classes (Han & Kramber, 2006). Nestes casos, utiliza-se a matriz de confusdo, analisando o
desempenho do classificador. Nestes termos, o desempenho do classificador é funcao da sua
capacidade para reconhecer os verdadeiros positivos, os falsos positivos, os verdadeiros

negativos e os falsos negativos.

2.8. DATA MINING EM SAUDE

Apesar da medicina ser uma ciéncia secular, somente em 1662 surgiu a primeira publicacdo
onde se realizou uma andlise estatistica na saude (Graunt, 1939). Porém, teria que se esperar
perto de 200 anos até que Florance Nightingale, enfermeira pioneira dos cuidados de
enfermagem da era moderna, se queixou, nas suas notas, que a falta de registos ou a sua
desorganizacdo impedia a andlise quer dos custos quer da efetividade dos tratamentos, para
se passar a encarar a importancia dos registos e da sua andlise para a melhoria das respostas
em saude (Nightingale, 1863). Em 1854, o epidemiologista John Snow ao cartografar, no mapa
das ruas da cidade de Londres, os focos de célera inaugurou a pratica do uso de informacao

concreta como instrumento de apoio a tomada de decisdao médica (Tufte, 1997).

O setor da salde, pelas caracteristicas que lhe s3o associadas, constituiu-se como uma das
primeiras areas a utilizar as tecnologias de informagdo e comunicagdo (TIC), j4 que estas se
constituiram como um elemento fundamental para a promocdo de cuidados de saude mais
seguros, eficientes e acessiveis (Espanha, 2010). De tal modo é a sua importancia que Cios et
al., (2002) calculava, ja no inicio do milénio, que um terco da populagdo mundial dispunha, de
algum modo, de informacdo de saude em formato digital. Hoje é expectavel que com a
evolucdo que as TIC tém observado, que esse numero esteja, naturalmente, largamente

ultrapassado.
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Diariamente, no desenvolvimento das suas atividades, as entidades prestadoras de cuidados
de saude procedem ao registo em Data warehouses, mais ou menos estruturados, de dados
provenientes quer da sua atividade quer dos seus utentes (Lavrac, 1999). Esses registos,
efetuados sob diferentes formatos, cobrem desde os aspetos administrativos -recursos
financeiros, humanos e materiais, aos clinicos e constituem-se como instrumentos de auxilio a
gestdo (Benson, 2002) e a promogado de praticas clinicas baseadas na evidéncia (Stolba et al.,

2007).

Porém, a medida que esses repositérios se vao alargando em volume, abrangéncia e tipo de
formato, torna-se indispensdvel a procura de novos métodos que, alternativos a classica

estatistica, possibilitem a exploragdo de todo esse manancial de dados. (Lavrac, 1999).

Por estas razdes, é que a DM tem tido um crescimento notavel no campo da saude, ja que pela
DCBD se antecipa o surgimento de novas abordagens, tanto para a promoc¢do da melhoria do
desempenho clinico (Esfandiari, et al., 2014), como também no auxilio a mudanga
organizacional, reduzindo custos e redesenhando processos laborais presentes nas

organizacOes prestadoras de cuidados de saude (Jothi et al., 2015).

Ora, este potencial desenvolve-se tanto na area da gestdo administrativa (combate a fraude,
promoc¢do da eficiéncia na alocagdo dos recursos, previsdo do comportamentos dos utentes,
conhecimento dos processos criticos a operacdo da gestdo e seu eventual redesenho), como
na area clinica -contributo para a avaliacdo da efetividade dos tratamentos, geracdo de
guidelines suportadas na evidéncia, estudos epidemiolégicos, farmacoldgicos e genéticos (Koh

et al., 2005) (Rojas et al., 2016).

Pese embora se anteveja esta enorme amplitude de dreas onde o DCBD podera trazer
enormes beneficios ao setor, na verdade os processos de DM aplicados a drea da saude tém
privilegiado a drea clinica, sendo os de caracter organizacional ainda residuais (Rojas et al.,
2016). Na area clinica, segundo Jothi et al., (2015), os métodos preditivos de DM, baseados nos
algoritmos de Machine Learning, sdo particularmente promissores ja que se constituem em
sistemas com enormes potencialidades no diagnéstico e progndstico dos utentes, ou seja, ao
serem capazes de estabelecer modelos de previsao de resultados constituem-se em sistemas

de apoio a decisdo clinica (Bellazzi et al., 2008).

No entanto, a implementacdo destes modelos enferma de algumas condicionantes porque,
para além de necessitarem de serem simples, até para facilitar a sua comunicac¢do na relacdo

médico/utente, devem também dispor de valores de precisdo, especificidade e sensibilidade
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adequados. Porém, enquanto os processos de DM privilegiam a precisdo, na medicina
preferem-se algoritmos que apresentem altas taxas de sensibilidade -capacidade do teste em
identificar positivamente um caso como verdadeiro positivo e de especificidade -capacidade
do teste em identificar um caso como verdadeiro negativo em detrimento da precisdo, ja que a
formulacdo de diagndsticos médicos, aplicados individualmente, assenta numa analise
hipotética do fendmeno em andlise (Cios et al., 2002) (Lavrac, 1999). Deste modo, a
sensibilidade constitui-se como principal vetor de detecdo, o qual se procurar maximizar.
Nesse caso, se 0 objetivo passar por se tentar aumentar a sensibilidade, o algoritmo deve
tentar melhorar a sua capacidade em detetar o nimero correto de classificacdes positivas. Por
outro lado, se se pretender aumentar a especificidade, o algoritmo deve tentar melhorar a sua
capacidade em classificar corretamente o nimero de casos negativos, diminuindo o nimero
de classificacdes incorretas de casos negativos em positivos para minimizar a probabilidade de

se estabelecerem falsos alarmes (Lavrac, 1999).

Levantam-se ainda outras questdes que obstaculizam a implementacdo dos processos de DM
na area da saude, sobretudo na drea clinica. A mais complexa consiste no facto de, apesar da
evolucdo a que se tem assistido no dominio das TIC, 80%' da informacdo presente nos
processos clinicos continua a ser heterogénea, variavel ao longo do tempo, vertida em
processos pouco estruturados —muitas das vezes manuscritos em papel e gerada a partir da
interpreta¢do ad hoc, como resultado do cruzamento entre vdrios tipos de fontes, tais como
imagens, anamneses e analises clinicas (Cios et al., 2002) (Rojas et al., 2016), embora tenha,
nos ultimos anos, havido progressos assinalaveis, sobretudo com a aplicagdo de algoritmos de
deep learning que, através da andlise de big data, procura conciliar os diferentes tipos de

dados, de modo a gerar novos conhecimentos (Jiang et al., 2017).

Por fim a estes obstaculos somam-se, ainda, os legais, decorrentes da necessidade de haver
regras no acesso a dados individuais aos da natureza dos dados, que estando presentes em
diferentes semanticas e formatos, condiciona a sua agrega¢do e conversdo em modelos
matematicos (Jiang et al.,, 2017). Finalmente, emergem ainda as barreiras éticas porque
desenvolver modelos preditivos no campo dos diagnésticos, utilizando para tal a informagao
do DNA, em conjunto com outra, levanta problemas éticos porque estigmatiza, a partida, o

cidad3do alvo desses diagnésticos (Cios et al., 2002).

15 https://www.forbes.com/sites/bernardmarr/2016/02/16/how-big-data-is-transforming-

medicine/2/#664b6a466abe
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2.9. DATA MINING APLICADA AO SERVICO DE URGENCIA

Para Ong et al., (2009) a procura dos servicos de urgéncia ndo sdo um evento aleatdrio e
inesperado, antes pelo contrario resultam de condi¢bes que se manifestam através de padrdes
e de tendéncias observadveis ao longo do tempo. Para a construcdo desses padrdes e
tendéncias concorrem tanto fatores temporais e/ou sazonais como pessoais e
comportamentais. Estas situacées podem implicar um desequilibrio entre a magnitude da sua
procura e a capacidade dos servicos em lhes responder satisfatoriamente, ja que misturam
aspetos quantitativos, por exemplo: épocas gripais, com qualitativos, desenvolvidos a partir de
crencas e percegdes individuais. Apesar deste contexto, para Boyle et al., (2010) é possivel
realizar previsdes para a procura dos servicos de urgéncia com uma precisdao minima de cerca

de 90%.

Tipicamente o funcionamento dos servicos de urgéncia desenrola-se nas seguintes etapas

(Graham et al., 2018).

1. Individuo desloca-se ao servigo de urgéncia;

2. Recolha de dados administrativos;
(apds apresentacdo do utente por vontade prépria ou referenciado)

3. Atribuicdo do nivel urgéncia;
(apds aplicagdo do fluxograma pré-determinado pelo sistema de triagem);

4. Espera pela consulta;
(de acordo com o nivel de gravidade do caso);

5. Administracdo de cuidados e, se necessario, realizacdo de meios complementares de
diagndstico e terapéutica;
5.1.Andlise dos resultados dos exames, eventualmente, realizados.

6. Encerramento do episddio;
(decisdo de alta ou internamento).

Durante este percurso os diversos intervenientes procedem a recolha de varios dados, sejam
administrativos, habitualmente mais estruturados, ou clinicos, quase sempre menos

estruturados e mais dispersos (Graham et al., 2018).

Ao ter acesso a este manancial de dados, em continuo crescimento de volume e qualidade, o
DM conserva um enorme potencial de desenvolvimento como sistema de apoio a decisdo,

quer nas dimensGes tatica quer estratégica dos servicos de urgéncia, sobretudo nos vetores da
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modelagdo preditiva, na monitorizagdo do utente e nas atividades desenvolvidas no servico de

urgéncia (Liu et al., 2018) (Graham et al., 2018).

Mediante a utilizacdo dos dados administrativos, permite-se identificar as situacdes
estranguladoras ao seu normal funcionamento, possibilitando, desse modo, aos gestores
empreender acles atinentes a alavancagem da eficiéncia destes servigos, isto é, ajudam,
através de modelos preditivos, a identificar/compreender o comportamento dos seus recursos
e dos utentes, ou seja, promove a andlise a performance do servico (Ceglowski et al., 2005). Ja

no dominio clinico procura-se construirem-se modelos de apoio a decisdo clinica com o intuito

de aumentar a sua efetividade (Bellazzi et al., 2008).

Normalmente, uma das estratégias para contribuir para o aumento da eficiéncia dos servicos
de urgéncia passa pela previsdo da sua procura, através da aplicacdo de modelos de DM, ao
longo de 3 fases sequenciais (Ceglowski et al., 2005). Na primeira, procura-se analisar a
procura para a compreender. Em seguida, esse conhecimento aplica-se na melhoria da
resposta a procura, alinhando os servicos as suas caracteristicas. Finalmente, na terceira e
ultima fase efetua-se uma avaliagdo do modo de funcionamento interno dos servicos de
urgéncia, procurando auxiliar no seu redesenho, por exemplo através da identificacdo dos

pontos estranguladores ao seu normal funcionamento (ibidem, 2005).

Para Lines & Ash (2012) importa, dentro da necessidade de conhecer a procura de cuidados de
urgéncia, estudar a procura ndo urgente ndo sé porque esta é a principal responsavel pela
sobrelotacdo didria com que estes servicos se deparam e, consequentemente, do elevado
tempo de espera, como também espelha as dificuldades de coordenagdo entre os diferentes

niveis verticais de cuidados, nomeadamente os primarios e os hospitalares.

A estas razles, Poole et al., (2016) acrescenta que é importante conhecer este tipo de procura
na medida em que ha uma grande probabilidade destes se transformarem em utilizadores
frequentes dos servigos e consequentemente responsaveis pela absorgdo de grande parte dos

recursos afetos aos servicos de urgéncia.

Porém, os métodos para prever este tipo de procura ndo se encontram devidamente
estudados (McCarthy et al., 2008), sobretudo porque o conhecimento dos preditores que se
encontram na sua base ainda sdo pouco conhecidos (Lines & Ash, 2012) e porque o seu estudo

deve resultar de analises multifatoriais (Pines et al., 2013).

Pese embora os modelos de previsdo da procura dos cuidados de saude possam ser afetados

por circunstancias que afetam a sua robustez (Wiler et al., 2011), tem havido, muito
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recentemente, um esforco muito grande na aplicagcdo dos processos de DM na construcdo de
modelos preditivos que possam melhorar a capacidade de antever a procura dos servicos de
urgéncia. Esses modelos que tém recorrido, sobretudo, a exploragdo da informacdo através
das técnicas da regressao logistica, das arvores de decisdao ou do gradient boosted machines e
procuram criar uma ferramenta de apoio clinico no sentido de prever as admissdes ao servico

de urgéncia (Liu et al., 2018).

Esteban et al., (2015) utilizou o algoritmo CART na constru¢cdo de uma arvore de decisdo
desenvolvida através da sua particdo recursiva com o objetivo de prever a mortalidade, no
curto prazo, de utentes apds serem objeto de atendimento nos servicos de urgéncia. Conclui
qgue uma das mais importantes vantagens deste algoritmo sobre os modelos lineares ou
aditivos é o de ndo necessitar de qualquer nexo de causalidade pré-estabelecida na relacdo
entre preditores e resultado, ou seja, o CART permite incorporar e produzir interagdes entre
preditores e resultado a priori ndo conhecidos e, mesmo assim, produzir resultados muito mais

fidveis que, por exemplo, a regressao logistica.

Goto & Maeda (2013) implementaram uma arvore de decisdo para estimar os resultados em
pacientes apds paragem cardiaca desenvolvida fora do hospital, logo apdés a chegada ao
servico de urgéncia. Com o seu modelo, procuraram implementar um processo fiavel, contudo
simples de entender e de ser, rapidamente, adotado pelos servicos de urgéncia na gestao do

ciclo de doenga coronaria.

Hong et al., (2018) considera que, embora ja haja algumas técnicas de DM aplicadas a previsao
dos atendimentos dos servigos de urgéncia, poucos sdo aqueles que incorporam algoritmos
maia complexos, tais como o gradient boosting ou as redes neuronais. Deste modo propGe um
modelo de previsdo dos internamentos, pds atendimento no servico de urgéncia,
precisamente através da utilizagdo destas técnicas, tendo concluido que a precisdo entre

ambas é muito similar.

La Mantia et al., (2010), através da regressdo logistica procurou prever as admissdes
hospitalares e a recorréncia aos servicos de urgéncia, construiu um modelo de previsdo, com
precisdio moderada, no dominio das admissGes, ao contrario do modelo de previsdo para o
fendmeno da recorréncia aos servigos de urgéncia. Os fatores mais importantes para o modelo
preditivo das admissdes foram a idade, o nivel de severidade associado ao sistema de triagem,

ritmo cardiaco, tensdo arterial e principais queixas.
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Sun et al., (2011) desenvolveu um modelo de previsdo utilizando, tal como La Mantia, a
regressao logistica aplicada a dados administrativos, relativos a dois anos de atendimentos,
para prever a probabilidade de admissdao ao hospital a partir do servico de urgéncia. No seu
modelo, o risco prendia-se, sobretudo, com a idade, etnia, forma de chegada ao servico de
urgéncia e recorréncia anterior as urgéncias. Conclui, ainda, que embora as mulheres recorram
com maior frequéncia ao servico, o género nao constitui uma variavel significativa para o

modelo por si produzido.

Cameron et al,, (2013) também através de um modelo de previsdo baseado na regressdo
logistica, concluiu que os preditores mais importantes eram a categoria atribuida pelo sistema
de triagem, a idade, a forma de referenciacdo e a admissdo no ano transato. Outras varidveis
foram o dia da semana, hora de atendimento fora do horario normal. Também aqui, embora
as mulheres sejam mais frequentadoras ndo sdo estatisticamente significativas para entrar no

modelo.

Wang et al., (2015) usou varios algoritmos de machine learning para prever as admissoes
hospitalares a partir do servico de urgéncia, comparando a precisdo do fuzzy min-max neural
networks (FMM) a outros algoritmos tais como as arvores de decisdo (CART), redes neuronais
(multilayer Perception), random forest, e AdaBoost, concluindo que os modelos mais precisos

foram o random forest e as redes neuronais, ambos com uma precisdo de 80%.

Peck et al., (2012) desenvolveram trés modelos de previsdo da admissdo aos servicos de
urgéncia. Um baseado na regressao logistica, outro no naive bayes e o terceiro com base em
opinides de especialistas, tendo concluido que o modelo assente na regressao logistica

apresentava melhor precisao.

Lucini et al., (2017), utilizando oito algoritmos de machine learning algorithms para prever as
admissGes hospitalares a partir do servico de urgéncia, concluiu que seis -vector machines,
support vector classification, extra trees, logistic regress, random forests, and multinomial
naive bayes, apresentavam performances similares, e apenas o AdaBoost e as arvores de

decisdo registavam os piores desempenhos.

Boyle et al., (2012) utilizou o mean absolute percentage error -MAPE- para avaliar a precisdo
dos modelos de previsdo de procura do servigo de urgéncia, tendo estabelecido que o melhor

modelo apresentava um MAPE a volta de 7%.

Graham et al., (2018) para dar resposta a duas questdes sequenciais: 1-criagdo de um modelo

de previsdo do internamento de pessoas que se deslocam ao servigco de urgéncia; 2- avaliar a

53



performance, entre os vdrios algoritmos de machine learning utilizados na primeira questao,
aplicou, a partir dos dados administrativos existentes no servigo de urgéncia, trés algoritmos
diferentes de machine learning: regressdo logistica, arvores de decisdo e gradient boosted
machines (GBM), tendo concluido que este ultimo apresentava a melhor performance e os
dois restantes, apesar de ligeiramente inferiores, registam quase o mesmo nivel de
desempenho. Porém, em face da simplicidade de aplicacdo, funcionamento e de inferéncia dos
resultados propde que a escolha recaia entre a regressao logistica ou a arvore de decisdo em

detrimento do gradient boosted machines.

Hu Z, et al, (2015), através da técnica de arvores de decisdo -bootstrap aggregating,
construida com o objetivo de estabelecer a probabilidade de um utilizador dos servicos de
urgéncia voltar a ser readmitido num prazo de 6 meses concluiu que a idade, o histérico de
recorréncia, o diagndstico, a presenca de doenca crdnica, bem como a realizacdo de MCDT se

constituem como principais varidveis deterministicas para essa ocorréncia.

Numa abordagem “of the box”, Xu et al., (2013) utilizou o0 método das redes neuronais para
identificar e quantificar contributo das diversas varidveis para explicar a procura de cuidados
urgentes por parte de cidaddaos com necessidades ndo urgentes. Partindo da ndo linearidade
conferida pelas RN, propriedade que lhe confere capacidade acrescida na producdo de novos
conhecimentos, analisou um conjunto de variaveis independentes, tai como: dia da semana,
época de férias e de clima -época do ano (gripe, outuno), tendo concluido que pese embora as
RN possam sofrer de algumas criticas quanto ao seu modo de funcionamento, parecem ter um
desempenho semelhante as técnicas usualmente utilizadas, tendo concluido que as situacées
ndo urgentes emergem essencialmente a segunda-feira e durante os surtos gripais,
constituindo-se estas como as duas varidveis mais importantes para a explicagdo na procura de

cuidados urgentes desencadeado por pessoas sem necessidades urgentes.
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Figura 8 — Esquema conceptual da metodologia de investigacao utilizada



3. METODOLOGIA

O trabalho até aqui conduzido seguira o método de estudo de caso, ja que este procura, a
partir da exploracdo do particular tecer consideracdes extrapoldveis relativas ao fenédmeno em
analise. Este método é particularmente util quando ha, por um lado, uma grande variedade de
fatores e relacdes e por outro quando nao existem leis deterministicas que hierarquizem quais
os fatores e relagGes mais importantes para explicar o fendmeno em estudo (Becker, 1999)

(Yin, 2010).

3.1. SELECAO DO CASO

A priori, na selecdo do caso a estudar deve-se ter em consideracdo ndo so as caracteristicas
gerais que este apresenta, como também a facilidade em recolher os seus dados. Desta forma,
depois de enderecados varios pedidos a entidades publicas prestadoras de cuidados de saude,
apenas o Centro Hospitalar de Lisboa Central, EPE (CHLC, EPE) se disponibilizou em ceder os

dados existentes na BD do seu servico de urgéncia.

Esta entidade, com sede no centro de Lisboa, responde por uma area de influéncia direta que
se estende por 13 freguesias da cidade de Lisboa até a um segmento do concelho de Loures,

num total de cerca de 360 mil habitantes, conforme os censos de 2011.

Este centro hospitalar, criado pelo DL n.2 50-A/2007 de 28 de fevereiro, resultou da integracdo
de quatro Hospitais centrais numa Unica entidade. Foram eles: Hospital de Santa Marta, EPE
(HSM), Hospital de Dona Estefania (HDE), Hospital de Sdo José (HSJ) e o Hospital de Santo
Antdnio dos Capuchos (HSAC). A partir de 1 de margo de 2012, conforme o DL n.2 44/2012 de
23 de fevereiro, passou a integrar, para além das quatro iniciais, também, o Hospital de Curry

Cabral, EPE (HCC) e a Maternidade Dr. Alfredo da Costa (MAC).

Em termos assistenciais, o CHLC, EPE carateriza-se por disponibilizar um servi¢o de urgéncia
geral polivalente, pelo que responde pela prestacdo de cuidados a todo o espectro casuistico,
isto é, desde os cuidados mais indiferenciados até aos mais complexos. Conta ainda com um

servico de urgéncia geral pediatrica e outra de Obstetricia e Ginecologia.

Importa referir que apenas se procedeu a analise dos episddios da urgéncia geral polivalente,

uma vez que tanto a pediatrica como a Obstetricia/Ginecologia sdo orientados para
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populacdes especificas e que, no caso da primeira ndo depende do utente a deslocagdao aos

servigos de urgéncia.

Por fim, importa referir que a coleta e disponibilizacdo dos dados seguiu todos os tramites
legais, nomeadamente no que respeita a protecdo individual da informacdo, conforme cépia

em anexo.

3.2. RECOLHA E SELEGAO DOS DADOS

Os dados a recolher deve ser orientada em func¢do da natureza do assunto a estudar. O servico
de urgéncia polivalente do CHLC, EPE dispde de uma aplicacdo prépria na qual regista,
sequencialmente, a informacdo administrativa relativa a cada um dos episddios de urgéncia
(ex: hora, dia, més, proveniéncia, destino, etc.). Porém, a caracterizacdo dos utentes (idade,
profissdo, habilitagdes literarias e outros) é recolhida noutra fonte de dados, uma vez que essa
informacdo se encontra noutra aplicacdo que ndo a utilizada para a caracterizacdo do episédio

de urgéncia.

A partir do momento em que o problema é reconhecido e compreendido, torna-se necessario
identificar os inputs, relacionando-os com o output, de modo a criar um “padrao de exemplo”
gue permita estabelecer, quer o conjunto de treino quer o de teste quer, ainda, o de validacao
(Bagdo, 2006). Nesta fase determina-se ainda a quantidade de dados a recolher, sendo que
quanto maior for o seu volume, mais representativo se torna o modelo, isto é, o volume de
dados selecionados depende apenas, em ultima instancia, dos recursos computacionais

disponiveis, do numero disponivel de dados e da sua qualidade intrinseca.

Para além destas, houve, ainda, necessidade de adicionar os dados relativos a realizacdo de

MCDT por parte dos utentes.

No final, através da criagdo de um numero de utente ficticio comum a estas trés BD, agregou-

se a informagdo num Unico documento em formato excel, conforme o seguinte esquema:
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Carateristicas
do Utente

N.2 Utente
Sexo
Idade

Nacionalidade
Profissdo

Estado civil

Habilitagdes

literarias

Concelho de
residéncia

Distrito de

residéncia

Freguesia de
residéncia

Carateristicas do
MCDT

Episodio_sonho
Num_sequencial
Num_analise
Cod_modulo
Tip_analise
Id_mcdt
Designacao
Dta_analise
Quantidade

\—r—J

Fonte: elaboragdo propria, 2019

Caracteristicas do
episodio

N.2 EPISODIO
Data_admissao
Dia_admissao_sema
Hora_admissao_urg
Causa

Proveniencia
Tempo_espera_triagem

Prioridade
Duracao_proc_triagem
Fluxograma
Hora_atendimento_especia
lidade
Espec_atendimento
Sintomas
Cod_diagnostico
Diagnostico
Data_saida
Hora_saida
Destino
Horas_permanencia
Cod_efr
Efr
Estado_cronico

Figura 9 — Esquema das fontes de dados dos episédios de urgéncia

Entre 2012 e 2016 registaram-se 767.384 episédios de urgéncia na urgéncia polivalente, sendo

cerca de metade relativos a cores consideradas como ndo urgéncia. Note-se que as ndo

urgéncias sao constituidos quase apenas por episddios de cor verde.

Prioridade/Periodo

1 Vermelho
2 Laranja

3 Amarelo
4 Verde

5 Azul

7 Branco

Total Geral

2012 2013 2014 2015
711 798 750 719
9537 9587 9039 10053
60 139 65 059 67931 68 251
80012 76 905 73149 66 876
1448 1363 1239 3048
3602 1219 929 719
155449 154931 153037 149666

2016 Total Geral

759 3737

10 364 48 580
73 405 334785
65176 362118
3990 11 088
606 7075
154 300 767 384

Tabela 2 — N.2 de episddios de urgéncia registados por nivel de prioridade entre 2012 e 2016,

3.3. A ABORDAGEM SEMMA

Fonte: CHL (2019)

Para explorar os dados ird ser seguido o paradigma SEMMA -Sample, Explore, Modify, Model,

Assess, desenvolvido pela empresa SAS.
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Figura 10 — Componentes do processo SEMMA
Fonte: https://paulovasconcellos.com.br/crisp-dm-semma-e-kdd-conhe%C3%A7a-as-melhores-
t%C3%A9cnicas-para-explora%C3%A7%C3%A30-de-dados-560d294547d2

Este modelo compreende as seguintes etapas:

e Sample (Seleg¢do) — Criacdo de tabelas de input, particio e amostragem de dados.
Amostra dos dados representativa da populacdo, é normalmente particionada em:
treino, validacdo e teste;

e Explore (Exploracdo) — Exploracdo de dados e selecdo de varidveis. Ajuda a redefinir
todo o processo de descoberta de conhecimento pela procura de tendéncias e
anomalias nos dados através de técnicas estatisticas e de pré-processamento dos
dados;

e Modify (Modificagdao) — Modificacdo e transformacdo de varidveis. Permite selecionar
e transformar as varidveis tendo em vista o tipo de modelo utilizado, baseia-se na fase
exploratéria para manipular a informacdo. (ex. converter varidveis nominais em
numeéricas);

e Model (Modelagao) — Modelagdo de dados. Através de modelos de DM, procura
combinag¢des na informagdo que melhor preveja o resultado esperado com o modelo;

e Assess (Avaliagdo) — Avaliacdo de resultados e comparagdo de modelos. Avalia os
resultados obtidos através da medicao da performance do processo de DM permitindo
otimizar os resultados pelo ajuste do modelo.

3.3.1. Pré-Processamento dos dados

Esta fase procura “simplificar o problema a tratar sem excluir ou danificar informagdo
importante para a modelacdo e entendimento do problema” (Bagdo, 2006, p. 41). Assim,

procura reduzir o espaco de input, por norma elevado, utilizando no modelo apenas aqueles
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que, ou através da experiéncia ou da sua anadlise, possuam melhores capacidades

descriminantes no processo de DCBD

Varidvel N2 de opcoes % de omissos Minimo Mdximo Meédia Desvio padrdo
CAUSA 17

COD_DIAGNOSTICO 2365

COD_EFR 259

CONCELHO 310

DATA_ADMISSAO_URG

DATA_SAIDA

DESTINO 11

DIAGNOSTICO 2128 93.6

DIA_ADMISSAO_SEMANA_URG 7

DISTRITO 30

DURACAO_PROC_TRIAGEM 0.0 01:04:00 00:02:12 00:01:36
EFR 258

ESPEC_ATENDIMENTO 20

ESTADO_CIVIL 4 38.5

ESTADO_CRONICO 25 96.7

FLUXOGRAMA 57

FREGUESIA 2784

HABILITACAO 12 93.3

HORAS_PERMANENCIA 0.0 23:59:00 05:03:03 05:04:10
HORA_ADMISSAO_URG 0.0 23:59:59 13:56:43 05:40:23
HORA_ATENDIMENTO_ESPECIALIDADE 0.0 23:59:59 13:54:21 06:13:06
HORA_SAIDA 0.0 23:59:59  13:43:08 06:45:18
IDADE_ADMISSAO 0.0 115 54.2 21.1
MES_ADMISSAO 12

NACIONALIDADE 197

PERIODO_ADMISSAO_HORA 4

PERIODO_EPIDEMICO_GRIPE 2

PRIORIDADE 6

PROFISSAO 893 75.3

PROVENIENCIA 8

REALIZACAO_MCDTS 2

SEXO 2

SINTOMAS 6

TEMPO_ESPERA_TRIAGEM 0.0 23:30:00 00:11:42 00:13:53

Quadro 1 —Resumo estatistico das varidveis presentes no modelo de analise

3.3.1.1. Variavel dependente.

A variavel dependente, de natureza binaria, foi construida a partir da varidvel prioridade, a
qual se encontra subdividida em 6, tal como definido na triagem de Manchester. Deste modo,
de acordo com este processo de priorizacdo da atividade assistencial, as cores branca, azul e
verde, foram consideradas como situacdes ndo urgentes!®, ou seja, falsas urgéncias e por isso

codificadas como 1. As restantes cores, assumiram o valor de 0.

3.3.1.2. Valores omissos

Intuitivamente observa-se, através de uma primeira andlise das varidveis presentes no ficheiro,
a existéncia de 5 variaveis com elevadas percentagens de valores omissos, os quais péem em

causa a sua utilizagdo no modelo de analise a implementar. Encontram-se nestes casos a

Conforme o préprio processo de triagem cataloga.
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variaveis: DIAGNOSTICO (93,6%), ESTADO_CRONICO (96,7%), HABILITACAO (93,3%),
PROFISSAO (75,3%) e ESTADO CIVIL (38,5%).

3.3.1.3. Outliers

Algumas variadveis dispéem de um elevado numero de opgdes (n.2 de levels), contendo, muitas
vezes, pequenos volumes de registos, e que por isso podem ser considerados outliers. Nestes
casos, optou-se pela agrega¢do, normalmente através da inclusdo na categoria outros, desses
valores. Esta agregacdo foi sempre guiada pela preocupagdo em garantir que ndo
representasse perca de informacdo em relagdao aos dados originais. Este tratamento afetou as
seguintes variaveis: REP_PROVENIENCIA; REP_NACIONALIDADE; REP_FREGUESIA;
REP_FLUXOGRAMA; REP_ESPEC_ATENDIMENTO; REP_EFR; REP_DESTINO; REP_CAUSA e IDADE

Foi ainda, fixado o limite de 100 anos para a variavel idade, descartando-se todos os episddios
qgue apresentassem valores superiores a este limite. Igualmente, rejeitaram-se 1189 registos
na varidvel EFR porque continha dados erradamente catalogados como “agressées”. Para além
destes, eliminaram-se outros referentes a outras varidveis igualmente erradamente registadas.
Deste modo, foram excluidos dos 2621 dos 767.384 episddios de urgéncia presentes nos dados

disponibilizados.

3.3.1.4. Transformagao de varaveis

Para aumentar o poder explicativo de algumas das varidveis e, simultaneamente, diminuir o
seu espaco de input, procedeu-se ao seu agrupamento sob a forma de classes ordinais.
Genericamente, o melhor método para proceder a este agrupamento consiste na divisdo das
classes de acordo com os quantis. Porém, apds essa divisdo optou-se por realizar outra had-
hoc, ja que apresentava melhor poder discriminativo. Esta tarefa foi levada a cabo nas
variaveis intervalares: idade_admissao; duracao_proc_triagem; horas_permanencia e

tempo_espera_triagem. (ver anexo Il

Finalmente, houve a necessidade de, a medida que se exploravam os dados, se criarem as
seguintes variaveis dummy: MES_ADMISSAO, PERIODO_ADMISSAO_HORA, intuito de diminuir
o espago de input presente na varidvel original e PERIODO_EPIDEMICO_GRIPE. No fim, o
ficheiro comtemplou 34 varidveis, incluindo aquela que assumiu a fungdo de varidvel

dependente, ou seja, a PRIORIDADE.
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3.4. ANALISE DESCRITIVA

Entre 01.01.2012 e 31.12.2016, perto de 50% dos episddios registados no servico de urgéncia

eram falsas urgéncias.

NOME VARIAVEL FREQ. 1 % FERQ. FREQ. 2 % FREQ. 2
1
CAUSA Doenga 84.01 Acidente pessoal 6.08
CONCELHO Lisboa 61.52 Loures 12.76
DESTINO Exterior nao 36.64 Ars/centro de saude 32.32
referenciado
DIA_ADMISSAO_SEMANA_URG Seg 15.88 Ter 14.59
DISTRITO Lisboa 86.17 Setubal 5.25
EFR Servico nacional de 82.31 Adse-sns 5.54
saude
ESPEC_ATENDIMENTO Ug medicina 46.59 Ug cirurgia geral 17.51
interna
FLUXOGRAMA Indisposi¢do no 14.20 Problemas nos 12.25
adulto membros
FREGUESIA Marvila 9.81 Arroios 8.66
MES_ADMISSAO Jul. 8.65 Mai. 8.57
NACIONALIDADE Portugal 89.71 Brasil 1.94
PERIODO_ADMISSAO_HORA 08:00-13:59 36.19 14:00-19:59 34.95
PERIODO_EPIDEMICO_GRIPE 0 83.72 1 16.27
PRIORIDADE 4 verde 47.19 3 amarelo 43.62
PROVENIENCIA Exterior 86.69 Hospitais SNS 7.64
REALIZACAO_MCDTS 0 90.27 1 9.72
SEXO M 53.22 H 46.77
SINTOMAS Outros 99.10 Sindrome gripal 0.77
Tabela 3 — Resumo estatistico das varidveis nominais
NOME VARIAVEL MEDIA  DESVIO PADRAO  MINIMO  MEDIANA MAXIMO
DURACAO_PROC_TRIAGEM ‘ 00:02:00 00:01:00 0 00:02:00 01:04:00
HORAS_PERMANENCIA | 05:03:00 05:04:00 0 03:17:00 23:59:00
IDADE_ADMISSAO ‘ 54 21 0 54 115
TEMPO_ESPERA_TRIAGEM ‘ 00:11:00 00:13:00 0 00:08:00 23:30:00

Tabela 4 - Resumo estatistico das variaveis numéricas

De acordo com o anexo ll, os episddios de urgéncia considerados como falsas urgéncias

ocorridas no CHLC, detém as seguintes particularidades: verificam-se em ambos os géneros,

embora com uma pequena predominancia para as mulheres (53,3%). Estes episddios sao,

quase exclusivamente, desencadeados por cidaddos nacionais (89,7%), em média com 54 anos,

e residentes no concelho de Lisboa (61,6%), sendo 71% oriundos da sua area de influéncia

direta com especial incidéncia em 4 freguesias (Marvila, Arroios, Olivais e Penha de Franca).
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Esta proximidade geografica encontra-se em consonancia com os estudos desenvolvidos por
Sarver et al., (2002), no qual o tempo de viagem, o acesso quase imediato e a localizagdo do

servico de urgéncia desempenham um papel fundamental para estimular a sua procura.

Este tipo de utente da entrada no servico de urgéncia através da autorreferenciacdo (91%) das
ocorréncias. Apesenta também a doenca, com 86%, como a principal causa para a procura do

servigo, sendo esta financiada sobretudo pelo SNS.

Em 75% das vezes, com maior intensidade no periodo da manha (08:00-13:59), deslocam-se
entre as 08:00 e as 20:00, isto é, durante o periodo de funcionamento dos cuidados de saude

primarios.

Com excecdo do fim de semana, dias em que se registam menores afluéncias, o resto da
semana apresenta, com uma ligeira inclinacdo para a segunda feira, com 16%, um
comportamento relativamente estavel, isto é, nos restantes dias Uteis a afluéncia é quase
idéntica. Embora ndo haja grandes oscilacbes em relagdo ao més, denota-se que,
contrariamente ao que normalmente se perceciona, os meses de inverno sdo os que registam
menor afluéncia, razdao pela qual apenas 15% das ocorréncias se registam durante o periodo

epidémico da gripe. Estes resultados sdo semelhantes aos encontrados por Baker (2015).

Durante o processo de triagem, atividade de curta duragdo (2 minutos), o utente apresenta,
quase sempre, uma sintomatologia difusa (99%). Desta forma, torna-se natural que o
fluxograma mais percorrido se relacione com problemas nos membros, ja que este representa

ocorréncias comuns e, raramente, um caso de perigo de vida (GPTM, 2010).

Apods ser triado, aguarda, em média 12 minutos, até ser atendido por um especialista de
medicina interna (45%). Em 93% das ocorréncias, o médico ndo prescreve a necessidade de
realizar qualquer MCDT, acabando por, em 82% das situagdes, encaminhar o utente ou para o
exterior ndo referenciado (49%) ou para os cuidados de saude primarios (33%). Em média, um

episodio de falsa urgéncia implica uma permanéncia no servigo de urgéncia de 03h54m.
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3.4.1. Importancia das Variaveis
@' Results - Node: StatExplore_3 Diagram: PREVISAO_FALSAS_URGENCIAS

File Edt View Window
ElR & &
Table: Variable Worth
REP_PRIORIDADE REP_FLUXOGRAMA 1 0.059264
REP_PRIORIDADE REP_REALIZACAD_MCDTS 2 0.041507
REP_PRIORIDADE REP_DESTINO 3 0.039707
REP_PRIORIDADE GRP_HORAS_PERMANENCIA 4 0.035351
REP_PRIORIDADE REP_ESPEC_ATENDIMENTO 5 0.029027
REP_PRIORIDADE GRP_DURACAO_PROC_TRIAGEM 6 0.019804
REP_PRIORIDADE REP_PROVENIENCIA 7 0.012259
REP_PRIORIDADE REP_PERIODO_ADMISSAO_HORA 8 0.010438
REP_PRIORIDADE REP_CAUSA 9 0.004022
REP_PRIORIDADE GRP_TEMPO_ESPERA_TRIAGEM 10 0.001208
REP_PRIORIDADE REP_EFR 1" 0003324
REP_PRIORIDADE REP_DIA_ADMISSAO_SEMANA_ . 12 0002877
REP_PRIORIDADE REP_NACIONALIDADE 13 0002184
REP_PRIORIDADE REP_MES_ADMISSAO 14 0002124
REP_PRIORIDADE GRP_IDADE_ADMISSAO 15 0001092
REP_PRIORIDADE REP_PERIODO_EPIDEMICO_GRI... 16 6.757E-6
REP_PRIORIDADE REP_SEXO 17 1.979E-6

Figura 11 — Hierarquizacgdo das varidveis por grau de importancia para a varidvel dependente

De acordo com o programa SAS EM, 14.2, a varidvel independente que assume maior valor
explicativo para a ocorréncia de episddios de falsas urgéncias por parte da populagdo da area

de influéncia direta do CHLC prende-se com a varidavel REP_FLUXOGRAMA.

3.5. MODELACAO DESCRITIVA

3.5.1. clusters

Antes de realizarmos a modelagdo preditiva, procedeu-se a analise de clusters, ja que estes
permitem conhecer eventuais relagdes entre os dados e assim, criar, através de uma
modelagdo exploratdria multivariada dos dados, grupos homogéneos, utilizando para tal
critérios de similaridade ou dissimilaridade entre elas e que podem ser uteis na compreensao

do fendmeno em estudo (Jain, 2010).

Os métodos de construcdo de clusters podem ser hierarquicos -obrigam ao cdlculo de uma
matriz de semelhanca/distancias- ou ndo-hierarquicos -aplicam-se diretamente sobre os dados
originais, partindo de uma prévia reparticdo inicial dos individuos por um nimero de grupos

pré-definido.

Essencial neste método sdo a consideracdo do n.2 de clusters a estabelecer. Para auxiliar nesta
tarefa o SAS EM 14.2 possibilita duas opgdes: i) definir um nimero fixo de clusters que se quer

atingir, ii) o programa encontra o niumero de clusters étimo.
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O método de selegcdo do numero de clusters utilizado no ambito do presente trabalho
obedeceu a um método hierarquico, o qual incorpora também algumas caracteristicas do
método k-meanss. Trata-se do método de Ward. Este método ndo utiliza as distancias entre
clusters para os combinar, procura antes agregar clusters para que a variabilidade dentro de

cada um aumente o menos possivel.

Para a determinacdo do n.2 de clusters, ao invés de se especificar um numero prévio,
selecionou-se a opg¢ao de automatico, isto é, o programa estabeceleu o niumero de clusters

o6timo.

Number Clustering
of Cubic
Obs= Clusters Criterion
1 15 384,195

Figura 12 - N.2 de clusters presentes nos dados

Resultou assim, conforme patente na imagem supra, na formacdo de 15 clusters com a

distribuicdo confome o gréfico infra.

9
10 3,6

39,59

I NICRTY |

Gréfico 2 - Proporgdo de individuos presentes em cada um dos clusters
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Porém, apenas 4 representam cerca de 98% do universo, ou seja, os restantes 11 detém uma
representatividade extremamente residual. Os mais representativos sdo o n.2 10 (39,5%),

seguido pelo n.2 2 (34,6%), em terceiro o n.2 12 (16%)e o quarto o n.2 9 (8,6%).

Dimensian 2

Dimension 1
Figura 13- Visualizacdo das distancias entre clusters

O cluster n. 10 assume-se como o mais central ja que gravita na sua préximidade os cluters n.2
2, 4,9 e 12, responsaveis por 60% do universo, pelo que o cluster 10 e estes representam

99,9% do total.

O cluster 10 detem as seguintes especificidades: ocorréncias autorreferenciadas, quase todos
desencadeados por cidaddos nacionais e financiados pelo SNS. As mulheres, com uma ligeira
diferencga, constituem o género mais representativo. Em termos de idade, a classe entre os 55
ou mais anos constituem, com 48%, a principal faixa etdria, sendo que a populagdo acima dos
75 anos representam 24%. Apresentam-se nos servicos de urgéncia em qualquer més, mas
apenas em 3,4% durante os meses de janeiro ou fevereiro, isto é, quando ocorre o maior pico
do inverno. Destarte, quase todos os individuos deste cluster acorrem as urgéncias fora do

periodo epidémico de gripe. na sua maioria ndo realizam qualquer MCDT (85%).

O processo de admissdo a urgéncia ocorre em qualquer um dos dias Uteis da semana, havendo
uma ligeira preferéncia pela segunda e terca e entre as 08:00:00 e as 19:59:59. Uma vez no
servico de urgéncia, o tempo de espera para a triagem implica uma demora até seis minutos e
cinquenta e nove segundos. J& o processo de triagem demora, em 62%, entre um e dois

minutos. Uma vez atendido pelo pessoal médico, em 62% das vezes é observado por um
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especialista em medicina interna, constituindo a doenga (88%) a principal causa, pelo que os
principais fluxogramas utilizados sdo o “outro” (8%) e a “indisposicdo no adulto” (20%). Em
100% das ocorréncias, o especialista ndo vé a necessidade de realizar qualquer MCDT. Depois
de, em 71%, das admissGes ter permanecido no servico de urgéncia entre a uma a seis horas,
tem como destino, em 83%, o exterior ndo referenciado (29%), a referenciacdo para os CSP

(34%) ou o internamento (20%).

O cluster 2, comungando de varias das caracteristicas presentes no cluster 10, alids o cluster
gue lhe estd mais proximo, apresenta as seguintes diferencas: exclusivamente desencadeados
por cidadaos nacionais. Todos os individuos deste cluster acorrem as urgéncias fora do periodo
epidémico de gripe e ndo realiza qualquer MCDT. Embora, uma vez atendido pelo pessoal
médico seja, tal como o cluster 10, a ser observado por um especialista em medicina interna,
também recorre a outros tal como a oftalmologia ou ortopedia. Os principais fluxogramas
utilizados sdo “problemas nos membros” (20%) e os “problemas oftalmoldgicos” (14%). Depois
de, em 70%, das admissGes ter permanecido no servico de urgéncia entre a uma a seis horas,
tem como destino em 83% o exterior ndo referenciado (54%) ou a referenciagdo para os CSP

(29%).

Ja o cluster 12 detém as seguintes carateristica distintas do cluster 10: desencadeados por
nacionais em conjunto com 6% de estrangeiros, sobretudo da CPLP e em 13% financiados por
seguros privados ou similares. Tal como os clusters 2 e 10, as mulheres, com uma ligeira
diferenca, constituem o género mais representativo. Em termos de idade, a classe entre os 55
ou mais anos constitui, também, a principal faixa etaria. Apresentam-se nos servicos de
urgéncia durante o periodo de inverno, com particular incidéncia nos meses de janeiro e
fevereiro (84%). Apesar de todos os individuos deste cluster acorrerem as urgéncias durante o

periodo epidémico de gripe, na sua maioria ndo realiza qualquer MCDT (83%).

O processo de admissao é similar aos clusters 10 e 2 nas dimensdes tempos e espago. Uma vez
atendido pelo pessoal médico, em 66% das vezes é observado por um especialista em
medicina interna ou de cirurgia geral, constituindo a doenga (85%) a principal causa, pelo que
os principais fluxogramas utilizados sdo: a “indisposicdo no adulto” (16%), “problema nos
membros” (12%), “dor toracica” ou a “dispneia”, ambas com (7%). Em 83% dos episddios o
especialista ndo vé a necessidade de realizar qualquer MCDT. Depois de, em 25% das
admissOes ter permanecido no servico de urgéncia entre a uma a seis horas tem como destino,
em 76%, o exterior ndo referenciado (33%), a referenciagdo para os CSP (31%) ou o

internamento (12%).
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Finalmente, o cluster 9 caracteriza-se pelos seguintes elementos diferentes dos restantes:
ocorréncias desencadeadas por cidaddos estrangeiros, sobretudo da CPLP (41%) e em 14%
financiados por seguros privados ou similares. Neste cluster os homens, com uma ligeira
diferenga (52%), constituem o género mais representativo. Ao contrdrio dos outros 3
analisados, 47% da populagdo tém uma idade relativamente baixa, isto é, até aos 34 anos.
Apresentam-se nos servicos de urgéncia em qualquer més, com particular incidéncia nos
meses da primavera ou verao. Destarte, estes individuos ndo acorrem as urgéncias durante o

periodo epidémico de gripe e, na sua maioria (93%), ndo realiza qualquer MCDT.

O processo de admissdo a urgéncia ocorre de modo similar aos anteriores clusters, diferindo
apenas no tempo de espera para a triagem com uma demora até 14 minutos e cinquenta e
nove segundos. J& o processo de triagem demora, na maioria dos casos, entre um e dois
minutos. Uma vez atendido pelo pessoal médico, em 62% das vezes é observado por um
especialista em medicina interna ou de cirurgia geral, constituindo a doenga (83%) a principal
causa, pelo que os principais fluxogramas utilizados sdo a “indisposi¢do no adulto” (13%),
“problema nos membros” (12%) ou “problemas oftamolégicos” (7%). Em 93% das situagdes o
especialista ndo vé a necessidade de realizar qualquer MCDT. Depois de em 25% das
admissOes ter permanecido no servico de urgéncia entre a uma a seis horas, tem como

destino, em 73%, o exterior ndo referenciado (41%) ou a referenciacdo para os CSP (32%).

Ora, com o recurso a técnica de clusterizagdo torna-se claro que nos encontramos em
presenca de uma populacdo muito homogénea, pelo que as dissemelhancas, necessarias a

clusteriacdo, resultam de pequenas diferencas entre si.

3.6. MODELO PREDITIVO

Antes de proceder a operacionalizagdo do modelo de andlise, definiu-se o tamanho do
conjunto de dados de treino e de validagdo. No presente caso essa reparti¢ao foi a seguinte, ja

que se optou por ndo reservar qualquer valor para o conjunto de teste.

Conjunto de treino — 70% conjunto de validacdo - 30%

Conjunto de dados — 100%

Figura 14— Reparti¢cdo dos dados entre conjunto de treino e de validagao
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3.6.1. Seleg¢do do método a aplicar

Nesta fase define-se quais o(s) algoritmo(s) a ser(em) aplicado(s) aos dados. Caso se pretenda
desenvolver um modelo preditivo, torna-se complexo definir qual o algoritmo a utilizar, ja que
nenhum algoritmo é étimo para todas as aplicaces (Kibler & Langley, 1988) (Dietterich, 1997)
(Schaffer, 1994). Apesar de haver bastante producdo cientifica a fim de relacionar o algoritmo
de aprendizagem com a natureza do problema a ser resolvido, ainda ndo é possivel encontrar
tal conexdo (Michie et al., 1994). Uma possivel solugdo, consiste na combinagdo dos resultados

de varios classificadores em vez de selecionar um unico classificador.

Para responder ao objetivo do presente trabalho, decidiu-se utilizar o algoritmo das arvores de
decisdo ja que estas sdao conhecidas pela sua precisdo e robustez e facilidade de visualizacdo e
interpretacdo (Quinlan, 1986) (Lewis, 2000). Deste modo, foram construidas 3 arvores de

decisdo para responder as questdes a) e b) antes definidas na seccdo dos objetivos.

A primeira, através da sele¢do e poda automadtica das varidveis presentes nos dados da
urgéncia geral do CHCL, EPE, ja que este método é capaz de medir a importancia das varidveis
para um determinado conjunto de dados (Breiman, 2001). Deste modo, estas arvores podem
ser utilizadas como modo de selecdo das variaveis mais relevantes para poderem ser utilizadas

em modelos de arvores de decis3o posteriores®’.

A segunda, com as varidveis resultantes da andlise das tabelas de contingéncia e do coeficiente
de correlagdo, como metodologia para diminuir o espagco de input, tentando desse modo

melhorar o desempenho da arvore.

Finalmente, a terceira foi construida a partir da selecdo das variaveis resultantes da percec¢do
empirica®® manifestada por interlocutores com fun¢des de gestdo ou de prestacdo de cuidados

de saude, sobre o fendmeno em andlise (Peck et al., 2012).

O algoritmo escolhido foi o C4.5, da autoria de Quinlan é uma evolucdo do ID3. Em 2008, foi
considerado como um dos 10 melhores algoritmos!® de data mining. Como antes referido,

entre as melhorias encontra-se o facto de lidar com atributos continuos e discretos ou com

7 https://www.ncbi.nlm.nih.gov/pmc/articles/PMC4466856/pdf/sap-27-02-130.pdf

18 Recolhida através de consulta de entrevistas publicadas em jornais, tais como:
https://observador.pt/especiais/enchente-nas-urgencias-hospitalares-porque-e-que-isto-se-repete-e-
como-se-resolve/ ; https://observador.pt/explicadores/caos-nas-urgencias-o-que-se-esta-a-passar-nos-
hospitais-
portugueses/#%C3%89%20assim%20tod0s%200s%20anos?%200u%20este%20an0%20est%C3%A1%20
particularmente%20mais%20grave?

1 Top 10 algorithms in data mining. Knowledge and Information Systems. 14.
10.1007/s10115-007-0114-2.
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dados com atributos incompletos. Para efeitos da poda, o C4.5 retrocede pela arvore quando
esta é criada e tenta remover ramificacbes que ndo ajudam no processo de decisdo,

substituindo estes ramos por nés folha.
Pseudo cédigo do algoritmo:

1- Verificar por casos basicos acima;

2- Para cada atributo A;
1- Encontrar a razao do ganho da informagdo normalizado pelo particionamento em

A

3- Seja A_maior o atributo com maior ganho da informacgao normalizado;

4- Crie um né de decisdo que particiona o conjunto de dados em A_maior;

5- Repetir nos subconjuntos obtidos através da divisdo em A_maior e adicione esses nds
como filhos de né.

Splitting Rule

 {Interval Target Criterion Variance
Mominal Target Criterion Entropy
Interval Bins 100
Minimum Distance 0.01
Significance Level 0.z
Bonferrani Mo
Missing Values Largest
Use Input Once MNo
Maximurm Branch 2
Maximum Depth 10
Minimum Categorical Size 5

i eaf Size 5

'-Eirrogate Rules ii

| {icreate Validation Mo
Validation 0.15
Partition Seed 12345

+Exhaustive Search Comparisons (500000

tFast Search Comparisons 1000000
Subtree Method 4,5
Selection Method Automatic
Confidence 0.25
Mominal Target Assessment Entropy
Minimum Subtree Mo
Assessment Threshold Value 1.0
Mumber of Leaves 1
Cross Validation Folds 10
Cross Validation Seed 12345

Figura 15 — Parametros comuns as 3 arvores de decisdo
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3.6.2. Resultados

3.6.2.1. Arvore decisdo #1

Figura 16 — Estrutura da arvore de decisdo # 1

A taxa de erro de classificacdo nesta arvore foi de 0, 30316 no conjunto de validacdo. Para

melhor detalhe aconselha-se a visualizacdo desta drvore no anexo V.

3.6.2.1. Arvore decisio #2

Selec¢ao das varidveis

Atendendo ao elevado n? de varidveis consideradas como as mais determinantes para a
explicacdo das falsas urgéncias (17), torna-se fundamental procurar reduzir o seu nimero com
o fito de estabelecer um modelo o mais eficiente possivel. Atendendo a natureza das variadveis
em presenca, quase todas de carater nominal, socorremo-nos da analise das tabelas de
contingéncia. No entanto, foram empregues ainda modelos de correlagbes para as varidveis

intervalares.

Em relacdo as tabelas de contingéncia, procurou-se testar, através do qui-quadrado, a
independéncia entre varidveis nominais. Este teste permite testar a independéncia entre duas
variaveis, isto é, inferir sobre a existéncia ou inexisténcia de relagao entre as elas. Caso o valor
do teste seja inferior ao de p, normalmente fixado em 0,05, rejeita-se a hipdtese de
independéncia (HO ou hipdtese nula) e assume-se a dependéncia das varidveis em analise, isto

é, H1, também apelidada de hipdtese alternativa.
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Iremos, portanto, recorrer a métodos estatisticos ndo-paramétricos, ja que se afigura como o
mais apropriado para empregar em testes nos quais ndo se conhece bem a distribuicdo da
populacdo e dos seus parametros. Nesta esteira, os “métodos ou testes ndo paramétricos” nao
visam testar ou estimar parametros de uma dada distribuicdo, mas sim estudar o ajustamento
de certas funcbGes aos dados, averiguar a independéncia ou comparar duas ou mais

distribuicdes (Oliveira, T., 2004).

Para realizar estes testes, utilizou-se o comando proc freq com a seguinte estrutura:

ods graphics on;

proc freq data=EMWS2.META_TRAIN ORDER=FREQ;
table variavell* variavel2 /chisq;

run;

ods graphics off;

Deste modo, a tabela ordenou a apresentacdo dos dados de acordo com a frequéncia das

observagdes
Variaveis Teste )?
REP_FLUXOGRAMA / REP_REALIZACAO_MCDTs <.0001
REP_FLUXOGRAMA / REP_CAUSA <.0001
REP_FLUXOGRAMA / REP_ESPEC_ATENDIMENTO <.0001
REP_REALIZACAO_MCDTs / REP_DESTINO <.0001
REP_PROVENIENCIA / REP_DESTINO <.0001
REP_PERIODO_ADMISSAO_HORA / REP_REALIZACAO_MCDTs <.0001
REP_PERIODO_ADMISSAO_HORA / REP_PROVENIENCIA <.0001
REP_DIA_ADMISSAO_SEMANA_URG / REP_PERIODO_ADMISSAO_HORA | <.0001
REP_CAUSA / REP_REALIZACAO_MCDTs <.0001
REP_NACIONALIDADE / REP_EFR 0.0210
REP_SEXO / REP_CAUSA 0.7196
REP_ PERIODO_EPIDEMICO_GRIPE / REP_REALIZACAO_MCDTs <.0001
<.0001

Tabela 5 — Valor obtido no teste do qui-quadrado

Com excecdo para as relacdes entre as varidveis REP_SEXO /REP_CAUSA e
REP_NACIONALIDADE/REP_EFR, cujo valor de obtido no teste do qui-quadrado, é > ao valor de
p, pelo que demonstram ser independentes entre si, todas as outras relagées entre variaveis,
ao apresentarem valores < ao valor de p, demonstram o contrario, isto é, sdo dependentes

entre si.
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J& em relagdo as varidveis GRP_HORAS_PERMANENCIA, GRP_DURACAO_PROC_TRIAGEM e

GRP_TEMPQO_ESPERA_TRIAGEM, sendo de natureza numérica foram agrupadas em classes

ordinais, tendo-se testado a sua corelacdo com base no coeficiente de correlagdo de

Spearman.

GRP_HORAS_PERMANENCIA
Grouped: HORAS PERMANENCIA

GRP_DURACAO_PROC_TRIAGEM
Grouped: DURACAO_PROC_TRIAGEM

GRP_TEMPO_ESPERA_TRIAGEM
Grouped: TEMFPFO_ESPERA TRIAGEM

GRP_HORAS _
PERMANENCIA

1.00000
0.24996
<.0001

0.04924
<.0001

GRP_DURACAQ_
PROC_TRIAGEM

0.24996
<.0001

1.00000

0.00634
<.0001

GRP_TEMPO_
ESPERA_
TRIAGEH

0.04924
<.0001

0.00634
<.0001

1.00000

Figura 17 — Output do coeficiente de correlagdo de Spearmam para as variaveis de classe

A correlacdo existente entre as varidveis é pouco expressiva. Contudo, a luz da experiéncia,

decidiu-se ndo incluir a varidvel GRP_TEMPO_ESPERA TRIAGEM porque, para além de deter o

menor valor de importancia das trés varidveis, encontra-se, de algum modo, refletido no

tempo de duracdo do episddio de urgéncia, vertido na variavel GRP_HORAS_PERMANENCIA.

Atendendo a estes resultados, as varidveis selecionadas para incluir no modelo das arvores de

decisdo foram as seguintes: REP_FLUXOGRAMA; REP_DESTINO GRP_IDADE_ADMISSAO;

GRP_HORAS_PERMANENCIA;

REP_CAUSA;

REP_PERIODO_ADMISSAO_HORA,;

GRP_DURACAO_PROC_TRIAGEM e REP_REALIZACAO_MCDTS.
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Figura 18 — Estrutura da arvore de decisao # 2

A taxa de erro de classificagdo nesta drvore foi de 0,315433 no conjunto de validagdo. Também

esta arvore pode ser vista com maior detalhe no anexo V.

3.6.2.2. Arvore de decisdo # 3

A arvore n.2 3 resulta da recolha da percecao empirica sobre razdes para a existéncia das falsas
urgéncias, manifestadas por pessoas com funcdes de direcdo e/ou de realizacdo de trabalho
nas unidades prestadoras de cuidados de salde. Nestes termos, foram selecionadas as
seguintes varidveis para incluir no modelo das arvores de decisdo: REP_DESTINO;
GRP_HORAS_PERMANENCIA; REP_PERIODO_ADMISSAO_HORA; REP_CAUSA;
REP_PROVENIENCIA; REP_REALIZACAO_MCDTS; REP_PERIODO_EPIDEMICO_GRIPE;
REP_MES_ADMISSAO e REP_FREGUESIA.
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Nesta drvore a taxa de erro na classificagdao no conjunto de validagao foi de 0,356939, pelo que
apresenta a maior taxa de erro das trés drvores. Também esta arvore, tal como as anteriores,

pode ser vista com maior detalhe no anexo V.

3.6.3. Sele¢ao da arvore de decisao

Apds andlise das trés arvores de decisdo, constata-se que a primeira apresenta o menor valor
da taxa de erro associado a classificacdo das falsas urgéncias, pelo que, naturalmente, sera a
escolhida como a que melhores resultados. Esta taxa (misclassification rate) consiste na

percentagem de previsdes erradas da arvore de decisdao e é util, sobretudo, quando estamos

em presenca de decisdes bindrias.

N.2 de - A . -
regras Importancia- | Importancia- Racio
Nome variavel & conj. con,j. Importancia
de treino validagao Validagdo / Treino

divisao
REP_FLUXOGRAMA 33 1 1 1
REP_DESTINO 17 0,676033151 |0,687581833 1,017083012
REP_ESPEC_ATENDIMENTO 34 0,365344612 |0,37201284 1,018251886
GRP_DURACAO_PROC_TRIAGEM 22 0,286765039 |0,282984861 0,986817855
REP_CAUSA 15 0,285116992 |0,281023387 0,985642368
GRP_HORAS_PERMANENCIA 25 0,234877667 |0,230713447 0,982270683
REP_PROVENIENCIA 17 0,20419902 0,193200972 0,946140544
REP_PERIODO_ADMISSAO_HORA 17 0,162519068 |0,147546732 0,907873358
REP_REALIZACAO_MCDTS 4 0,06655707 0,059084307 0,887723979
REP_FREGUESIA 19 0,054997378 |[0,01835382 0,333721726
REP_MES_ADMISSAO 16 0,049778477 |0,019866956 0,399107353
REP_DIA_ADMISSAO_SEMANA_URG 13 0,043091508 |0,022864343 0,530599734
GRP_IDADE_ADMISSAO 9 0,033932884 |(0,005410488 0,159446758
GRP_TEMPO_ESPERA_TRIAGEM 3 0,020190836 |0 0
REP_PERIODO_EPIDEMICO_GRIPE 2 0,014468074 |0,016431557 1,135711426
REP_EFR 1 0,009292631 |0 0
REP_SEXO 1 0,00105973 0 0
REP_NACIONALIDADE 0 0 0 0

Tabela 6 — Varidveis mais importantes presentes na arvore de decisdo # 1

Como se pode observar no quadro supra, entre todas as varidveis utilizadas no modelo, apenas
3 apresentam valores de importancia por nés considerados relevantes (>= 0,3), ou seja, as

variaveis mais importantes para caraterizar os episddios de falsas urgéncias ocorridos pelos
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habitantes da area de influéncia direta do CHLC, encontram-se relacionadas com o fluxograma

utilizado no servigo de urgéncia, a especialidade e o destino.

0000.0750,1400.1950 2000235

!_l_|
iy gy
-
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=

Figura 20 — Fluxo da érvoe de decisdo # 1
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O fluxo em destaque tem, no seu primeiro ramo, uma probabilidade de ocorrer em 69% dos
episodios. A varidvel fluxograma constitui-se como a raiz na divisdo da arvore. O primeiro ramo
é composto pelo destino, o segundo, novamente o fluxograma, o terceiro a especialidade, o
quarto, novamente, o fluxograma. O quinto as horas de permanéncia e o ultimo, o periodo de
admissdo. Ja o fluxo do lado direito, em que o primeiro ramo dispée de uma probabilidade de
31% de ocorrer apresenta o seguinte fluxo: fluxograma, destino, causa, proveniéncia, duracao

processo de triagem, especialidade de atendimento.

3.6.3.1. Poda da drvore

O algoritmo, ao funcionar em modo recursivo, divide continuamente os dados do conjunto de
treino em subconjuntos até que estes estejam completamente puros. No entanto, esta tarefa
de divisdo permanente pode originar uma subdivisdo excessiva dos nds até que, no limite,
contenham apenas uma observacdo. Ora, neste caso, este fendmeno conhecido como
overfitting, situacdo que dificulta a criacdo de regras generalizaveis, é necessario efetuar a
poda da arvore. Para podar, o algoritmo simula, num processo repetido, a remocdo de todos
os nos, para depois escolher qual o nd que ird ser “podado”, pelo que, medindo a performance
no conjunto de validacdo é possivel perceber qual o né que, quando removido, traz uma maior

melhoria na performance da arvore.

= Subtree Assessment Plot (=R

Misdassification Rate ~

0504

0454

040+

0354

Nurnker of leaves = 24
Training: Misclassification rate = 0.300501
Walidation: Misclassification rate = 0.303103

0304

T T T T
0 200 400 500 800
Number of leaves

Training:Misclassffication rate

|
Gréfico 3 - Subtree Assessment Plot — identificacdo do numero ideal de folhas

Validation rate |
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Conforme se observa na imagem supra, a poda da arvore, com recurso ao algoritmo C4.5
presente no software utilizado — SAS EM 14.2, foi realizada a partir da 241.2 folha, isto é, o

algoritmo deixa de ter incrementos de performance.

Matriz de confusao

Na drea da saude o custo de uma decisdo clinica pode traduzir-se num resultado tragico, razao
pela qual se torna essencial avaliar o desempenho do classificador enquanto capaz de
reconhecer os verdadeiros positivos, os falsos positivos, os verdadeiros negativos e os falsos

negativos.

A matriz de confusdo consiste numa técnica de visualizacdo, composta por 4 eixos, onde
consta os verdadeiros positivos (VP) os verdadeiros negativos (VF), os falsos positivos (FP) e os
falsos negativos (FN). A partir destes é possivel calcular varias medidas com vista a qualificacdo
do grau de desempenho do classificador em causa. Entre essas medidas encontram-se a
“accuracy” obtida pela férmula [(VP+VN)/N] que estabelece a taxa de classificagBes corretas. A
sensibilidade indica a proporg¢do de individuos com teste positivo na populagdo em estudo e
gue possuem a doenca, dada pela seguinte formula [VP/(VP+FN)] e a especificidade estabelece
a proporcdo de individuos com teste negativo na populacdo em estudo e que ndo possuem a

doenca [VN/(VN+FP)].

Indicador Conj. Treino Conj. Validagao
“Accuracy” 0,6995121 0,696840132
Sensibilidade 0,703313786 0,699597766
Especificidade 0,695766803 0,694123347

Tabela 7 — Valores observados pela arvore de decisdo # 1

Denota-se que, em face das caracteristicas da populagdo em estudo, que a diferenga entre a
sensibilidade e a especificidade é muito pequena, realidade que indiciar o facto de estarmos
em presenga de um universo muito homogéneo e, por isso, onde as diferengas sdo subtis. Por
outro lado, estes valores de especificidade podem ser problematicos em contexto da saude
porquanto revelam que em 30% das situa¢des pode-se estar a classificar como falsa situagdes

que constituem verdadeiras urgéncias.
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3.6.4. Random forest

No presente trabalho foram ainda testados outros algoritmos de classifica¢do, tais como o

gradient boost, as redes neuronais, o support vector machine e o random forest. Este ultimo,

com uma taxa de erro de 0.298487, apresenta o melhor desempenho, o que vai ao encontro

de Wang et al., (2015).

Uma random forest é um conjunto de vdrias d4rvores de decisdo. Para este trabalho,

estabeleceu-se em 100 drvores como o numero maximo de arvores geradas através deste

método, tendo os restantes parametros sido os seguintes:

.. Property

-Maximum Mumber of Trees

Value

100

[E]rree Options e

-Seed

12345

-Type of Sample

Propartion

-Proportion of Obs in Each Sample 0.6

-Mumber of Cbs in Each Sample

|S)Splitting Rule Options
-Maximum Depth

50

-Missing Values

Use In Search

-Minimurmn Use In Search

-MNumber of Variables to Consider in|,

-Significance Level 0.05
-Max Categories in Split Search 130
-Minimurm Category Size 5
Exhaustlue 5000
I\"Ieﬁ"lod for Leaf Size Default
-Gmallest Percentage of Obs in Modi1.0E-5

llest Mumber of Obs in Node |1

-Split Size

WVariable Selection

Variable Importance Method

Loss Reduction

MNumber of Variables to Consider 25

0.01

L

| Cutoff Fraction
F

Figura 21 — Parametros do random forest
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Figura 22 - Diferencgas entre o conjunto de treino, valida¢do e out of bag

79



A curva Out of Bag corresponde aos valores esperados dos erros quadrados médios para um
dado subconjunto, escolhido de forma independente a partir do conjunto de dados originais
empregues neste trabalho. Assim, os valores desta curva sdo considerados como estatisticas
de decisdo. Uma das mais importantes filosofias presentes no método random forest baseia-se
na constatacdao de que a medida que o nimero de arvores aumenta a precisdo do modelo
segue 0 mesmo caminho. Esta constatacdo encontra-se presente na figura supra, onde é
possivel observar que a taxa de erro na classificagdo diminui com o aumento do nimero de
arvores. No entanto, o retorno em termos de aumento de precisdo do modelo diminui a
medida que aumenta o numero de arvores. Destarte, neste caso, a partir das 14 arvores de

decisdo, o retorno em termos de ganho de precisdo é marginal.

A escolha das varidveis de decisdo utilizadas para fazer o a separagdo em dois ramos é, neste
método, aleatdria. Para determinar a importancia das variaveis foi utilizado o método reducdo
de perda -loss reduction, tendo sido selecionadas as varidveis com reducdo de perda
superiores a 0 (zero) partir do indicador OOB gini. Na verdade, utilizou-se esta medida ja que é
aquela que melhor se adapta a dados predominantemente categdricos®, sendo que a escolha
a partir do out of bag (OOB) baseia-se no facto de esta permitir tomar decisGes menos sujeitas

a bias que possam comprometer a sua precisao.

: A OOB:
Nome varidvel N.2 de regras de divisao Gini Reduction
REP_FLUXOGRAMA 6828 0,031187
REP_ESPEC_ATENDIMENTO 4953 0,010188
REP_DESTINO 3808 0,020227
REP_PERIODO_ADMISSAO_HORA 3777 0,001986
GRP_HORAS_PERMANENCIA 3576 0,009598
GRP_DURACAO_PROC_TRIAGEM 3118 0,005102
REP_CAUSA 3060 0,006201
REP_PROVENIENCIA 2672 0,005733
GRP_TEMPO_ESPERA_TRIAGEM 1726 0,002187
REP_REALIZACAO_MCDTS 1412 3,93E-04
REP_DIA_ADMISSAO_SEMANA_URG 866 -4,74E-05
REP_MES_ADMISSAO 833 -1,77E-04
REP_PERIODO_EPIDEMICO_GRIPE 602 3,52E-04
REP_SEXO 488 -2,96E-05
REP_FREGUESIA 478 2,33E-04
GRP_IDADE_ADMISSAO 461 -3,66E-05

20https://documentation.sas.com/?docsetid=emhpprcref&docsetTarget=emhpprcref _hpforest details29.htm&docs
etVersion=14.2&locale=en
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REP_EFR 388 -1,34E-04

REP_NACIONALIDADE 378 -3,37E-05
Tabela 8 - Varidveis mais importantes presentes no random forest

As variaveis mais importantes sdo as mesmas que as identificadas na arvore #1, aquela em que
se procedeu a selecdo automatica das varidaveis a incluir no modelo de analise, com a

particularidade de a especialidade de atendimento trocar de lugar com a do destino.

Modelo Taxa de erro
HP Forest 0.298487
HP Neural 0.298858
HP SVM 0.315154
Gradient Boosting 0.341845

Tabela 9 — Taxa de erro associado aos algoritmos utilizados

O algoritmo do random forest apresenta, por um valor residual, uma taxa de erro inferior as
redes neuronais. Por outro lado, o gradient Boosting, sendo uma subespécie de arvore de

decisdo, apresenta o pior resultado, isto €, a taxa de erro mais elevada.
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4. RESULTADOS E DISCUSSAO

Com o presente trabalho constata-se que as arvores de decisdo sdo das técnicas de DM mais
utilizadas, jd que se caracterizam por serem de implementacdo e compreensdo simples
(Quinlan, 1986) (Lewis, 2000). Porém, como qualquer algoritmo, estas apresentam também
algumas desvantagens, como ndo havendo garantia que a arvore final seja 6tima (Hyafil, et. al.,
1976) (Murthy, 1998) ja que o algoritmo toma a decisdo 6tima para cada ramo e, em modelos
com dados que incluam varidveis categéricas com diferentes niveis, haver tendéncia para dar

mais énfase ao ganho das varidveis com mais nivel de detalhe (Deng, 2011).

Deste modo foi possivel conhecer, através de uma base de dados composta por varidveis
essencialmente nominais e com elevado nimero de categorias admissiveis, qual ou quais
destas fazem a diferenca para o resultado, isto é, quais se constituem como elementos

determinantes a classificacdo dos episédios de falsas urgéncias.

Com este propdsito foram construidas 3 arvores de decisdo, sendo que a que melhor resultado
apresentou foi aquela que auto selecionou as varidveis durante a modela¢do dos dados, tendo
revelado melhor performance que a construida com base na analise da correlacdo das
variaveis e a baseada na experiéncia empirica de pessoas ligadas a gestao hospitalar. De facto,
a arvore automaticamente construida com uma taxa de erro de 0,30316, inferior as outras
duas elaboradas através do conhecimento e experiéncia humana, ndo se encontra muito
distante da apresentada pela técnica random forest (0,298487), algoritmo com melhor

desempenho de todas e melhor que o gradient boost ou o support vector machine.

O facto de se concluir que o algoritmo random forest apresenta melhor a melhor performance,
ja que apresenta a menor taxa de erro (0.298487) em relacdo a outros algoritmos, contribui
para cimentar ainda mais as potencialidades das arvores de decisdo aplicadas a classificacdo

das falsas urgéncias.

Porém, o trabalho que agora finda sofre de algumas condicionantes. Na verdade, embora
exista abundante literatura relacionada com a aplicagdo de técnica de DM a classificagdo de
fendmenos ocorridos nas urgéncias em geral (Cameron et al., 2013) (Esteban et al., 2015) (Sun
et al, (2011) (Wang et al.,, (2015) e em alguns tipos de falsas urgéncias, mas apenas
considerando estas como passagem para outras situacdes como o internamento (Liu et al.,,
2018), ndo se encontrou nenhum que visasse o objeto concreto aqui em anélise, isto &,
aplicacdo de processos de DM na classificacdo das falsas urgéncias. Assim, verificamos que os

processos desta disciplina na area da saude tém privilegiado o aspeto clinico (Rojas et al.,
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2016), em detrimento das dreas organizacionais, embora se anteveja que estas possam,
igualmente, beneficiar desta disciplina, nomeadamente tornando os servigos de urgéncia mais
eficientes e seguros (Ceglowski et al., 2005) (Bellazzi et al., 2008) (Liu et al., 2018) (Graham et
al., 2018).

Por causa da auséncia de estudos similares, e em face dos resultados alcan¢ados ndo é possivel
determinar se a taxa de erro e o seu impacto na “accuracy”, sensibilidade e especificidade se
encontra dentro dos valores apresentados noutros estudos. Porém, em determinados
contextos, como é o caso da saude, pode-se sempre afirmar que qualquer taxa de erro pode
comprometer o bem juridico mais importante da sociedade — a vida, sobretudo se associado a
valores baixos de especificidade, isto é, é a capacidade do teste em detetar os verdadeiros
negativos, ao ndo ser capaz de diagnosticar corretamente os individuos sadios pode ter

consequéncias ndo toleraveis.

A arvore de decisdo construida com recurso a autosselecdo das varidveis apresenta uma
acuracia de 69,9%, uma sensibilidade de 70,3% e uma especificidade de 69,5%. Ja a random
forest, apresenta para as mesmas medidas os seguintes valores 70,5%, 69,0% e 72,0%. Refira-
se que Wang et al. (2015) num estudo relacionado com a previsdo das admissdes as urgéncias
através de diferentes algoritmos constatou que acuracia com menor valor foi atingida por via
do fuzzy min-max neural (74%) a sensibilidade com o Adaboost (70%) e a especificidade,
novamente com o fuzzy min-max neural (70%), tendo o random forest neste trabalho atingido
uma acuracia de 80,68% e uma sensibilidade de 77,38% e uma especificidade de 81,34%,

valores que colocaram este algoritmo entre os que melhor performance atingiu.

Por sua vez, Graham et al, (2018) estima uma “accuracy” de 80,06% para o algoritmo das
arvores de decisdo, menor do que o atingido pelo gradient boosting com 80,31%, resultado
contrario ao atingido no presente trabalho, onde as arvores de decisdao apresentam uma

performance superior ao observado pelo gradient boost.

Benbelkacem et al, (2014) utilizando métodos de data ming para ultrapassar as situacGes
estranguladoras dos servigos de urgéncia concluem que o SVM, com uma acurdcia de 79.9%
apresenta a melhor performance, mas as arvores de decisdo, através do algoritmo C4.5

apresenta um valor muito similar de performance (79,7%).

Deste modo, os valores de performance atingidos no presente trabalho sdo, na generalidade,
inferiores aos atingidos por estes autores, embora estes ndo visassem o mesmo objeto de

estudo, mas sim apenas ocorréncias registadas a partir da admissdo do servico de urgéncia.
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Uma possivel razdo para este desempenho pode dever-se ao facto de que a decisdo de
procurar os servicos de urgéncia constituir uma realidade onde interagem determinantes quer
fisicos quer mentais quer socioecondmicos (Pines et. al, 2013), ou, ainda politicos -da forma
como os servicos de salde se organizam- (Barros, 2005) (Santana, 2005) e que afetam a

performance dos modelos de previsdo da procura dos cuidados de saude (Wiler et al., 2011).

Ora os dados disponibilizados, ao conterem apenas a “visdo” administrativa, e ainda assim com
auséncia de informacdo socioecondmica pertinente, implica uma abordagem parcelar ao
modelo de procura de cuidados de satide ndo urgente proposto por Pines et al, (20013). Deste
modo, os resultados alcangados devem ser vistos como parcelares. J& Graham et al. (2018)
assinala a necessidade de complementar os dados administrativos com outros como modo de

melhorar a performance do método.

Pese embora tal circunstancialismo, os resultados alcancados permitem, no caso concreto,
desmistificar algumas ideias alicercadas na experiéncia empirica com que, normalmente se
procura explicar o fendmeno das falsas urgéncias, sobretudo no dominio da época do ano de
maior procura ou ainda pela facilidade em realizar MCDT. Com efeito, no presente caso estes

ndo sdo fatores determinantes para a sua ocorréncia.

Por outro lado, as varidveis determinadas como mais importantes, a comecar pelo fluxograma
resulta do processo de classificacdo operado pela triagem de Manchester, pelo que pode ser
visto como uma situacdo que, sé se conhecendo a posteriori, dificilmente pode constituir uma
peca para uma classificacdo prévia destes episddios. Porém, cabe esclarecer que os
fluxogramas utilizados neste no sistema de triagem, apesar de nao visarem o estabelecimento
de diagndsticos (GPTM, 2010), resultam da interacdo profissional de saide/doente, pelo que
pode funcionar como indicador da queixa que motivou a ida ao servigo de urgéncia (Oterino et

al., 1999) (Lee et al., 2001) (Afilalo et al., 2004) (Sempere-Selva et al., 2001).

Ja a especialidade de tratamento, tal como o fluxograma, ao se determinar como uma das
variaveis mais importantes para classificar as falsas urgéncias poder enfermar da mesma
situacdo, ou seja, sendo uma realidade a posteriori da admissdo ao servico de urgéncia, a sua
integracdo num modelo prévio de classificacdo das falsas urgéncias pode ser menorizada pelos
mesmos motivos do fluxograma. Porém, pode também ser uma varidvel indiciadora da
necessidade de cuidados de saude que podem ser prestados ao nivel dos CSP (Afilalo et al.,

2004) (Carret et al., 2009).
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Ja em relagdo a variavel destino, como fazendo parte do trio que melhor serve para classificar
um episddio como de falsa urgéncia, tal pode compreender-se como correlacionada com a
facilidade de acesso (Carret et al., 2009) (Durand et al., 2011) ou com a forma de referenciacdo
Coleman et al., (2002) ou também com aspetos de auto-percec¢do do estado de saude (Sarver

et al., 2002) e da percecdo da severidade do seu estado de saude (Gill, 1996).

Destarte, admitindo que possam emergir potenciais criticas aos resultados aqui alcancados,
ndo devemos menorizar o facto do método mais utilizado para categorizar se um episddio de
urgéncia corresponde a uma falsa urgéncia, consiste na andlise quer prospetiva quer

retrospetiva da informacdo presente no sistema classificador da urgéncia (Durant et al., 2011).
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5. CONCLUSOES

O trabalho que agora finda procurou aplicar algoritmos de DM a uma realidade que assola
qgualquer pais — a sobrelotacdo dos servicos de urgéncia, com todos os inconvenientes que
decorrem desta realidade. Esta é um facto constante, pelo que qualquer acdo atinente a sua
reducdo teima em produzir resultados. No entanto, dentro dos acessos aos cuidados de saude
através das urgéncias, devemo-nos centrar naquelas que, através dos sistemas de triagem, sdo
catalogadas como falsas urgéncias porque sdo estas as situacdes que sobrecarregam o servico

de urgéncia de qualquer hospital.

Por outro lado, atualmente emergem a partir das tecnologias de comunicagdo e informacdo
novas disciplinas que ambicionam criar conhecimentos, a partir dos dados produzidos e

armazenados nos sistemas de informacdo das organizacdes.

Foi a partir desta dupla constatacdo que se procurou aplicar processos de DM ao servico de
urgéncia de um hospital com o fito de criar regras de classificacdo da procura dos servicos de
urgéncia em situacGes ndo urgentes, de modo a criar um modelo capaz de pré-determinar a

que subpopulagdes pertencem as novas observacgdes.

Para responder a tal desiderato recorreu-se a analise de cerca de 767 mil episddios de
urgéncia, ocorridos durante 5 anos num hospital situado num centro urbano. Atendendo as
caracteristicas dos dados, iminentemente nominais e com elevadas opcdes de resposta,
escolheu-se o algoritmo das arvores de decisdo para responder a esse objetivo. Foram assim
construidas 3 arvores de decisdo com o intuito de verificar qual apresentava a melhor
performance, tendo-se concluido que a que auto selecionava as variaveis (#1) superava as
outras duas (selecionadas através da andlise das correlagGes ou da experiéncia empirica) pelo
que se conclui que os métodos automaticos superam, neste caso, os auxiliados pela “mao

humana”.

A arvore com melhor performance identifica como principais varidveis o fluxograma, o destino
e a especialidade de atendimento para classificar uma falsa urgéncia, porém, apresenta uma
taxa de erro de 0,30316, uma “accuracy” de 0,69% e uma sensibilidade de 0,70 e uma
especificidade de 0,69, valores que em salude podem ser problematicos ja que o valor
associado a especificidade significa que em 30% das situagles classifica-se como falsa,
situagBes que constituem verdadeiras urgéncias. Certamente para este numero contribui o

facto de, através da analise de clusters, se ter verificado que estamos em presenca de uma
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populacdo em que as dissemelhangas sdo pequenas, isto é, estamos perante uma populagdo

muito homogénea.

Enquadrar estes valores em outros estudos para se perceber até que ponto se encontram
dentro do aceitavel revelou-se problemadtico ja que, embora se tenha encontrado diversos
ensaios onde se aplicaram algoritmos de DM aos servicos de urgéncia, nenhum se debrucou
sobre a questdao da caraterizacdo das falsas urgéncias, quando muito partiam destas para
prever, por exemplo, a sua eventual admissdao ao internamento ou a complicacdes pds saida

do servico de urgéncia (Benbelkacem et al, (2014) (Liu et al., 2018).

Por outro lado, quando confrontadas com outros algoritmos, as arvores de decisdo, na versao
random forest, apresenta melhores resultados que a do gradient boost ou do support vector
machine ou ainda as redes neuronais, tal como encontrado por Wang et al. (2015). De facto,
este tipo de arvore de decisdo, ao apresentar uma taxa de erro de 0.298487, uma “accuracy”
de 70,5%, uma sensibilidade de 69,0% e uma especificidade de 72,0%, melhora em todos os
aspetos os valores presentes na arvore #1, apresentando o fluxograma, o destino e a

especialidade de atendimento como as principais varidveis para classificar uma falsa urgéncia.
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6. LIMITACOES E RECOMENDAGOES PARA TRABALHOS FUTUROS

Os resultados aqui alcangados podem ser alvo de critica porquanto assentam a explicagao das
falsas urgéncias com base em varidveis que resultam apds admissdo ao servico de urgéncia,
ndo fazendo parte nem dos fatores causais nem dos de associacdo, tal como definidos por

Pines et al., (2013).

Deste modo, levantam-se varias duvidas sobre se igual resultado se alcangava no caso de haver
outras variaveis quer de carateriza¢do socioecondmica, ou no caso da sua existéncia, que estas
ndo se encontrem omissas como no presente caso? E qual serd o impacto destas na
performance do algoritmo escolhido? Sera que, atento a dialética procura/oferta em satde e o
seu contexto social especifico onde se desenrola essa interacdo (Santana, 2005), os resultados
aqui espelhados se reproduziriam em termos nacionais? Se adicionarmos dados dos CSP a este
modelo de andlise, manter-se-do estas mesmas variaveis? Finalmente, qual seria o resultado
se a todas estas varidveis se acrescentasse outras relativas as percecdes sobre os cuidados de
saude, numa sociedade hospitalocéntrica (Portugal, 2012) como é a nacional? E qual serd a
performance dos algoritmos se tiverem acesso a tais variaveis, nomeadamente das arvores de
decisdo, sabendo de antemdo que uma das suas desvantagens diz respeito ao facto de que
variacOes, ainda que pequenas, nos dados podem gerar grandes variagdes nos resultados (Loh,

2014.

Como se pode antever, classificar uma urgéncia como falsa implica a reunido de varios
factores, tanto causais como de associagdo (Pines, et al., 2013). Porém, em face da auséncia de
alguns destes dados, a classificagdo de uma falsa urgéncia tem-se socorrido, essencialmente, a
informagdo contida nos sistemas de triagem hospitalar existentes nos servigos de urgéncia

(Durant et al., 2011).
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ANEXO | - variaveis presentes na informacio fornecida pelo CHLC, EPE

Variaveis Exemplo Descrigao
EPISODIO_SONHO 12052788 Numero sequencial do registo
DATA_ADMISSAO_URG 11/03/2012 Dia, més e ano do registo da ocorréncia
DIA_ADMISSAO_SEMANA_URG dom Designagdo do dia de semana da ocorréncia
HORA_ADMISSAO_URG 03:25:29 Hora do registo da ocorréncia
CAUSA DOENCA Motivo apresentado para a deslocagdo ao servico
PROVENIENCIA Exterior Designagdo da proveniéncia
Indicagdo do tempo de espera até ser submetido ao
TEMPO_ESPERA_TRIAGEM 00:02:00 processo de triagem
PRIORIDADE 2 Laranja Prioridade atribuida pela triagem
DURACAO_PROC_TRIAGEM 00:04:00 Indicagdo do tempo de utilizado no processo de triagem
Indicagdo do fluxograma seguido pelo enfermeiro para
categorizar o episddio no sistema de triagem de
FLUXOGRAMA DOR TORACICA manchester
HORA_ATENDIMENTO_ESPECIALI Indicagdo da hora de atendimento pelo médico
DADE 0,14755787 especialista

ESPEC_ATENDIMENTO

UG Medicina Interna

Designacgdo da especialidade médica de atendimento

SINTOMAS OUTROS Descrigdo de sintomas
COD_DIAGNOSTICO 8730 Cédigo do diagndstico efetuado
DIAGNOSTICO REACCOES ADVERSAS | Descrigdo do diagndstico efetuado

Dia, més e ano em do registo da saida do servigo de
DATA_SAIDA 40979 urgéncia
HORA_SAIDA 0,433333333 Hora do registo da saida do servico de urgéncia

SERVICO DE Designagdo do destino p6s ocorréncia

DESTINO INTERNAMENTO gnac P
HORAS_PERMANENCIA 0,290277778 N.2 de horas de permanéncia no servigo

Codigo da entidade financeira responsavel pelo
COD_EFR 935601 pagamento do episddio de urgéncia

SERVICO NACIONAL DE Designagdo da entidade financeira responsavel
EFR SAUDE s1ghac @ ¢ ponsave
SEXO M Designagdo do sexo (Mulher (M) ou Homem (H)
IDADE_ADMISSAO 87 Indicagdo da idade ao dia de admissdo
NACIONALIDADE PORTUGAL Referéncia a nacionalidade
EMPREGADO DE Indicagdo da profissdo do utente

PROFISSAQ BALCAO gaodap
HABILITACAO LICENCIATURA Indicagdo do nivel de habilitagdes
ESTADO_CRONICO DIABETICOS-DL 54/92 | Indicagdo de patologias crénicas existentes
ESTADO_CIVIL SOLTEIRO Indicagdo do estado civil
DISTRITO Lisboa Referencia ao distrito de residéncia
CONCELHO Lisboa Referencia ao concelho de residéncia
FREGUESIA S30 Vicente Referencia a freguesia de residéncia
Varidveis dummy construidas

expressa o periodo horario em que se deu a admissdo ao
PERIODO_ADMISSAO_HORA 00:00-07:59 servigo de urgéncia
MES_ADMISSAO mar. indica 0 més de admissdo ao servigo de urgéncia
PERIODO_EPIDEMICO_GRIPE 1 indica o periodo epidémico gripal.

indica se o episddio de urgéncia deu origem a realizagdo

de exames complementares de diagndstico e terapéutica
REALIZACAO_MCDTS 1 (MCDT)
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ANEXO Il — anélise descritiva das falsas urgéncias

Variaveis Frequéncia %
Sexo

M 144 202 55,5

H 115 605 44,5

Nacionalidade

Portugal 238 032 91,6
Cplp 9738 3,7
Outra 7653 2,9
Ue 4384 1,7
Concelho
Lisboa 216 401 83,3
Loures 43 406 16,7
Freguesia
Marvila 36991 14,2
Arroios 32658 12,6
Olivais 29 688 11,4
Penha de Franga 26 895 10,4
Santa Iria Azoia/Sao Joao da Talha e Bobadela 21926 8,4
Santa Maria Maior 15 640 6,0
Sdo Vicente 13972 5,4
Beato 13 255 51
Sacavém e Prior Velho 12 095 4,7
Misericérdia 12 013 4,6
Areeiro 10794 4,2
Estrela 9489 3,7
Moscavide e Portela 9385 3,6
Santo Antdnio 8944 3,4
Campo de Ourique 4 825 1,9
Parque das NagGes 1237 0,5
Causa
Doenga 223 444 86,0
Acidente pessoal/outro 15234 5,9
Acidente pessoal/queda 12 639 4,9
Acidente de trabalho 3698 1,4
Agressao 2882 1,1
Acidente de viagdo 975 0,4
Outra 935 0,4

Proveniencia

Autorreferenciacao 236 637 91,1
Referenciado 12013 4,6
Transferencia_sns 10 362 4,0
Transferencia_interna 618 0,2
Transferencia_hosp_privados 177 0,1

Entidade Financeira Responsavel (EFR)



Sns

Adse-sns

Seguro_privado

Convencao_ue

Outra

Adm/sad

Convencao_cplp

Srsa-raa

Srsm-ram
Prioridade

4 Verde

5 Azul

7 Branco
Periodo_admissao_hora

08:00-13:59

14:00-19:59

20:00-23:59

00:00-07:59
Dia_admissao_semana_urg

seg

ter

qua

qui

sex

sab

dom
Mes_admissao

jul.

mai.

jun.

ago.

mar.

out.

jan.

set.

abr.

dez.

fev.

nov.
Periodo_epidemico_gripe

0

1
Sintomas

Outros

Sindrome gripal

225676
14 615
8658
3124
3053
2749
1119
445
368

247 290
7 554
4963

106 151
89873
36725
27058

42 200
37909
37 005
36934
36921
35333
33 505

22919
22494
22320
22294
22194
21972
21782
21618
21328
20697
20518
19671

217 868
41939

257 633
1987

86,9
5,6
3,3
1,2
1,2
1,1
0,4
0,2
0,1

95,2
2,9
1,9

40,9
34,6
14,1
10,4

16,2
14,6
14,2
14,2
14,2
13,6
12,9

8,8
8,7
8,6
8,6
8,5
8,5
8,4
8,3
8,2
8,0
7,9
7,6

83,9
16,1

99,1
0,8
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Queimadura solar 103 0,0

Gripe A 66 0,0
Enfarte agudo miocardio com supradesnivelamento st 15 0,0
Desidratagdo associada a onda de calor 6 0,0
Fluxograma
Problemas nos membros 42 477 16,3
Indisposi¢do no adulto 31322 12,1
Problemas oftalmolégicos 26 656 10,3
Dor abdominal 16 545 6,4
Dor lombar 13 257 5,1
Outro 12113 4,7
Problemas de ouvidos 11763 4,5
InfecgGes locais e abcessos 10799 4,2
Problemas urinarios 10 105 3,9
Feridas 9550 3,7
Dor de garganta 9075 3,5
Dor toracica 8369 3,2
Dispneia 8025 3,1
ErupgOes cutaneas 7771 3,0
Cefaleia 6912 2,7
Problemas estomatolégicos 4611 1,8
Queda 4 602 1,8
Corpo estranho 2960 1,1
Vémitos 2 884 1,1
Doenga mental 2 658 1,0
Agressao 2 609 1,0
Dor cervical 2518 1,0
Embriaguez aparente 2253 0,9
Diarreia e/ou vdmitos 2251 0,9
Comportamento estranho 2215 0,9
T.c.e trauma craneo-encefalico 2189 0,8
Problemas nasais 1812 0,7
Diarreia 1506 0,6

Espec_atendimento

UG Medicina Interna 117 501 45,2
UG Cirurgia Geral 40 341 15,5
UG Ortopedia 35508 13,7
UG Oftalmologia 28 295 10,9
UG Otorrinolaringologia 17 234 6,6
UG Pequena Cirurgia 6 785 2,6
UG Psiquiatria 5177 2,0
UG Urologia 4017 1,5
UG Maxilo Facial 3408 1,3
Outra 1541 0,6

Realizacao_mcdts

0 241508 93,0
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1
Destino

Exterior_ndo_referenciado
Referenciado_csp
Referenciado_consulta_externa
Internamento

Transferencia_hospital

Falecido

Idade
HORAS_PERMANENCIA
DURACAO_PROC_TRIAGEM
TEMPO_ESPERA_TRIAGEM

18 299

127 062
86 191
28 000
11872

6 589
93
Minima
18
00:00
00:00
00:00

Média
57
03:55
00:01
00:12

7,0

48,9
33,2
10,8
4,6
2,5
0,0
Maxima
100
23:59
01:04
23:12
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ANEXO Illl —transformacgdo de variaveis (classes)

variavel IDADE_ADMISSAO N2 de classes
1

N oo b WwWwN

variavel HORAS_PERMANENCIA N2 de classes

menos de 25 anos
entre 25 até 34 anos
entre 35 até 44 anos
entre 45 até 54 anos
entre 55 até 64 anos
entre 65 até 74 anos
mais de 75 anos

1 até 00:59:00 minutos

N oo B WwWwN

variavel DURACAO_PROC_TRIAGEM N9 de classes
1

2
3
4

variavel TEMPO_ESPERA_TRIAGEM N9 de classes
1

A Uk WN

entre 01:00:00 até 01:59:00 horas
entre 02:00:00 até 02:59:00 horas
entre 03:00:00 até 05:59:00 horas
entre 06:00:00 até 11:59:00 horas
entre 12:00:00 até 17:59:00 horas
mais de 18:00 horas

até 00:00:59 segundos

entre 00:01:00 até 00:01:59 minutos
entre 00:02:00 até 00:15:59 minutos
mais de 00:16:00 minutos

até 00:06:59 minutos

entre 00:07:00 até 00:14:59 minutos
entre 00:15:00 até 00:29:59 minutos
entre 00:30:00 até 00:59:59 minutos
entre 01:00:00 até 05:59:59 horas
mais de 06:00:00 horas

102



ANEXO IV = resultados das tabelas de contingéncia
REP_FLUXOGRAMA/REP_REALIZACAO_MCDTS

Frequency I
Percent I
Row Pcr I
Col Pct I ol 11 Total
INDISPOSIGRO HO | 63340 | 12600 | 75940
ADULTO | 11.83 ) 2.35 | 14.18
| 83.41 1 16.59 |
I 13.10 | 24.29 |
PROBLEMAS ROS ME | 63649 | 2083 | 65732
MEROS I 11.89 ) 0.39 | 1z.28
| 96.83 | 3.17 1
I 13.16 | 4.02 |
PROBLEMAS OFTALM | 40243 | 291 | 40534
oLdGICOS I 7.52 1 0.05 | 7.57
I 99.28 | 0.72 1|
I 8.32 1 0.56 |
B e
OUTRO | 32012 ) 5173 | 37185
I 5.98 | 0.97 1 6.95
| 86,09 | 13.91 | Statistics for Table of REP_FLUXOGRAMA by REP_REALIZACAD_NCDTS
I 6.62 | 9.97 |
DOR ABDOMINAL I 28478 | 6134 | 34612 Stacistic orF Value Prob
I 5.3z 1 1.15 | 6.47 -
| 82.28 1 17.72 | Chi-Square 27 27297.4497  <.0001
|oses 0 L Likelihood Ratio Chi-Square 27 30870.2143  <.0001
DOR TORCICA 1| 26103 | 4570 1 33164 Mantel-Haenszel Chi-Square 1 1835.3789  <.0001
I 5.27 1 0.93 | 6.19 Phi Coefficient 0.2258
| 85.01 1 14.95 | Contingency Coefficient 0.2203
bosesl sl Cramer's v 0.2258
DISPNEIA 1 22904 | 5830 | 28734
1 4.28 | 1.098 | 5.37
I 79.71 | 20.29 |
I 4.74 | 11.24 |
DOR LOMBAR | 25613 | 2213 | 27826
1 4.78 | 0.41 | 5.20
I 92,051 7.95 |
1 5.30 | 4.27 |
Total 483489 51866 535355
90,31 9.69  100.00
Frequency |
Percent |
Row Pcr |
Col Pct IDOENGA | ACIDENTE | ACIDENTE | ACIDENTE | AGRESSAO |ACIDENTE |OUTRA | Total
| | PESSOAL| PESSOAL| DE TRAB| | DE VIAGI| |
| |/QUEDA | /OUTRO | ALHO | A0 | I
| I I | | | | I
INDISPOSICAD NO | 73797 | 872 | 267 | 70 | 59 | 67 | 808 | 75940
ADULTO | 13.78 1 ©0.16 | 0.05| 0.01 | ©0.01 | ©0.0L| 0.15 | 14.18
| 97.18 | 1.15 1 0.35 | 0.09 | 0.08 | 0.09 | 1.06 |
| 16.42 1 2.68 1 0,93 0,78 | 0.89 | 1.20 | 24.95 |
- i + et
PROBLEMAS NOS ME | 38524 | 12384 | 9960 | 2912 | 346 | 1260 | 346 | 65732
MBROS | 7.201 2.311 1.86| D0.54| 0.06 | 0.24| 0.06 | 12.28
| 58.61 1 18.84 1 15151 4.431 0.531 l.92] 0.5 | Statistics for Table of REP_FLUXOGRAMA by REP_CAUSA
| 8.57 1 38.03 | 34.52 | 32.58 | 5.24 | 22.52 | 10.69 |
N N N - N N N N Statistic DF Value Prob
PROBLEMAS OFTALM | 35396 | 174 | 3468 | 1182 | 197 | 46 | 71 1 40534
oLicICOS | 6.61 | 0.03 | 0.65 | 0.22 | 0.04 | 0.01 | 0.01 | 7.57 Chi-Square 162 504912 <.0001
| 87.321 0.4 @.56| 2.521 0.49] 0.1 0.18] Likelihood Ratio Chi-Square 162 214276  <.0001
| 7.871 0.53 1 12.02 | 13.22 | 2.98 | 0.82 | 2.19 | Mantel-Haenszel Chi-Square 1 680.82951  <.0001
Phi Coefficient 0.97115
OUTRO | 29670 | 901 1 2148 | 601 | 246 | 2426 | 1193 | 39185 (oneiiience Cosricient 0. 69668
| 5.541 0.171 0.40 | 0.11 1 0.05| ©0.45| 0.22 1 6.95 o0y 0. 39647
1 79.79 | 2.4z | 5.78 | 1.62 | 0.66 | 6.52 | 3.21 1
I 6.60 1 2.77 1 7.441 6.72 1 3.72 | 43.35 | 36.84 | Semple Size = 535355
DOR ABDOMINAL | 34356 | 92 | 97 | 27 | 10 | 14 | 16 | 34612
| 6.42 1 ©0.02 | ©0.02| 0.01 | 0.00 | 0.00]| 0.001| 6.47
| 99.26 | 0.27 | 0.28 | 0.08 | 0.03 | 0.04] 0.05 |
| 7.641 0.28 1 0.331 0.30 1 0.151 0.251 0.49 |
DOR TORACICA | 29922 | 1839 | 828 | 182 | 93 | 280 | 20 | 33164
| 5.5 1 0.3&1 0.151 0.031 0.021 0,051 0.001 6.19
| 90.22 | 5.55 1 2.50 | 0.551 0.28 ] 0.841 0.06 |
| 6.66 | 5.65 | 2.87 | 2.04 | 1.41 | 5.00 | 0.62 |
Total 449556 32564 28856 8938 6607 5596 3238 535355
83.97 6.08 5.39 1.67 1.23 1.05 0.60  100.00
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REP_REALIZACAO_MCDTS/REP_DESTINO

Frequency|

Percent |

Row Pct |

Col Pct |EXTERIORI|REFERENC|INTERNAN|REFERENC | TRANSFER|FALECIDO| Total

| _NAO_REF| IADO_CSF |ENTO | IADO_CON|ENCIA_HO| 1

|ERENCIAD| | ISULTA_EX|SPITAL | I

lo l l 11!1 HA l _L 1 Statistics for Table of REP REALIZACAO_MCDTS by REP_DESTINO
0 | 206441 | 154915 | 48506 | 49014 | 23515 | 1098 | 483489  gpariseic - Yalve prcb

| 38.56 | 28.94 | 9.06 | 9.16 | 4.39 | 0.21 | 90.31 oo

| 42.70 | 32.04 | 10.03 | 10.14 | 4.86 | 0.23 1 Chi-Square 5 15357.8913 <.0001

| 94.51 | 89.47 | ©0.08 | 92.94 | 80.72 | 82.56 | Likelihood Ratio Chi-Square 5 13984.2175 <.0001

+ o + i + Mantel-Haenszel Chi-Square 1 6786.0938 <.0001
1| 11994 | 18237 | 12064 | 3721 | 5618 | 232 | 51866 Phi Coefficient 0.1694

| 2241 3.411 2251 0.701 1.05| 0.04| 9.69 Concingency Coefficient 0.1670

| 23.12 | 35.16 | 23.26 | 7.17 | 10.83 | 0.45 | Cramer's ¥ 0.1694

| 5.49 | 10.53 | 19.92 | 7.06 | 19.28 | 17.44 |

Total 218435 173152 60570 52735 29133 1330 535355
40.80  32.34  11.31 9.85 5.44 0.25 100.00

Frequency I - - -

Percent 1

Row Fot 1

Cod Fet |BG Medic|UG CiruriUG OrtcpiUG Oftal|DS Otorc|US FeiquiU UsclolUG Pegue|UG Maxil|OUTRA | Total
lina Inte|gia Gepaledia Isolagia |inolapin|laceia 1gla Ina Cipaels Faclall |
lma 1L 1 1 Igalogis | 1 Ige | I I

---------------- B S,

IRUISPOSIGRD MO | 70836 | 2049 1 740 340 43 | SIS 1 15501 63 1 485 | 1253 1 75940

ADOLTO | 1:23 | 0,380 0010 001 | 0.08 | 0101 0,041 Q.00 | 0.08 | 0.23 | 14.18
| 9328 1 2900 0401 0041 0571 068 1 0.26 1 0.05 1 064 | L85 |
| 2842 | 2081 0421 0.08 | L.87 | 2431 LId1 0.85 | 5.4l | 15.66 |

———————————————— B e e St T

PROBLEMAS NUS ME | 14837 | 5482 1 439841 31| 27| S0 lE0 WS 2| E44 1 5T

MBROS |z L0201 BZLE 000 | 0.0L 1 0.00 1 0.00 0 0.03 | 0.00 | 0.2 | 12,28
| 2257 | B340 66881 0.05 1 0041 0001 0.021 1071 0.03 | 0.98 |
8.5 | 61 TRLAL | 0.07 | 0.2 1 0.04 1 0.07 1 600 | 023 | 808 |

- - e

PROBLENAS OFTALN | 403 | 51| 20| 3018 90| 41 i a1 4 a1 40834

0LAGIC0S | 0W08 | D011 0011 T.46 | 0001 0,00 1 0.00 0 0.00 | 0.O0L | D00 | 7.57
|0.99 1 031 0071 $8.48 1 0.8 1 0.00 1 0.00 1 0.00 1 0.1 | 0.02 1
| 0.6 | D05 | 0,05 | SE.ES | 0.30 | 0,02 1 0.02 0 0.00 | 050 | 0.1 |

g - s s - -

iR | LTl | L0722 0 T3 | 380 | K206 | THZ 0 1902 | 6L6 | 1546 | 2064 | X788
|m25 1 2000 0071 0071 0241 0051 0.3 1 0.dE | 0P| 04D | 6,55
| 4683 | 26831 100 | 0.97 | 345 1 2001 S.0d 1 166 | 416 | 5.82 |
| 6.8 | 1L46 1 0.62 1 0.851 5571 31T 0 ALZZ 1 5.4 1 1725 | 2004 0 Statistica foc Table of REP_FLONOGRANA by RE?_FSFIC_ATENDINENTO

s - ket SEELE R L S L L LT e s e e e ——— - .

DOR: AEDOMINAL | LL36T | 22498 | i 3 61 Wi S5 (L] 15 | €3 | 3spz  Statistic bF Value Frob
I 2131 42001 0001 0001 0,001 0,00 1 0.00 1 0.00 1 0.00 | 001 | 6,47  =eeeeeemmesmeeee o
| 32.90 | €5.00 1 0.05 | 0.00 | 0.02 1 0.03 1 1.0 1 0.07 | 0.04 | 0.18 | Chi-Sqaage 243 2022526 <.000L
| &5T 1 28041 0031 0001 0031 0.051 3251 0511 01T | 0790 Likelibood Patio Chi-Sguare 243 1072602  <.0001

A T LA Masesl-Hasnszel Chi-Squsce 1 17884 <.000L

BOR TORACTCA | 27688 | 8248 0 194 | o 5 5 0 12| 121 23| B84 ppy coetficient L99L16
ISAT1 0881 0041 0001 0001 0001 0001 0001 0001 0001 B0%  Coneinuney Costfiesent i
| B%.40 | 1882 1 0.88 | 0.00 0 002 | 0.02 | 0.02 ) 0.04 | D041 0.07 | P P
11101 5611 0321 0,000 O0E 1 0021 0.04 1 0.0 1 0131 0,28 |

e e e e s e e e R 4 -+

DISHREIA |ozsads | Ll 5 z1 w3l 10 3l 1 1a a1 2734
|1 | 0621 0.00 | 0.00 0 0.02 |  0.00 | 0.00 | 0.00 | 0.0 1 0.00 | .37
| 9500 | 0451 0021 0,010 O 1 0.03 | 0.01 1 0.00 | 005 1 0.03 |
|o1h.4b | 0.14 1 o.00 | 0.00 | 0.49 | 0.08 | 0.02 | o.0L | 0.16 | 0.11 |

seessssssssssmssopeccsaas B et B B S TS EE R

DOR LOMBAR 1 1o7%8 | 2412 1 9356 | 21 10 3 5208 | T 91 Bl | 27826
|z D451 LTS | 0.00 0 OG0 | 0.00 | 0.57 1 0.00 | 0001 0.0 | S.20
| %866 | BT 1 3WEZ | 0.0L 0 0041 0.00 | 18,32 1 0.03 | 0.03 1 0.2 |
| 4321 2581 L1560 | 0,000 004 | 0.0L | 30.55 1 0.06 | 001 0,76 |

R —— e, e -

Total 25273 93566 59966 42535 2332 ZLIEL 17047 1539 e@E3 8003

4.5 1748 1L20 LS5 435 395 38 216 L6 L&
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REP_PROVENIENCIA/REP_DESTINO

Frequency I
Percent I
Row Pct |
Col Pet |EXTERTOR | REFERENC | INTERNAM | REFERENC | TRANSFER| FALECIDO| Total
|_NAO_REFIIADO_CSPIENTO | TADO_CON|ENCIA_HO|
|ERENCIAD| | ISULTA_EX|SPITAL | |
10 1 1 ITERHA | | |
AUTORREFERENCIAC | 197628 | 160810 | 46028 | 47311 | 11407 | 1260 | 464444
A0 | 36.921 30.04| 8.60 1 8.841 2.131 0.24| 86.75
| 42,551 34.62 1 9.91 1 10.19 | 2.46 1 0.27 |
| 90.47 | 92.87 | 75.99 | 89.71 | 39.15 | 94.74 |
TRANSFERENCIA SN | 9467 | 1797 | 11402 | 1299 | 16898 | §3 1 40916 Statistics for Table of REP PROVENIENCIA by REP DESTINO
s I L7701 0.341 231 0.241 3061 0.011 7.64 = =2
| 23141 4391 27.87 1 3.7 4L.30 1 0.13 |
| 4331 1.04| 18.82 | 2.46| 58.00 | 3.98 | Statistic DF Value Prob
REFERENCIADO | 10589 | 9839 | 2264 | 3827 | 663 | 71 21189 )
| 1.981 1.841 0.421 0.71| 021 0.00| 5.08 Chi-Square 20 133635 <.0001
| 38.951 36.19 | 8.33| 14.08 | 2.441 0.03 | Likelihood Ratio Chi-Square 20 82068 <.0001
| 4851 S.681 3.741 7.26| 2.281 0.531 Mantel-Haenszel Chi-Square 1 12909 <.0001
TRANSFERENCIA_IN | 721 S73 1 6061 233 | 108 | 81 2100 Phi Coefficient 0.49962
TERNA | 0111 0111 011 0.041 0.021 0.00| 0.39 Contingency Coefficient 0.44694
| 27.24 1 27.29 | 28.86 | 11.10 | S.141 0.38 | Cramer's V 0.24981
| 0.261 0.33] 1.001 0.44| 0.371 0.60 | -
TRANSFERENCIA HO | 179 | 133 | 270 | 65 | 571 21 706 Sample Size = 535355
SP_PRIVADOS | 0.031 ©0.021 0.05] ©0.01| 0.01] 0.00]| 0.13
| 25.35 1 18.84 | 38.24 1 9.21 | 8.071 0.28|
| 0.081 0.081 0.451 0.121 0.201 0.151
Total 218435 173152 60570 52735 29133 1330 535355
40.80  32.3¢ 1131 9.85 5.44 0.25  100.00
REP_PERIODO_ADMISSAO_HORA/REP_REALIZACAO_MCDTS
Frequency |
Percent I
Row Pct |
Col Pct | 0l 1l Total
08:00-13:59 | 175161 | 19030 | 194191
| 32.72 | 3.585 | 36.27
| 90.20 | 9.80 |
| 36.23 | 36.69 |
+ + + Statistics for Table of REP_PERIODO_ADMISSAO_HORA by REP_REALIZACAO_MCDTS
14:00-19:59 | 168626 | 17906 | 186532
| 31.50 | 3.34 | 34.84 Statistic DF Value Prob
I 20800 .80 Chi-5 3 22.0541  <.0001
i-Square . .
1 o 1 oo 1 Likelihood Ratio Chi-Square 3 22.0580 <.0001
- N v Mantel-Haenszel Chi-Square 1 0.0501 0.8228
20:00-23:59 | 79808 | 8263 | 88071 Phi Coefficient 0.0064
| 14.891 1 1.54 | 16.45 Contingency Coefficient 0.0064
| 90.62 | 9.38 | Cramer's V 0.0064
| 16.51 | 15.93 |
e + + Sample Size = 535355
00:00-07:59 | 59894 | 6667 | 66561
| 11.19 1 1.25 | 12.43
| 89.98 | 10.02 |
| 12.39 | 12.85 |
Total 483489 51866 535355
90.31 9.69 100.00
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REP_PERIODO_ADMISSAO_HORA/REP_PROVENIENCIA

Frequency |
Percent |
Row Pct |
Col Pct | AUTORREF | TRANSFER | REFERENC | TRANSFER | TRANSFER| Total
|ERENCIAC |[ENCIA_SN| IADO |ENCIA_IN|ENCIA_HO|
140 15 I ITERNA  |SP_PRIVA|
1 I | [ 1D0S |
08:00-13:59 | 177421 | 6780 | 8767 | 1070 | 153 | 194191
| 33.141 1.271 1.641 0.20| 0.03 | 36.27
| 91.36 1 3.49 | 4.51 | 0.551 0.08 |
| 38.20 | 16.57 | 32.24 | 50.95 | 21.67 | Statistics for Table of REP_PERIODO_ADMISSAO_HORA by REP_PROVENIENCIA
14:00-19:59 | 159551 | 14490 | 11208 | 937 | 346 | 186532 Statistic DF Value Prob
| 29.80 | 2.71| 2.09 | 0.18 | 0.06 | 34.84
| 85.54 | 7.77 1 6.01 | 0.50 1 0.19 | Chi-Square 12 12535.1739 <.0001
| 34.35 | 35.41 | 4l.22 | 44.62 | 49.01 | Likelihood Ratio Chi-Square 12 12949.1075  <.0001
+ + + + + + Mantel-Haenszel Chi-Square 1 1510.0345 <.0001
20:00-23:59 | 72539 | 10167 | 5141 | 75 1 149 | 88071 Phi Coefficient 0.1530
| 13.8§ 1 1.90 | 0.9 | 0.01 1 0.03 1] 16.45 Contingency Coefficient 0.1513
| 82.36 | 11.54 | 5.84 | 0.09 | 0.17 | Cramer's V 0.0883
| 15.62 | 24.85 | 18.91 | 3.57 | 21.10 |
+ + + + + + Sample Size = 535355
00:00-07:59 | 54933 | 9479 | 2073 | 18 | 58 | 66561
| 10.26 | 1.77 1 0.39 1 0.00 | 0.01 | 12.43
| 82.53 | 14.24 | 3.11 | 0.031 0.09 |
| 11.83 | 23.17 | 7.62 | 0.8 | 8.22 |
Total 464444 40916 27189 2100 706 535355
86.75 7.64 5.08 0.39 0.13  100.00
REP_DIA_ADMISSAO_SEMANA_URG/REP_PERIODO_ADMISSAO_HORA
Frequency|
Percent |
Row Pct |
Col Pct |08:00-13|14:00-19120:00-23100:00-07| Total
1:59 1:59 1:59 1:59 1
seq | 32611 | 29905 | 13526 | 8637 | 84679
| 6.09| 5.5 | 2.53| 1.61 | 15.82
| 38.51 | 35.32 | 15.97 | 10.20 |
| 16.79 | 16.03 | 15.36 | 12.98 |
--------- S e e ¥
ter | 29199 | 27088 | 12894 | 9167 | 78348
| 5.451 5.06 1 2.41 1 1.71 | 14.63
| 37.27 | 34.57 | 16.46 | 11.70 |
| 15.04 | 14.52 | 14.64 | 13.77 |
qui | 28286 | 26437 | 12979 | 9069 | 76771
| 5.281 4.94 1 2.421 1.69 | 14.34
| 36.84 | 34.44 | 16.91 | 11.81 |
| 14.57 | 14.17 | 14.74 | 13.63 |
& = P 4 i Statistics for Table of REP_DIA_ADMISSAO_SEMANA_URG by REP_PERIODO_ADMISSAO_HORA
qua | 28481 | 26616 | 12759 | 8904 | 76760
| 5.321 4.971 2.38| 1.66| 14,3 Svatistic by Valus Prob
| 37.10 | 34.67 | 16.62 | 11.60 |
| 14.67 | 14.27 | 14.49 | 13.38 | ChivSqunce 18 1680:1914 <0001
5 R 2 i % Likelihood Ratio Chi-Square 18 1843.6101  <.0001
sex | 27730 | 26585 | 13173 | 9153 | 76641 Mantel-Haenszel Chi-Square 1 1183.6783 <.0001
| S.181 4.971 2.461 1.71| 14.32 Fhi Coefficient 0.0593
| 36.18 | 34.69 | 17.19 | 11.94 | Contingency Costficlent 0:0592
| 14.28 | 14.25 | 14.96 | 13.75 | Crasers 00342
séb | 24761 | 25883 | 11898 | 10798 | 73340  Semple Size = 535355
| 4.63 1 4.83| 2.221 2.021 13.70
| 33.76 | 35.29 | 16.22 | 14.72 |
| 12.75 | 13.88 | 13.51 | 16.22 |
dom | 23123 | 24018 | 10842 | 10833 | 68816
| 4321 4.49 | 2.03| 2.02| 12.85
| 33.60 | 34.90 | 15.76 | 15.74 |
| 11.91 | 12.88 | 12.31 | 16.28 |
Total 194191 186532 88071 66561 535355

36.27 34.84 16.45 12.43 100.00
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REP_CAUSA/REP_REALIZACAO_MCDTS

Frequency |
Percent I
Row Pct I
Col Pct | ol 1| Total
DOENGA | 401511 | 48045 | 449556
| 75.00 | 8.97 | 83.97
| 89.31 | 10.69 |
| 83.04 | 92.63 |
ACIDENTE PESSOAL | 30861 | 1703 | 32564
/QUEDA I 5.76 | 0.32 | 6.08
1 94.77 | 5.23 |
| 6.38 | 3.28 |
ACIDENTE PESSOAL | 28084 | 772 | 28856
/OUTRO | 5.25 | 0.14 | 5.39
| 97.32 | 2.68 |
| 5.8l 1 1.49 | Statistics for Table of REP_CAUSA by REP_REALIZACAO_MCDTS
ACIDENTE DE TRAB | 8655 | 283 | 8938  Statistic DF Value Prob
ALHO I 1.62 | 0.05 | 1.67
| 96.83 | 3.17 | Chi-Square 6  3583.5396 <.0001
| 1.79 1| 0.55 | Likelihood Ratio Chi-Square 6 4510.1046 <.0001
+ + + Mantel-Haenszel Chi-Square 1 1789.5652 <.0001
AGRESSAQ | 6363 | 244 | 6607 Phi Coefficient 0.0818
| 1.19 | 0.05 | 1.23 Contingency Coefficient 0.0815
| 96.31 1 3.69 | Cramer's V 0.0818
| 1.32 | 0.47 |
+ + + Sample Size = 535355
ACIDENTE DE VIAG | 5062 | 534 | 5596 !
io | 0.951 0.10 | 1.05
| 90.46 | 9.54 |
| 1051 1.03 |
OUTRA | 2953 | 285 | 3238
I 0.55 | 0.05 | 0.60
I 91.20 1| 8.80 |
| 0.61 | 0.55 |
Total 483489 51866 535355
90.31 9.69  100.00
REP_NACIONALIDADE/REP_EFR
Frequency I
Percent I
Row Pct I
Col Pct 15NS |ADSE-SN3 | SEGURO_P | CONVENCA|OUTRA  |ADM/SAD |CONVENCA|SRSA-RAA|ISRSH-RAM| Total
| 1 IRIVADO  |0_UE | | 10_CPLP | 1 |
I I | I I I I I I |
1 1 I I I I I I I |
| | | | | | | 1 1 |
I 1 I I I I I I I I
| | | I | I 1 | 1 |
I I | | | | | I I |
PORTUGAL | 417216 | 26709 | 16119 | S860 | 5564 | 4995 | 2134 | 847 | 671 | 480115
| 77.93 1 4.99| 3.001 109 1.04| 0.93| 0.401 0.16| 0.13| 89.68
| 86.90 | 5.56 | 3.3 | 1.221 1.16 | 1.04| 0.44| 0.181 0.14 |
| 89.72 | 89.82 | 88.99 | 89.34 | 88.80 | 89.16 | 89.40 | 90.59 | 91.04 | Statistics for Table of REP_NACIONALIDADE by REP_EFR
CPLP | 20056 | 1323 | 819 | 288 | 290 | 245 | 97 | as | 27 | 23190  geacistic DF Value Prob
| 3751 0.25| 0.15| ©0.05| ©0.05| ©0.05| 0.02| ©0.01] 0.011 4.33
| 86.49 | 5.71 | 3.53 | 1.24 | 1.25 | 1.06 | 0.42 | 0.19 | 0.12 | Chi-Square 24 40.0792 0.0210
| 4311 4.45| 4.52| 4.391 4.63| 4.37| 4.06| 4.8l 1 3.66 | Likelihood Ratio Chi-Square 24 39.3786  0.0249
+ Mantel-Haenszel Chi-Square 1 7.0291  0.0080
OUTRA | 14070 | 874 | 573 | 218 | 208 | 162 | 84 | 23 | 19 | 16231 Phi Coefficient 0.0087
| 2.631 0.16| 0.1 0.04| ©0.04| 0.03| 0.02| 0.00| 0.001 3.03 (Contingency Coefficient 0.0087
| 86.69 | S5.38 | 3.53 1 1.34| 1.28| 100 0.521| 0.141 0.12]| Cramer's V 0.0050
| 3.031 2.94| 3.161 3.321 3.321 2.89 1 3.521 2.461 2.58|
+ + + Sample Size = 535355
UE | 13676 | 831 | 603 | 193 | 204 | 200 | 72 | 20 1 20 | 15819
| 2.1 ©0.16| 0.11 | ©0.04| ©0.04|] ©0.04| 0.01] 0.001 0.001 2.95
| 8.45 | S5.25| 3.81 | 1.221 1.29| 1.26| 0.461 0.131 0.13|
| 2,941 2.79| 3.33| 2.94| 3.26| 3.571 3.021 2141 2.7
Total 465018 29737 18114 6559 6266 5602 2387 935 737 535355
86.86 5.55 3.38 1.23 1.17 1.05 0.45 0.17 0.14 100.00
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REP_SEXO/REP_CAUSA

Fregquency|
Percent |
Row Poct |
Col Pct |DOENGA |ACIDENTE | ACIDENTE | ACIDENTE |AGRESSA0 | ACIDENTE |0UTRA | Total
| | PESS0AL| PE350aL| DE TRAE| | DE VIAG| |
| | /QUEDA | /OUTRO | ALHO | 1do | |
| | | | | | | |
' ' ' ' ' ' ' ' Statistics for Table of FEF_SEXO by REF_CADSA
)il | 239600 | 17323 | 15303 | 406 | 3474 | 2995 | 1746 | 285247
| 44.76 | 3.24 | 2.86 | o.90 | 0.65 | 0.56 | 0.33 | G53.25 Statistic oF Value Frob
| &84.00 | 6.07 | 5.36 | 1.68 | 1.22 | 1.05 | 3
Chi=Zquace [3 3.6818
| 53.30 | 53.20 | 53.03 | 53.77 | 52.58 | 53.52 | 53.92 | Mkeiihood Batls Chi-Squszs & g
t t t t t t t t Hantel-Haenazel Chi-Square 1 0. 0094
H | 209956 | 15241 | 13553 | 4132 | 3133 | 2801 | 1492 | 250108 zh‘ l'“‘““;"C“ Ezgjg
ontingency Cosfficient .
| 39.2z | 2.85 | 2.53 | 0.77 | 0.59 | 0.49 | 0.28 | 46.7z [ 0. 0026
| 83.95 | 6.09 | 5.42 | L1.65 | 1.25 | 1l.04 | 0.60 |
| 46.70 | 46.80 | 46.97 | 46.23 | 47.42 | 46.48 | 46.08 | Semple Size = 535355
Total 449556 32564 28856 8938 6607 5596 3238 535355
83.97 6.08 5.39 1.67 1.23 1.05 0.60  100.00
REP_ PERIODO_EPIDEMICO_GRIPE/ REP_REALIZACAO_MCDTS
Frequencyl
Percent |
Row Pct |
Col Pct | ol 1| Total
--------- ekt EL TP LT ]
0 | 410370 | 37851 | 448221 Statistics for Table of REP_PERIODO_EPIDEMICO_GRIPE by REP_REALIZACAOQ_MCDTS
| 76.65 1 7.07 | 83.72
| 91.56 | §.44 | Statistic DF Value Prob
| 84.88 | 72.98 | e
--------- i Chi-Square 1 4866.3728 <.0001
11 73118 | 14015 | 87134 Likelihood Ratio Chi-Square 1 4291.9084 <.0001
| 13.66 | 2.62 | 16.28 Continuity Adj. Chi-Square 1 4865.4997  <.0001
| 83.92 | 16.08 | Mantel-Haenszel Chi-Square 1 4866.3637  <.0001
I 1s.1z2 1 27.02 | Phi Coefficient 0.0953
_;_";""+_;;;;;;_+";;;;;_+ sas35s Contingency Coefficient 0.0949
ota Cramer's V 0.0953
90.31 9.69  100.00
correlagdo de Spearman.
Zpearmat Correlation Coefficients, M = 535353555
Prob > |r| under HO: Bho=0
GEF_TEMPO_
GRP_HORAS GRP_DURACAD ESPERL
PERMANENCIA PROC_TRIAGEM TRIAGEN
GRP_HORAZ PERMANENCIA 1.00000 0.24998 0.04924
Grouped: HORAS PERMANENCIA <, 0001 <. 0001
GRP_DURACAQ_PROC_TRIAGEM 0.24998 1l.00000 0.00634
Grouped: DURACAO PROC_TRIAGEM <, 0001 <. 0001
GRPF_TEMPO_ESPERA TRILGEM 0.04924 0.00534 1l.0000a
Grouped: TEMFO _ESPERA TRIAGEM <, 0001 <. 0001
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ANEXOV
Arvore de deciséo #1




Arvore de deciséio #2




Arvore de deciséio #3




ANEXO VI — autorizagdo cedéncia de dados

De: Secretariado CA Margarida Pinto
Enviada: quarta-feira, 3 de Fevereiro de 2016 16:34

Assunto: Autorizacdo de estudo

Exm® Senhor
Dr. Filipe Magalh3es

Em resposta ao pedido de acesso a dados informaticos da urgéncia para efeitos de realizacdo de trabalho académico conducente a aquisicdo do grau de mestre da informacéo, informo que o

mesmo estad autorizado, conforme documento em anexo.

Com os melhores cumprimentos,

Margarida Pinto

Secretariado do Conselho de Administracdo

CENTRO

HOSPITALAR
@ DE LISBOA

CENTRAL EPE

Rua José Antdnio Serrano
1150-199 Lisboa

Telefone: 21 884 13 11/Fax: 21 834 10 23








